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GENEROWANIE WIELOWYMIAROWYCH
DRZEW DECYZYJNYCH
NA PODSTAWIE ZBIOROW DANYCH

Streszczenie: W pracy przedstawiono nowe metody konstruowania klasyfikatoréw o po-
staci wielowymiarowych (skosnych) drzew decyzyjnych na podstawie zbioréw uczacych.
Generowane drzewa zawierajg w kazdym wezle liniowa regul¢ decyzyjna (hiperptaszczy-
zng), ktora dzieli wektory cech docierajace do tego wezla na dwa podzbiory. Strategie po-
szukiwania hiperplaszczyzny decyzyjnej opieraja si¢ na minimalizacji dipolowych funkgji
kryterialnych, a jako procedury optymalizujace wykorzystywane sg algorytmy wymiany
rozwigzan bazowych lub algorytmy ewolucyjne. Aby wyeliminowaé nadmiarowe cechy,
w proces poszukiwania optymalnej kombinacji liniowej w wezle wbudowana zostala se-
lekcja cech. Dla uniknigcia zbytniego dopasowania do danych treningowych i zwigksze-
nia zdolnosci do generalizacji, uzyskane drzewo jest przycinane. Przedstawione metody
zostaly zweryfikowane eksperymentalnie na publicznie dostgpnych zbiorach danych i po-
réwnane z innymi algorytmami indukujacymi drzewa decyzyjne.

Stowa kluczowe; wielowymiarowe drzewa decyzyjne, liniowa regula decyzyjna, kryte-
ria dipolowe

1. Wstep

Z problemami rozpoznawania i klasyfikacji czlowiek ma do czynienia w wie-
lu dziedzinach zycia, chociaz rzadko je bezposrednio dostrzega i nazywa. Klasyfi-
kacje mozemy nieformalnie okresli¢ jako czynnos$¢ polegajaca na przypisaniu zja-
wiskom badZz rzeczom weczeéniej sprecyzowanych etykiet (klas, kategorii).
W wyniku klasyfikacji dany zbior obiektow zostaje podzielony na roziaczne grupy.
Niekiedy nie zdajemy sobie z tego sprawy, ze aby poprawnie klasyfikowa¢ obiekty
najpierw musimy si¢ nauczy¢ je rozpoznawa¢. Czasami dysponujemy wiedza zdo-
byta i przekazana nam przez poprzednikéw. W takich wypadkach, wystarczy sto-
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sowaé ja w praktyce. Gdy tej wiedzy nie mamy, musimy sami stworzy¢ reguly
postepowania, opierajac si¢ na zdobywanym doswiadczeniu. Mozna przyjaé, ze
uczenie si¢ na podstawie uprzednio zgromadzonej informacji jest niejako czgscia
naszego sposobu podejmowania decyzji.
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Rys. 1. Schemat wykorzystania metod klasyfikacji (drzew decyzyjnych) w procesie po-
dejmowania decyzji w przykiadowej instytucji

Wraz z nadej$ciem ery komputerdw i ich cigglym doskonaleniem pojawita si¢
szansa wykorzystania coraz wigkszej mocy obliczeniowej maszyn we wspomaga-
niu procesu podejmowania decyzji przez czlowieka (rys. 1). Dzigki systemom baz
danych mamy mozliwo$¢ gromadzenia i bezposredniego dostgpu do coraz wigk-
szej liczby informacji. Powstaje specjalistyczne oprogramowanie, ktére pozwala na
prawie automatyczne przetwarzanie i analize¢ nawet bardzo duzych zbiorow da-
nych. Uzyskiwane w taki sposob klasyfikatory charakteryzuja si¢ wysoka jakoscia,
i same mogg sta¢ si¢ zrodlem pozytecznej wiedzy na temat rozpatrywanego zjawi-
ska. Zastosowan jest bardzo wiele i sa one niezwykle zréznicowane: poczawszy od
ustalenia prawdopodobienstwa zwrocenia pozyczki przez potencjalnego klienta
banku, na podstawie wczesniej zrealizowanych pozyczek, po rozpoznawanie ko-
morek nowotworowych na obrazach biomedycznych, czy tez wykrywanie nie-
uprawnionych rozmow w sieciach telefonii komaérkowej. Z punktu widzenia metod
tworzenia klasyfikatorow wszystkie te problemy sa bardzo zblizone. Zagadnienia
tego typu, ze wzgledu na ich bardzo duze znaczenie praktyczne, sg przedmiotem
intensywnych badan w takich dziedzinach jak statystyka, rozpoznawanie wzorcow
(ang. pattern recognition) czy uczenie maszyn (ang. machine learning). Badania
zaowocowaly m. in. opracowaniem réznego typu klasyfikatoréw (np.: w postaci
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reguf i drzew decyzyjnych czy sieci neuropodobnych) oraz znacznej liczby algo-
rytmow automatycznego tworzenia takich struktur decyzyjnych na podstawie zbio-
row danych. Chociaz kazda z tych metod ma swoje zalety, wiemy, Ze nie mozna
zbudowac klasyfikatora, optymalnego dla wszystkich sytuacji (,,no free lunch theo-
rem” [12]). W niniejszej pracy koncentrujemy si¢ na jednym typie klasyfikatora,
a mianowicie na drzewach decyzyjnych. Do gtéwnych zalet drzew decyzyjnych
mozemy zaliczy¢ przede wszystkim szybkos¢ ich tworzenia i prostote korzystania
z nich oraz latwos¢ uzasadnienia proponowanych decyzji. W pracy pokazujemy
jak wykorzystujac metody dipolowe mozna efektywnie generowaé wielowymia-
rowe drzewa decyzyjne na podstawie zbioréw uczacych.

Dalsza czgs¢ pracy jest zorganizowana w nastepujacy sposéb. W kolejnym
punkcie przedstawione zostanie krotkie wprowadzenie do metody drzew decyzyj-
nych. Omoéwiony zostanie podstawowy algorytm generowania drzewa, a takze
scharakteryzowane rozne typy drzew decyzyjnych. Punkt 3 zawiera przeglad ist-
niejacych systemow stuzacych do indukcji (gtéwnie wielowymiarowych) drzew
decyzyjnych. W punkcie 4 przedstawiono pojecie dipola i sformutowano postulaty
projektowe. Na tej podstawie zostang zaproponowane metody poszukiwania opty-
malnych kombinacji liniowych cech w wegzlach drzewa decyzyjnego. Metody te
obejmujg zaréwno zdefiniowanie funkcji kryterialnych (stuzacych do oceny jako-
$ci proponowanych podziatow) jak i algorytmy optymalizacji tych funkcji. Inne
zagadnienia zwigzane z tworzeniem wielowymiarowych drzew decyzyjnych, takie
jak np. selekcja cech czy tez problem unikania zbytniego dopasowania do danych
uczacych, zostang omdéwione w punkcie 5. Eksperymentalna weryfikacja zapropo-
nowanych algorytméw indukcji drzew znajduje si¢ w punkcie 6. W ostatnim punk-
cie podsumowujemy oraz przedstawiamy mozliwe kierunki prac badawczych.

2. Wprowadzenie do drzew decyzyjnych

Drzewo decyzyjne jest strukturg hierarchiczna, zbudowang z wgziow i tacza-
cych je krawedzi (gatezi). W strukturze tej jeden wezet jest wyrozniony i nazywa-
ny korzeniem (ang. root node), a kazdy z pozostatych wegzléw ma swojego po-
przednika w drzewie. Wezly terminalne, czyli takie, ktore nie posiadaja potomkow,
nazywane s lisémi (ang. leaves). Kazdemu liSciowi przypisana jest decyzja klasy-
fikacyjna. W wezlach niebgdacych lisémi, zapisane sq testy (zwane tez regutami
podziatu). Z kazdym mozliwym wynikiem testu zwigzana jest galaZ prowadzaca
do wezta potomnego. W najprostszej sytuacji, tescie opartym na pojedynczym
atrybucie numerycznym, mamy dwa mozliwe wyniki — dwie gatezie. W przypadku
testdw opartych na atrybutach nominalnych liczba poddrzew moze by¢ wigksza.
Na rysunku 2 przedstawiono przyktady roznych testow w weztach drzewa.
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Rys. 2. Przykiadowe testy w wezle drzewa decyzyjnego: (a) jednowymiarowy, binarny, na
wartosciach rzeczywistych (b) jednowymiarowy, na warto$ciach nominalnych (c) binarny,
wielowymiarowy

Zakladajac, ze znamy wartosci atrybutéw nowego obiektu, a nie wiemy, do
ktérej klasy nalezy, mozemy przy uzyciu drzewa decyzyjnego sprobowac przewi-
dzieé jego przynaleznos¢ do jednej z klas. W tym celu nalezy wykonac serig testow
w kolejnych weztach drzewa, rozpoczynajac od testu zapisanego w korzeniu drze-
wa, a konczac na osiagnigciu liscia. Wybér potomka rozpatrywanego wezla drze-
wa, do ktorego nastgpuje przejscie, dokonywany jest na podstawie wyniku testu
zastosowanego do klasyfikowanego obiektu. W momencie, gdy obiekt ten docho-
dzi do liscia, przypisujemy mu decyzje zwigzang z tym liSciem. Warto zauwazy¢,
ze Sciezka od korzenia do liscia odpowiada pojedynczej regule decyzyjnej, z te-
stami potaczonymi koniunkcja po jej lewej stronie i decyzja zwigzana z lisciem po
stronie prawe;j.

W zasadzie wszystkie algorytmy generowania drzew decyzyjnych na podsta-
wie zbioru danych opieraja si¢ na powszechnie stosowanej w informatyce meto-
dzie znajdujacej rozwigzanie problemu poprzez podzial go na podproblemy (ang.
divide and conquer). W odniesieniu do drzew, rozpoczynajac od korzenia, znajdo-
wany jest test i na podstawie jego wynikdw tworzone sa wezly potomne oraz roz-
dzielany do nich jest zbior uczacy. Nastgpnie ta sama procedura podziatu stosowa-
na jest rekurencyjnie w wezlach potomnych, az do momentu, kiedy osiagniety
zostaje warunek stopu i tworzony jest lis¢. Ponizej przedstawiono podstawowy
algorytm indukcji drzewa w postaci funkcji w pseudokodzie:

void InduceDecTree (DTNode *pN)

{

. // sprawdzany jest warunek stopu
if (!Stop(pN)) // np. czy w ogble warto dzielié

if (FindTest (pN)) // poszukiwanie testu i o ile zakonczone

// pomy$lnie zwracane true

{ .

nOutcome=SplitNode (pN) ; //liczba mozliwych wynikdw testu
//a tym samym galezi (podrzew)
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for (int 1i=0; i<nOutcome; i++)
InduceDecTree (pN->GetOutcome (i)) ;

// o ile nie znaleziono testu w pN oznaczamy jako 1is¢
// w przeciwnym przypadku jako wezel
}

Nalezy zwrécié uwage, ze opisana powyzej zachlanna (ang. greedy) strategia
indukcji drzewa od korzenia do lisci (ang. fop-down), jak kazda metoda heury-
styczna, nie gwarantuje otrzymania optymalnego drzewa. Tym niemniej jest prosta
i szybka, a co najwazniejsze, uzyskiwane dzigki niej klasyfikatory charakteryzuja
si¢ dobra jakoscia klasyfikacji i matymi rozmiarami.

Podstawowe problemy, ktdére musimy rozwigza¢ proponujac metodg genero-
wania drzewa decyzyjnego [9], to przede wszystkim:

a) sposob wyboru testu w wezle drzewa — FindTest (pN),
b) okreslenie kiedy przerwac rekurencyjny podzial — Stop (pN),
c) przypisanie decyzji lisciowi (zwykle stosowana jest reguta wigkszosciowa).

Ad a) Najczgsciej stosowana jest metoda wyboru optymalnego testu, polegajaca na
maksymalnej redukcji zanieczyszczenia (ang. impurity) wezla w jego potencjal-
nych potomkach. W przypadku najprostszych postaci testow mozliwe jest nawet
sprawdzanie wszystkich znaczacych podzialéw. Jako miary zanieczyszczenia wy-
korzystywane sa najczgSciej: indeks Gini [9] lub entropia [21].

Ad b) Najbardziej naturalng przestanka do zatrzymania algorytmu jest otrzymanie
wezta zawierajacego tylko obiekty z jednej klasy. Zastosowanie takiego kryterium
pozwala uzyskaé, o ile zbidr uczacy nie jest sprzeczny, drzewo poprawnie klasyfi-
kujace wszystkie obiekty ze zbioru uczacego. Niestety, powoduje to czg¢sto nad-
mierne dopasowanie si¢ do danych treningowych. Do tego zagadnienia powrécimy
w dalszej czgsci pracy.

W zaleznosci od liczby cech wykorzystywanych przez regule decyzyjng
w wezle mozemy wyrédzni¢ dwie rodziny drzew decyzyjnych: jednowymiarowe
lub wielowymiarowe. Drzewa jednowymiarowe wykorzystuja w kazdym tescie
tylko pojedynczg ceche, natomiast wielowymiarowe moga opieraé si¢ na wigkszej
liczbie zmiennych w poszczegdlnych weztach. Szczegdlnym przypadkiem drzew
wielowymiarowych sg tak zwane drzewa sko$ne (ang. obligue), w ktdrych regula
decyzyjna ma postac liniowej kombinacji cech.

Z geometrycznego punktu widzenia jednowymiarowe testy zwiazane sg z hi-
perplaszczyznami rownolegtymi do osi (ang. axis-parallel) w przypadku liniowych
testow wielowymiarowych, orientacja hiperplaszczyzn nie jest praktycznie ograni-
czona. Drzewa jednowymiarowe znalazty wiele praktycznych zastosowan, gltéwnie
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dzigki dostgpnosci komercyjnych systeméw stuzacych do ich generowania oraz
dzigki szybkosci tworzenie i fatwosci interpretacji uzyskiwanych klasyfikatoréw.
Drzewa wielowymiarowe oferuja znacznie wigksze mozliwosci, cho¢ — niestety —
ich indukcja moze wymagaé wigcej czasu (algorytmy poszukiwania testow w we-
ztach sq zwykle bardziej skomplikowane) interpretacja uzyskanego drzewa moze
by¢ nieco trudniejsza. Na rysunku 3 przedstawiona zostala sytuacja, w ktérej kla-
syfikator w postaci sko$nego drzewa decyzyjnego jest naturalnym i optymalnym
rozwigzaniem.
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Rys. 3. Przykiadowe drzewa wygenerowane na podstawie tego samego dwuklasowego zbioru
danych: (a) jednowymiarowe, (b) wiclowymiarowe (skos$ne)

3. Przeglad metod konstrukcji drzew decyzyjnych

Zaproponowano juz wiele systemow generujacych drzewa decyzyjne na pod-
stawie zbioréw uczacych [19]. Poczatkowo interesowano sie jedynie drzewami
jednowymiarowymi. Do najbardziej znanych systeméw nalezy z pewnoscia zali-
czy¢ 1D3 [21], zaproponowany przez Quinlana. System ten ewoluowatl przez lata
i jego publicznie dostepna wersja, pod nazwa C4.5 [22], jest powszechnie wyko-
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rzystywana we wszelkiego typu porownaniach. Sposrod innych algorytmdw warto
wymieni¢ CHAID (Chi-squared Automatic Interaction Detection) [15], ktoéry moze
by¢ stosowany tylko w przypadku danych nominalnych; do wyboru podziatu
w wezle wykorzystuje si¢ statystyke chi-kwadrat.

Algorytmy stosowane w przypadku wielowymiarowych drzew decyzyjnych
sa ze swej natury bardziej ztozone niz wykorzystywane w drzewach jednowymia-
rowych. Dlatego tez w poczatkowym okresie ich rozwoj i praktyczne zastosowanie
bylo hamowane przede wszystkim z powodu ograniczonych mozliwosci kompute-
row. W ostatnim jednak czasie, dzigki wzrostowi mocy obliczeniowej, drzewa
wielowymiarowe zastuguja na coraz wigksza uwage. W tej chwili moga by¢ z po-
wodzeniem stosowane nawet w przypadku duzych zbioréw danych (zawierajgcych
tysigce obiektow).

Po raz pierwszy mozliwo$é wykorzystania wielowymiarowych testow pod-
czas konstrukcji drzewa zostala opisana w powszechnie znanej ksiazce Breimana
i in. [9]. Autorzy opisuja w niej system CART (Classification and Regression Tre-
e). ktéry, oprdcz standardowych podziatdéw wykorzystujacych pojedyncze zmien-
ne, jest w stanie m. in. szukad testow w postaci liniowej kombinacji cech. Do po-
szukiwania hiperplaszczyzny uzyte sa tylko cechy numeryczne, a wagi sq dodat-
kowo znormalizowane (suma kwadratow wag jest rowna 1). Zaproponowany algo-
rytm w kolejnych krokach prébuje modyfikowaé wagi pojedynczych atrybutow,
optymalizujac miar¢ zanieczyszczenia. Nastgpnie w celu uproszczenia tekstu atry-
buty sa usuwane z kombinacji liniowej, o ile strata przez to spowodowana nie
przekracza zadanego procentowego progu. Po znalezieniu optymalnej hiperptasz-
czyzny, miara zanieczyszczenia jest porownywana z miarg odpowiadajaca najlep-
szemu podzialowi jednowymiarowemu. Na tej podstawie wybierany jest lepszy
test, przy czym preferowane sg testy oparte na pojedynczej zmiennej.

Metoda zaproponowana przez Breimana i in. jest w pelni deterministyczna
i moze wpada¢ w lokalne minima. Murthy i in. [18] zaproponowali system OCI
(Oblique Classifier 1), rozszerzajacy metode poszukiwania liniowych kombinacji
systemu CART poprzez wprowadzenie randomizacji. W momencie gdy algorytm
zatrzymuje sie (by¢ moze w lokalnym minimum), system probuje dodawaé losowe
wektory do aktualnie optymalnej hiperptaszczyzny i, jezeli uzyskana kombinacja
liniowa jest lepsza, kontynuuje poszukiwania. Inng mozliwoscig jest kilkukrotny
start z losowo wybranych miejsc, roznych od uzytego w pierwszej probie optymal-
nego testu jednowymiarowego. Wyniki uzyskiwane przy uzyciu tak rozszerzonej
metody ulegly znaczacej poprawie i system zostat wykorzystany z powodzeniem
m. in. w diagnostyce raka piersi.

Chai ef al. [11] zaproponowali metodg tworzenia liniowo-odcinkowego klasy-
fikatora w postaci binarnego drzewa (BTGA, Binary Tree-Genetic Algorithm)
z liniowg reguta decyzyjna w kazdym wezle. Do poszukiwania optymalnej hiper-
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plaszczyzny, maksymalnie redukujacej zanieczyszczenie, wykorzystany zostat
standardowy algorytm genetyczny. Zmodyfikowana nieznacznie metoda zostala
wykorzystana z powodzeniem w diagnostyce raka szyjki macicy do klasyfikacji
komorek na wymazach cytologicznych.

W pracy [14] Gama i Brazdil przedstawili system Ltree, ktory rozszerza algo-
rytm generowania drzewa decyzyjnego poprzez wykorzystanie konstruktywnej
indukcji. W kazdym weZle nowe atrybuty tworzone sg poprzez rzutowanie wekto-
row cech na hiperptaszczyzn¢ wyznaczong przez liniowa regute dyskryminacyjna.
W ten sposéb utworzone cechy sa nastgpnie propagowane w dol drzewa i moga
by¢ wykorzystane w tworzeniu kolejnych cech.

Wigkszo$¢ algorytméw indukcji drzew decyzyjnych wybiera podziat w wezle
optymalizujac, w ten czy inny sposob zdefiniowana, miarg zanieczyszczenia. Nie
jest to jednak jedyna mozliwo$¢. Przykladowo w pracy [20] autorzy argumentuja,
ze w przypadku drzew skosnych lepsze rezultaty mozna osiagnaé stosujac do oce-
ny potencjalnych podzialoéw w wezle miar¢ bazujaca na liniowej separowalnosci
danych. Poniewaz zaproponowana miara wykorzystuje liniowa separowalno$é
podwezidw, moze by¢ traktowana jako rozszerzenie tradycyjnej zachlannej strate-
gii konstrukcji drzewa o sprawdzenie ,krok do przodu”. Podejscie to moze by¢
zastosowane tylko do problemoéw dwuklasowych.

Przedstawione powyzej systemy wykorzystuja pojedynczg hiperplaszczyzng
w wezle drzewa. Istnieja rdwniez drzewa wielowymiarowe oparte na maszynie
liniowej (ang. linear machine) [12], ktora jest zbiorem dziatajacych wspdlnie li-
niowych funkcji dyskryminacyjnych. Najbardziej znanym takim drzewem jest
LMDT (Linear Machine Decision Tree), zaproponowany przez Utgoff i Brodley
[23]. W przeciwienstwie do wczesniej omdéwionych binarmych drzew, w tym przy-
padku liczba poddrzew zalezna jest od liczby klas. Do uczenia maszyny liniowej
w kazdym wezle stosowany jest algorytm thermal training zblizony do algorytmu
symulowanego wyzarzania (ang. simulated annealing). LMDT wyposazony jest
réwniez w mechanizmy selekcji cech.

4. Poszukiwanie hiperplaszczyzny w wezZle drzewa

W tym paragrafie zostanie przedstawiony sposéb poszukiwania liniowej regu-
ty decyzyjnej w pojedynczym wezle drzewa na podstawie danych ze zbioru ucza-
cego, ktore dotarly do rozpatrywanego wezta. Omowione zostang miary jakosci
podziatu (funkcje kryterialne) oparte na pojgciu dipoli oraz opisane metody wyko-
rzystywane do ich optymalizacji.
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Zbidr uczacy C sktada si¢ z M obiektdow, ktérym dla porzadku przypisujemy
numery w zbiorze. Kazdy obiekt o' opisany jest przez N — wymiarowy wektor
cech xi=lx{,...,x5\,JT, (x}e R'). W przypadku cech nominalnych (takich jak

przyktadowo kolor oczu czy kraj zamieszkania) niezbedne jest wczesniejsze zako-
dowanie tego typu informacji’. Dodatkowo kazdy obiekt nalezy do (jednej z K
klas) klasy w; (k =1,...,K ). W podzbiorze uczacym Cj zgrupowane sg wszystkie

wektory cech xi(k), odpowiadajace obiektowi o', nalezace do klasy w, (Cy

zawiera my wektorow cech xi(k) )-

Przestrzen cech moze by¢ podzielona na dwie podprzestrzenie przy uzyciu hi-
perplaszczyzny H(w,0) bedacej kombinacja liniowa cech:

H(w,0)={x:<w,x> =wix; +wyXy +.+ WXy :0}, e}

gdzie w jest N-wymiarowym wektorem wag, & — progiem, a (w, x> jest iloczynem

skalarnym. Mowimy, ze wektor cech X' lezy po dodatniej (ujemnej) stronie hiper-
ptaszczyzny H(w,0) jezeli:

<w,x">>9 (<w,x"><9). @)

Aby upro$ci¢ zapis, wprowadzmy tak zwana rozszerzona przestrzen cech,
w ktérej wektor cech ma postac y = [l,x, s XN ]T , rozszerzony wektor wag przed-
stawia si¢ nastgpujaco v =[— 0, w,..., Wy ]T, natomiast H(v)={y:<v,y>=0} jest
hiperptaszczyzna.

4.1. Ocena jakosci hiperplaszczyzny — funkcja kryterialna

Podstawowym pojgciem, od ktorego przedstawienia rozpoczniemy, jest dipol,
czyli para yi,yj ) réznych wektordw cech [3]. Wyrdzniamy dwa typy dipoli: czyste
i mieszane. Mowimy, ze dipol jest czysty, jezeli wektory cech tworzace go nalezg do
tego samego podzbioru uczacego Cj . Z dipolem mieszanym mamy natomiast do
czynienia w sytuacji, gdy obiekty tworzace dipol majg przypisane rozne decyzje. Na
rysunku 4 zilustrowano typy dipoli na przykiadzie [0-elementowego zbioru danych,
natomiast w tabeli 1 przedstawione zostaty licznosci poszczegdlnych typow dipoli.

3 Istnieje wiele metod kodowania informacji nominalnych (symbolicznych) w postaci nu-
merycznej. Jedng z najprostszych jest stworzenie dodatkowych binarnych atrybutéw odpo-
wiadajacych poszczegdinym kategoriom.
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Rys. 4. Wszystkie dipole mieszane (a) oraz czyste (b), utworzone
z wektorow cech (punktow) nalezacych do przykladowego 10-
elementowego zbioru danych

Tabela 1
Liczby dipoli poszczegdinych typow
| K
Liczba czystych D = —2—'1.:1”7’ (m 1)
1 K
Liczba mieszanych D = E'iglm" M =)
Razem (wszystkich) dipoli —;— M (M - ])

Hiperptaszczyzna H(v) przecina dipol (y’.,yj) jezeli wektory cech go two-
rzace znajdujg si¢ po jej przeciwnych stronach, czyli:

<v,yi>-<v,yj><0 (3)

Z punktu widzenia wykorzystania liniowej reguly decyzyjnej do podziatu
wektoréw cech w wezle drzewa, hiperptaszczyzna powinna przecinaé¢ mozliwie
duzo dipoli mieszanych. W idealnym przypadku, jezeli wszystkie dipole mieszane
sg przecigte, mamy do czynienia z liniowym odseparowaniem podzbioréw uczg-
cych (przypadek 2-klasowy). Z drugiej strony powinni$my si¢ stara¢ unikac prze-
cinania dipoli czystych. Przecigcie ich oznacza bowiem, ze wektory cech z tej sa-
mej klasy skierowane zostang do réznych poddrzew.

Bazujac na powyzszym rozwazaniu mozna zaproponowac¢ [6] prosta miare ja-
kos$ci podziatu (funkcje kryterialna) postaci:

d

\Pl(v)zac'%'*'am'D—m (4)
c m
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gdzie:
d. — liczba dipoli czystych, ktdre zostaly przecigte przez H(v),
d,, — liczba dipoli mieszanych, ktore nie zostaly przecigte przez H(v),
., — relatywny wplyw (cena) poszczegdlnych rodzajow dipoli na wartos¢
funkcji.
Nalezy zwrdci¢ uwage na fakt, ze cena «,, zwiagzana z dipolami mieszanymi

powinna by¢ znaczaco wigksza niz cena o odnoszaca si¢ do dipoli czystych.

Podstawowym celem jest przecinanie dipoli mieszanych. W drugiej kolejnosci
staramy si¢ unikaé przecinania dipoli czystych. W przeciwnym razie mozemy do-
prowadzi¢ do sytuacji, w ktorej zaden dipol nie bedzie przeciety, a takie rozwigza-
nie jest zwykle bezuzyteczne. Poszukiwanie optymalnych hiperptaszczyzn H(v)

opiera si¢ na minimalizacji funkcji kryterialnej ¥, (v) (4).

Jezeli bierzemy pod uwage wszystkie dipole i jezeli przez p(k) oznaczymy
obiekty z klasy w; polozone po pozytywnej (dodatniej) stronie hiperptaszczyzny
H(v), a przez n(k) odpowiednio po stronie negatywnej, to d,, i d. mozemy
obliczy¢ w nastepujacy sposob:

d=% S0 p) ). do = % pl)-n(). 5)

i=l j=i+) i=

Poniewaz funkcja ‘¥, ma wiele miniméw lokalnych, jej minimalizacja nie jest
prostym zadaniem optymalizacyjnym. W przypadku takich wiasnie funkcji dobrze
sprawdzajg si¢ metody takie jak algorytmy ewolucyjne (genetyczne) [17]. Niestety,
nie naleza one do najszybszych metod i, zwlaszcza w przypadku duzych zbiordw
danych, tworzenie drzewa decyzyjnego moze wymagac sporo czasu.

Alternatywne podejscie do poszukiwania hiperptaszczyzny zainspirowane
zostalo algorytmami uczenia Perceptronu [12], ktére w przypadku liniowej sepa-
rowalnosci zbioru (2 klasy) dajg rozwiazania optymalne. W klasycznej funkcji
perceptronowej z kazdym bigdnie sklasyfikowanym przyktadem wiazemy karg
w postaci iloczynu skalarnego, ktora moze by¢ traktowana jako odlegtos¢ obiektu
od hiperptaszczyzny (w przypadku unormowania wektora wag). Minimalizowana
funkcja kryterialna jest sumg tych kar. Dodatkowo wprowadzenie marginesow
(ang. margin) pozwala znajdowa¢ rozwiazania bardziej ,,stabilne”, a funkcja kryte-
rialna pozostaje nadal wypukia i odcinkowo-liniowa (ang. piecewise-linear). Do
optymalizacji funkcji tego typu zostaty zaproponowane efektywne algorytmy, takie
jak algorytmy wymiany rozwigzan bazowych ([2], [8]). Aby méc wykorzystaé
zalety tych technik, dipolowa funkcja kryterialna rowniez musi mie¢ analogiczne
wlasciwosci.
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W naszym przypadku z wektorem cech yj mozemy zwigza¢ dwa typy skla-
dowych funkcji kary: ,,pozytywna”

5/ ={v,y/) if{v,y/ )<’
@F(v)= < > if<<v,yji25j’ (6)
lub ,,negatywna”
@;(v)= 5j+<v’yj> if<v’yj>>_5j )

if (v.y/)s=3/"

gdzie &/ (8’ =0) jest marginesem, ktorego warto$é moze by¢ rozna dla réznych
przypadkow (we wszystkich prezentowanych w pracy eksperymentach miata war-
tos¢ 1.0). Nazwy funkcji kary odpowiadajg stronom w stosunku do poszukiwanej
hiperptaszczyzny H(v), po ktérych powinien si¢ znalez¢ wektor cech y/ w wyni-
ku minimalizacji funkcji kary. Inaczej mowiac, w przestrzeni wag wykorzystanie
pozytywnej funkcji kary powoduje spychanie wektora wag na dodatnig strong hi-
perptaszczyzny zwigzanej z wektorem cech. Opierajac si¢ na sktadowych funk-
cjach kary mozna tatwo osiagnaé¢ wymagany efekt w odniesieniu do dipoli. I tak,

aby wymusic przecinanie dipola mieszanego (yi,ij przez H(v), nalezy zwiazad
z obiektami tworzacymi dipol przeciwne funkcje kary, np.: ujemna (p;(v) oraz

dodatnig (p;r(v) (lub odwrotnie). Mozemy zdefiniowac funkcje kary zwigzang
z dipolem mieszanym jako sumg odpowiednich funkcji:

07 (V)=0/(v)+o5(v)  (ub ¢ (v)=0; (v)+¢j(v)) ®)

W przypadku dipola czystego, aby unikna¢ jego przecigcia, wigzemy z obiek-
tami tworzacymi ten dipol funkcje kary tego samego znaku, dzigki czemu obiekty
te powinny si¢ znalez¢ po tej samej stronie hiperplaszczyzny. Funkcja kary zwia-
zana z czystym dipolem przybiera posta¢ nastgpujaca:

05 (v)=0f (v)+ot(v) (b @f(v)=0; (v)+¢;(v)) 9)

Aby moc lepiej wyobrazi¢ wyglad funkcji kary, rozwazmy pojedyncze dipole
(mieszany i czysty) w jednowymiarowej przestrzeni cech. Na rysunku 5 przedsta-
wione zostaty odpowiadajace im skiadowe funkcje kary w przestrzeni wag.
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a)
y'(1) ¥} (2)
L —o——
0 l M
b)
¥'(1) yA()
O0— L
0 1 M

Rysunek 5. Pojedyncze dipole (mieszany — a oraz czysty — b) w 1-wymiarowej przestrzeni
cech oraz wykresy skladowych funkeji kary @f3(v) oraz ¢f,(v), zwiazanych z danym typami
dipoli, przedstawione w 2-wymiarowej przestrzeni wag

Wybér odpowiednich postaci funkeji kary, zwigzanych z danym dipolem, na-
zywany jest orientowaniem dipola [4]. Aby zbytnio nie komplikowaé rozwazan,
mozna przyjac, ze orientacja dipoli jest dowolna, ale ustalona.

Dipolowa funkcja kryterialna [7] jest wazong sumg funkcji kar zwigzanych
z poszczegblnymi dipolami:

Biv)=o— T oo T o) (0

% e

gdzie: .
a;; — relatywny wptyw (cena) dipola (yi ,yj ) na wartos¢ funkcji kryterialne;j,

1™ (I°) — zbiér dipoli mieszanych (czystych).
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Warto zauwazyc¢, ze o ile w funkcji ¥ (v) wszystkie dipole jednego typu byly
traktowane w ten sam sposob (mialy przypisany ten sam wpltyw o, lub o),
o tyle w przypadku funkcji ‘¥, (v) kazdy dipol moze by¢ traktowany niezaleznie

(cena jest bowiem zwigzana z pojedynczym dipolem). Rodzi to mozliwo$¢ propo-
nowania réznorodnych strategii wyceniania dipoli i przez to wplywania na ksztalt
funkcji kryterialnej a tym samym na optymalng hiperptaszczyzne. Przyktadowo
mozna réznicowaé ceny dipoli, wykorzystujac ich dlugosci. W przedstawionych
w tej pracy eksperymentach zastosowana zostala najprostsza z mozliwych strategii
ze statymi cenami.

Dipolowa funkcja kryterialna (z ustalong orientacja dipoli) jest, oczywiscie,
wypukta 1 odcinkowo-liniowa (jako wazona suma takich wlasnie funkcji). Dzigki
temu do jej minimalizacji, tak jak wspomniano wczesniej, mozemy wykorzysta¢
algorytmy wymiany rozwigzan bazowych. W rzeczywistosci wykorzystana metoda
jest kombinacjg powyzszych algorytmow i prostego algorytmu ustalania orientacji
dipoli.

W pewnych sytuacjach (zwtlaszcza gdy liczba klas jest wigksza niz 2) bardzo
dobre rezultaty moga by¢ uzyskane poprzez minimalizacje kryterium rangowego
[5], ktore moze by¢ traktowane jako szczegolny przypadek kryterium dipolowego.
Celem kryterium rangowego jest odseparowanie obiektéw z wyrdznionej klasy od
wszystkich pozostatych obiektéw. Mozna to osiagnac¢ poprzez przypisanic obiek-
tom z klasy wyrdznionej sktadowych funkcji kary pozytywnych, natomiast pozo-
stalym obiektom — negatywnych. W ten sposéb dazymy do sytuacji, w ktérej moz-
liwie wiele obiektéw- z klasy wyrdznionej znajdzie si¢ po dodatniej stronie hiper-
plaszczyzny; pozostale obiekty usytuowane sg po stronie ujemnej. Warto zauwa-
zy¢, ze z punktu widzenia zastosowania metody dipolowej kryterium rangowe
oznacza wykorzystanie tylko mieszanych dipoli, stworzonych z obiektéow klasy
wyroznionej 1 pozostalych obiektéw, przy czym orientacja jest taka sama dla
wszystkich dipoli.

4.2. Metody optymalizacji funkgcji kryterialnej

W przypadku optymalizacji funkcji, o ktérej wiemy, ze jest odcinkami-stata
(ang. piecewise constant) i zapewne posiada minima lokalne, niezbedne jest zasto-
sowanie metod, ktore przede wszystkim sa w stanie unikaé¢ rozwiazan suboptymal-
nych. Szybko$¢ dzialania jest w tej sytuacji czynnikiem mniej istotnym. Takimi
technikami z pewnoscig sg szeroko rozumiane algorytmy genetyczne. Do minima-
lizacji funkcji kryterialnej ‘Y| zaprojektowany zostat wyspecjalizowany algorytm
ewolucyjny, dzigki czemu udalo si¢ poprawié efektywnosc takiego podejscia.
W przypadku funkcji kryterialnej ‘¥, zastosowane zostalo odmienne rozwiazanie.
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Juz sama funkcja zaprojektowana zostala z mysla o konkretnej technice optymali-
zacyjnej (algorytmach wymiany rozwiazan bazowych) i w zwiazku z tym posiada
okreslone wiasnosci: jest wypukla i odcinkowo-liniowa (ang. piecewise linear).

4.2.1. Algorytmy wymiany rozwigzani bazowych

Algorytmy wymiany rozwiazah bazowych ([2], [8]) sa efektywnymi iteracyj-
nymi metodami poszukiwania minimum wypuktych, odcinkowo-liniowych funkcji
kryterialnych, utworzonych na podstawie zbioru danych. Sg to metody bliskie pro-
gramowaniu liniowemu, a ich sila bierze si¢ migdzy innymi z wykorzystania spe-
cyfiki optymalizowanej funkcji. Podstawowa obserwacja niezbgdna do zrozumie-
nia zasady dziatania algorytméw wskazuje, ze hiperptaszczyzny zwigzane z wekto-
rami cech (przesunietymi odpowiednio o +8 lub —8) rozbijajg przestrzen wag na
wypukle obszary, w ktorych funkcja kryterialna jest liniowa. Obszary te nazywane
sg obszarami korekcyjnymi, a ich wierzchotki wyznaczone sa przez punkty prze-
ciecia granicznych hiperptaszczyzn (N+1 hiperptaszczyzn w wierzchotku niezde-
generowanym). Z podstawowych twierdzenn programowania liniowego wiemy, Ze
optimum funkcji rozpatrywanego typu zostanie osiagni¢te w jednym z wierzchot-
kow obszaru korekcyjnego. Jesli oprzemy si¢ na powyzszym, nasuwa si¢ idea al-
gorytmu polegajaca na przemieszczaniu si¢ wzdhuz krawedzi (wyznaczonych przez
hiperptaszczyzny) od jednego wierzchotka do drugiego. Kolejne odwiedzane
wierzchotki powinny mie¢ nie wigksza warto$¢ funkcji kryterialnej i, o ile nie be-
dziemy odwiedza¢ ponownie tych samych wierzchotkdw, mamy zagwarantowane
odnalezienie minimum. Poszczegb6lne algorytmy rdznia si¢ migdzy soba sposobem
wyboru drogi, po ktérej podazamy, aby osiagna¢ optimum. W dalszym opisie
skoncentrujemy si¢ na strategii krawedzi najwiekszego spadku.

Wspdirzedne kazdego wierzchotka v(n) obszaru korekcyjnego w n-tym kroku

algorytmu mozna wyznaczy¢ rozwiazujac uktad N+1 réwnan liniowych, ktédry
w postaci macierzowej wyglada nastepujaco:

B(n)- v{n)=8(n) (1)
gdzie B(n) jest macierza, zwang n-ta bazq, ktoérej wierszami jest N+1 niezaleznych

wektorow cech yj , zwiazanych z hiperplaszczyznami przecinajacymi si¢ w wierz-
chotku v(n). Sktadowe wektora marginesow 6(n) moga przyjmowac odpowiednio
wartosci +8/ lub -8/ zgodnie z polozeniem hiperplaszczyzny zwiazanej z da-
nym wektorem cech y/ w bazie B(n). Tak wigc baza B(n) oraz wektor &(n) jed-

noznacznie wyznaczaja wierzchotek v(n):

v(n)=B"(n)-8(n) (12)
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W kazdym kroku algorytmu nastepuje przejscie z v(n) do nastgpnego wierz-
chotka v(n + 1), co jest rbwnoznaczne ze zmiang bazy B(n) na B(n+ 1) oraz B(n)
na 6(n+ l). Jesli dwie kolejne bazy powstaja przez wymiang pojedynczego wekto-

ra cech, to do wyliczenia B'l(n+1) na podstawie B'l(n) wystarczy zastosowac
transformacje Gaussa-Jordana.

Aby wybraé kierunek przechodzenia pomigdzy wierzchotkami obszaréw ko-
rekcyjnych, wykorzystujemy s$redni wektor korekcji k(v)z—V‘I’z(v). Gradient
funkcji kryterialnej VW,(v) jest staly w pojedynczym obszarze korekcyjnym

i mozna go fatwo policzy¢ jako wazona sumg gradientéw sktadowych funkcji kary,
ktére wynosza odpowiednio:

yj if<v,yj><8j
. . oraz V(pj“(v) =
0 if<v,yJ>Z 3

-yj if<v,yj> > g

0 if<v,yj><—6j =

Voi(v) =

Po obliczeniu rzutow $redniego wektora korekc;ji k(v) na hiperptaszczyzny
przecinajace sie w wierzchotku v(n) i zwigzane z wektorami cech tworzacymi

baz¢ wybierany jest kierunek, w ktorym éw rzut jest najwigkszy. Tym samym wy-
znaczamy wektor cech opuszczajacy bazg aktualng (kryterium wyjscia). Nastgpnie
poruszamy si¢ w tym kierunku az do osiggnig¢cia minimum w kolejnym wierzchot-
ku v(n+1), co jest rownoznaczne ze wskazaniem wektora wchodzacego do nowej

bazy B(n+1) (kryterium wejscia). Kolejne kroki algorytmu sg nastgpnie powta-
rzane az do osiagnig¢cia minimum globalnego (kryterium stopu).

4.2.2. Algorytm ewolucyjny

Algorytmy ewolucyjne (AE) sa stochastycznymi technikami optymalizacji,
ktére zostaly zainspirowane przez proces ewolucji [17]. Ich najwigksza zaleta
w stosunku do metod gradientowych jest zdolno$¢ unikania optiméw lokalnych
a takze mozliwos¢ wykorzystania specyfiki problemu podczas jego optymalizacji
(np. poprzez zdefiniowanie specjalnych operatoréw genetycznych czy odpowied-
nia reprezentacjg). Dzigki temu zostaly one z powodzeniem zastosowane w wielu
praktycznych zagadnieniach. W pewnym uproszczeniu zasada dziatania AE polega
na utrzymywaniu populacji osobnikow (zwanych chromosomami), z ktérych kazdy
koduje jedno rozwiazanie danego problemu. W kolejnych iteracjach algorytmu
chromosomy ulegaja zmianom wskutek dzialania operatoréw genetycznych, przy
czym osobniki lepiej przystosowane maja wieksza szans¢ na przezycie i wydanie
potomstwa. Jakos$¢ rozwiazan zakodowanych w poszczegdlnych chromosomach
Jjest oceniana na podstawie funkcji dopasowania (ang. fitness function). W sposob
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schematyczny AE przedstawiono na rysunku 6. W dalszej czgsci paragrafu skon-
centrowano si¢ na specyficznych cechach algorytmu wykorzystanego do minimali-
zacji funkceji kryterialnej ¥, .

Populacja chromosoméw

A
~ ™~
22 14 .25 |00 40 06] ~ [1131..00] Inicjalizacja
_____________________________________________ )  Powtarzane dopéki nie zostanie
1224 ..05][00 00 ..06] ~ [2221..15] warunek korca: .
< * 1. Obliczenie miary dopasowania
1224 ..05][1224 .05] ~ 2221 .15] } 2 Selekcja
1524 ..05[[1224 15| ~ [2221..05] 3. Operatory genetyczne
(krzyzowanie, mutacja, ...)
1402 ...0.1 Optymalny chromosom

Rys. 6. Schemat dziatania algorytmu ewolucyjnego

Reprezentacja i inicjalizacja. Poniewaz pojedynczy chromosom ma kodo-
waé wspotczynniki hiperptaszczyzny H(v) najbardziej naturalna jest reprezentacja
w postaci N+1 liczb rzeczywistych, ktora bezposrednio odpowiada rozszerzonemu
wektorowi wag v . Do inicjalizacji populacji poczatkowej wykorzystano nastqpu—
jacy prosty algorytm: dla kazdego osobnika losujemy dwa wektory cech x’ , x’
z réznych klas (dipol mieszany) i wybieramy wagi tak, aby H( ) separowa%a te
wektory:

w=x'—x/ = X! —xlj,...,x}\, —x}{,J oraz 9=%<w,xi>+%<w,xj>. (14)

Tak zdefiniowana hiperplaszczyzna H(v) lezy w potowie odlegiosci pomie-

dzy wektorami cech tworzacymi dipol (x'.,xj) i jest prostopadta do prostej przez

nie przechodzace;j.
Funkcja dopasowania. Algorytm ten stuzy do minimalizowania funkcji kry-
terialnej ¥, , w zwiazku z czym jest ona wykorzystana do oceny przystosowania

osobnikdow.
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Selekcja. Jako operator selekcji wykorzystana zostata proporcjonalna selekcja
z liniowym skalowaniem, przy czym chromosom z najlepsza funkcja dopasowania
jest zawsze kopiowany do kolejnej populacji (model elitarny).

Operatory genetyczne. Oprocz standardowego operatora krzyzowania aryt-
metycznego 1 mutacji wykorzystaliSmy dodatkowy specjalizowany operator gene-
tyczny, ktoéry nazwany zostat operatorem dipolowym. Jego dzialanie jest nastepuja-
ce: losowany jest dipol i sprawdzane jest czy przecina go hiperptaszczyzna H (v)
W zaleznosci od typu dipola i od tego czy przemieszczenie jest w jego przypadku
potrzebne dokonywana jest zmiana potozenia H (v) poprzez modyfikacj¢ pojedyn-
czej wylosowanej cechy. Na rysunku 7 zilustrowano przyktadowe dziatanie opera-
tora w przypadku wylosowania dipola mieszanego, ktéry nie jest w tej sytuacji
przecinany. W prezentowanych eksperymentach prawdopodobienstwa wykorzy-
stania operatorow wynosity odpowiednio: krzyzowanie — 0,8, mutacja — 0,1, dipo-
lowy - 0,5.
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Rysunek 7. Przykiad dziatania operatora dipolowego, ktory dla wylosowanego dipola
mieszanego (ktéry nie jest jeszcze przecigty) przemieszcza hiperptaszczyzng tak, aby go
przecigta

Warunek stopu. Algorytm zatrzymuje si¢, gdy przez pewng okreslona liczbe
iteracji funkcja dopasowania nie ulega poprawie badZz osiagnigta zostaje z gory
zatozona maksymalna liczba iteracji (w prezentowanych eksperymentach wartosci
te wynosily odpowiednio: 200 i 1000 iteracji).
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5. Wielowymiarowe drzewa decyzyjne

Strategia generowania wielowymiarowego drzewa decyzyjnego wykorzystana
w prezentowanym systemie nie odbiega od standardowo stosowanej rekurencyjne;j
metody ,top-down” (opisana zostala w paragrafie 2), przy czym liniowe reguty
decyzyjne w poszczegdinych weztach drzewa uzyskiwane sa w wyniku zastoso-
wania procedur opisanych w poprzednim paragrafie. Pozostale kwestie zwigzane
z indukcja drzewa, takie jak selekcja cech oraz unikanie przetrenowania, zostana
przedstawione ponizej.

5.1. Selekcja cech

Uzyteczno$¢ klasyfikatora zalezy czgsto nie tylko od jego skutecznosci (mie-
rzonej jakoscia klasyfikacjt), ale rdwniez od mozliwosci zrozumienia jego dziala-
nia 1 interpretacji sposobu proponowania decyzji. W takim przypadku dazenie do
uproszczenia drzewa decyzyjnego jest jak najbardziej uzasadnione. Co wigcej,
w wielu sytuacjach, poprzez usunigcie z testow cech zaszumionych badz nadmia-
rowych, uzyskujemy rozwiazania nie tylko prostsze, ale rdwniez bardziej popraw-
ne. Dlatego tez prawie wszystkie metody poszukiwania wielowymiarowych drzew
decyzyjnych zostaly wyposazone w mechanizm selekcji cech. Zwykle w kazdym
wezle dobdr najbardziej uzytecznych cech jest przeprowadzany niezaleznie od
pozostatych czeéci drzewa®. W najbardziej optymistycznym przypadku moze to
prowadzi¢ do testu wykorzystujacego tylko pojedyncza cech¢. Z drugiej strony
musimy zdawac¢ sobie sprawg, ze problem wyboru optymalnego podzbioru atrybu-
tow jest bardzo zlozony (liczba mozliwych podzbiorow rosnie wyktadniczo wraz
ze wzrostem liczby cech). W zwiazku z tym stosowane w praktycznych zastoso-
waniach algorytmy selekcji cech sa metodami heurystycznymi. W pracy [10] zo-
stat przedstawiony przeglad metod selekcji cech w kontekscie wielowymiarowych
drzew decyzyjnych. Zdaniem autoréw najlepsze wyniki mozna uzyskaé stosujac
zaproponowang przez nich metode Heuristic Sequential Search. Jest to kombinacja
dwu powszechnie znanych sekwencyjnych metod: wyboru (Forward Selection)
1 eliminacji (Backward Elimination). Dziata ona w ten sposob, ze poczatkowo
znajduje najlepsze testy sktadajace si¢ ze wszystkich cech oraz z pojedynczej ce-
chy. Nastgpnie poréwnuje je i, w zaleznosci od wyniku, uruchamia standardowsg
procedure sekwencyjnego wyboru lub eliminacji.

Stosowanie w bezposredni sposob powyzsze) metody okazalo si¢ nie by¢ zbyt
efektywne (w sensie zlozonosci czasowej), zwiaszcza w przypadku danych z duza

* W niektorych bardziej specyficznych zastosowaniach (np. diagnostyce medycznej), gdzie

poszczegolne cechy mogg mie¢ przypisany (czgsto bardzo rézny) koszt wykorzystywane sg

podejscia oparte na powtérnym uzyciu cech wystgpujacych w wyzszych partiach drzewa.
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iloscig cech [7]. Dlatego tez opracowane zostaty metody, w ktorych selekcja cech
zostata wbudowana w proces minimalizacji funkcji kryterialne;j.

W przypadku algorytmu wymiany rozwigzan bazowych zaproponowane po-
dejscie polega na modyfikacji kryterium wyjscia (shuzacego do wyboru wektora
cech, opuszczajacego baze) i krokowym uruchamianiu algorytmu. Nalezy przy tym
wyjasni¢, ze w momencie startu algorytmu wszystkie wagi sa wyzerowane, w ba-
zie znajduja si¢ ,,sztuczne” wektory jednostkowe, a wprowadzenie wektora cech do
bazy w wierszu k-tym réwnoznaczne jest z wykorzystaniem k-tej cechy. W pierw-
szym kroku wprowadzane sa wektory cech tylko do dwu wierszy bazy (przy czym
jeden odpowiada progowi —6) i jest to réwnoznaczne ze znalezieniem testu
z pojedyncza cecha. Wybor wektordw cech opuszczajacych baz¢ odbywa sig stan-
dardowo na podstawie wartosci rzutu wektora korekcji. W kolejnych krokach do-
puszczone jest wykorzystanie dodatkowo jednej cechy (jednego wiersza w bazie)
i nastepuje sekwencja minimalizacji, w ktorej wektory cech moga opuszczaé baze
tylko z tych miejsc. Kazdorazowo po zakonczeniu sekwencji minimalizacji otrzy-
mujemy informacj¢ o wartosci funkcji kryterialnej (badz ilosci przecigtych dipoli)
odpowiadajacych rozpatrywanej liczbie cech. Dzigki takiemu mechanizmowi na
podstawie pojedynczego przebiegu algorytmu wymiany rozwiazan bazowych mo-
zemy dokona¢ wyboru optymalnej liczby atrybutow tworzacych hiperplaszczyzng.

Jesli chodzi o algorytm ewolucyjny, to minimalny zestaw zmian obejmuje
przede wszystkim modyfikacje¢ funkcji dopasowania, ktéra w przypadku wykorzy-
stywania selekcji cech wyglada nastgpujaco:

Fitness(v)="¥, (v)-[(l —a)+ aﬂ (15)

gdzie:
n — liczba cech wykorzystana w tescie,
o — parametr regulujacy wplyw zlozonosci testu na jego ogolng ocene (e 0..1).

Tak zdefiniowana funkcja umozliwia premiowanie rozwigzan prostszych,
a poprzez wartosci @ uzytkownik ma mozliwo$¢ wptywania na dazenie algorytmu
do ograniczania liczby cech wykorzystanych w testach (we wszystkich ekspery-
mentach o =0,2). Oprécz zmiany funkcji dopasowania niezbgdne jest rowniez
utatwienie usuwania cech z testu, zwlaszcza w przypadku zastosowanej reprezen-
tacji rzeczywistej. Osiagnigte to zostalo poprzez zmodyfikowanie mutacji, tak aby
znaczaco zwigkszy¢ prawdopodobienstwo przypisania wspotczynnikom wartosci
0, odpowiadajacej wykluczeniu cechy z kombinacji liniowej.

Innym problem, ktéry zwiazany jest bezposrednio z selekcjg cech, jest zapew-
nienie odpowiedniej liczby wektoréw cech w stosunku do liczby atrybutdéw [12].
Problem ten jest szczegdlnie istotny w dolnych partiach drzewa decyzyjnego (,,bli-
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sko lisci”), gdzie wskutek wezesniejszych podziatow liczba dostepnych danych
uczacych w wezle ulega znacznej redukcji. Jezeli liczba obiektow jest zbyt mata w
stosunku do rozpatrywanej liczby cech, to nie mozemy jednoznacznie wskaza¢
optymalnej hiperptaszczyzny, gdyz istnieje wiele rOwnowaznych orientacji. Sytu-
acja ta moze by¢ okreslona mianem braku mozliwosci dopasowania do danych
uczacych (ang. underfitting). Aby jej unikna¢, nalezy ograniczy¢ rozpatrywang
liczbe cech w tescie, tak aby liczba obiektow stanowita wielokrotnosé liczby atry-
butéw (w prezentowanych eksperymentach przyj¢to, Ze liczba wektorow cech musi
by¢ co najmniej 5-krotng wielokrotnoscig liczby cech).

5.2. Unikanie przetrenowania

W przypadku generowania klasyfikatoréw na podstawie zbioréow danych, nie-
zaleznie od ich formy (dotyczy to w rdwnym stopniu drzew decyzyjnych, zbioréw
regut decyzyjnych czy tez sieci neuronowych), mamy czgsto do czynienia z pro-
blemem unikania zbytniego dopasowania do danych (ang. over-fitting). Zwykle
klasyfikator bardzo dobrze rozpoznaje przypadki wykorzystywane do uczenia, co
niestety nie znaczy, ze rownie dobrze bgdzie sobie radzit z danymi, ktérych weze-
$niej nie poznat. Problem ten ma szczegdlne znaczenie podczas przetwarzania rze-
czywistych, zwykle zaszumionych, zbiordéw danych.

W odniesieniu do drzew decyzyjnych podstawowym parametrem kontroluja-
cym ich zdolnosci generalizacyjne jest rozmiar (ilo§¢ weztow i lisci). Aby zapew-
ni¢ odpowiedni rozmiar drzewa, stosowane sa powszechnie dwie techniki [9]:

- przerwanie rekurencyjnego podzialu obiektow w weztach przed osiagnigciem
perfekcyjnej klasyfikacji na zbiorze uczacym. Zdefiniowanie optymalnego
kryterium stopu okazuje si¢ jednak zagadnieniem bardzo trudnym.

— dodatkowe przycinanie (ang. post-pruning) drzewa uruchamiane po zakoncze-
niu jego indukcji. Metoda ta jest oczywiscie bardziej czasochtonna, tym nie- -
mniej eliminuje niepewnos$é zwigzang ze zbyt wczesnym zatrzymaniem reku-
rencyjnego podziatu i umozliwia doktadna analize uzyskanego drzewa. Glow-
na idea podcinania polega na zastgpowaniu wybranego poddrzewa poprzez
1i$¢ (lub ewentualnie jedng z galezi), o ile klasyfikuje on lepiej niz cate pod-
drzewo. Algorytmy przycinania rozpoczynaja swoje dziatanie od najnizszych
partii drzewa, a nastgpnie przesuwaja w strong korzenia, probujac zredukowad
coraz wigksze poddrzewa. Poszczegdlne algorytmy rdznig si¢ od siebe glow-
nie sposobem wyznaczania jako$ci klasyfikacji rozpatrywanych cze$ci drze-
wa, przy czym warto zaznaczy¢, ze musi by¢ ona okreslona inaczej niz po-
przez reklasyfikacje. W najprostszym przypadku wydziela si¢ z danych ucza-
cych czesé wektorow cech, ktore nie sg wykorzystywane podczas tworzenia
drzewa, natomiast stuzg do oceny poddrzew w czasie przycinania. Metoda ta-
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ka ma jedna podstawowa wadg: ogranicza ilos¢ danych stuzacych do induke;ji
drzewa.

Przeprowadzono wiele badan eksperymentalnych, ktére jednoznacznie poka-
zujg, ze druga wymieniona powyzej technika daje lepsze rezultaty. Tymczasem
najczgsciej obie techniki sg stosowane réwnoczesnie. W prezentowanym systemie
wykorzystana jest bardzo prosta reguta stopu — jezeli liczba obiektow w wezle jest
mniejsza niz M, , to wezel automatycznie staje si¢ lisciem bez wzgledu na przy-

naleznos$¢ obiektow do klas (we wszystkich eksperymentach prezentowanych w
pracy M, =5). W systemie zaimplementowano kilka sposréd wielu algorytmow

przycinania [13], tym niemniej we wszystkich eksperymentach wykorzystano
zmodyfikowang metode ,,pesymistyczna”, zaproponowang przez Quinlana w sys-
temie C4.5 [21]. Jest to metoda heurystyczna, ktéra wyrdznia si¢ tym, ze nie wy-
maga podziatu zbioru uczacego na czgsci wykorzystywane do indukcji i walidacji.

6. Wyniki eksperymentalne

Aby sprawdzi¢, na ile zaproponowane algorytmy spelniaja swoje zadanie,
przeprowadzono dwie serie eksperymentow. W pierwszej operowano na sztucznie
wygenerowanych zbiorach danych, dla ktorych jednoznacznie zdefiniowano po-
dziat na klasy 1 dzigki temu znane jest rozwigzanie optymalne. Druga seria ekspe-
rymentdw zostata przeprowadzona na rzeczywistych zbiorach danych, obejmuja-
cych szeroki zakres problemow praktycznych pochodzacych z repozytorium Uni-
wersytetu Kalifornijskiego w Irwine [1]. Zbiory tam zgromadzone sg czg¢sto wyko-
rzystywane przy poréwnywaniu algorytmow tworzacych wszelkiego typu klasyfi-
katory. Z jednego z takich porownan [16] zaczerpnigte zostaly wyniki uzyskane
przez inne systemy (C4.5 1 OCl).

Wszystkie prezentowane w tej pracy rezultaty uzyskano przy wykorzystaniu
badz powtdrzonej 5-krotnie kroswalidacji 10-przedziatowej, badZ zbioru testowego
(o ile byt dostepny). Ztozonos¢ drzew mierzona jest iloscig lisci, natomiast poda-
wane czasy dotycza pojedynczego uruchomienia algorytmdéw indukcji drzew przy
wykorzystaniu catego zbioru uczacego. Obliczenia wykonano na komputerze klasy
PC (Pl 350MHz). W prezentowanych ponizej tabelach skrét MDT-EA odnosi si¢
do prostszej metody wykorzystujacej algorytm ewolucyjny do minimalizacji funk-
cji kryterialnej, natomiast MDT-BEA odpowiada metodzie opartej na algorytmie
wymiany rozwigzan bazowych.
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6.1. Zbiory syntetyczne

Wszystkie zbiory analizowane w tym podpunkcie zbudowane sa z 2000 wekto-
réw cech nalezacych do 2 klas. Cechy przyjmujg wartosci rzeczywiste z przedziatu
[0,1]. Dwa pierwsze zbiory prezentuja analogiczny liniowo separowalny przypadek
(stad ich nazwa — LS), a roznig sig liczbg wykorzystanych zmiennych (odpowiednio
2 1 10 atrybutdw). Hiperptaszczyzny decyzyjne rozdzielajace klasy sa zdefiniowane
nastqpujqco: X <Xy oOraz x; +XxXp +X3+x4 +X5<Xxg+Xx7+Xxg+XxX9+X[0- Dwa
kolejne zbiory sa 2-wymiarowe i zostaly przedstawione na rysunku §. Analogiczne
testy na syntetycznych zbiorach danych przeprowadzone zostaty w pracy [18]. Ory-
ginalne zbiory nie sa, niestety publicznie dostgpne, stad bezposrednie porownanie
uzyskanych wynikow nie jest mozliwe.
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Rys. 8. Wykresy zbiordw syntetycznych: ,,Zebra” i ,,Szachownica”
Tabela 2
Poréwnanie na syntetycznych zbiorach danych

. MDT-EA MDT-BEA

Zbiér danych — =

Jakosé kL.[%] | Ztozonos$¢ | Czas [s] | Jakos¢ kl. [%] | Ziozonoéé | Czas [s]
LS2 99,85 2 10,5 99,85 2 8,5
LSI0 98,30 8 19,8 99,55 2 180
wZebra” 99,35 6 23,2 99,35 9 252
,Szachownica” | 99,55 6 16,9 99,25 13 360 |

W przypadku pierwszego zbioru (LS2) oba algorytmy poradzity sobie bez
trudu, znajdujac optymalne rozwigzanie. Przeniesienie problemu na wigcksza liczbe
wymiaréw pokazalo, ze zagadnienie to przestalo by¢ trywialne. Prostsza metoda
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oparta na algorytmie ewolucyjnym, odnalazla podstawowy podziat, tym niemniej
pojawity sie problemy z doktadnym dopasowaniem i stad spory wzrost zlozonosci.
Podobnie zachowuje si¢ OCl (na podstawie [18]), ktory uzyskal 97,2% przy 14
lisciach. Jesli chodzi o dwa kolejne zbiory, to pierwszy algorytm odnalazl rozwia-
zania prawie optymalne, natomiast drugi, zgodnie z oczekiwaniami, miat nieco
wigksze problemy. Wptyw dipoli mieszanych utworzonych z dalekich dipoli spo-
wodowal przesunigcia hiperptaszczyzn i w zwiazku z tym nie udato si¢ osiagnac
optymalnej zlozonosci (odpowiednio 5 i 4 liscie), tym niemniej jakos¢ klasyfikacji
jest bardzo wysoka.

6.2. Zbiory rzeczywiste

Tabela 4 zawiera charakterystyke rzeczywistych zbioréw danych wykorzysta-
nych w drugiej serii eksperymentow, natomiast tabele 5 1 6 przedstawiajg wyniki
uzyskane przez poszczegolne algorytmy (odpowiednio jakos¢ klasyfikacji i ztozo-
nos$¢ drzew w 5 i czas obliczen w 6). Czasy obliczen podane sg wylacznie dla algo-
rytmow ,,dipolowych”, gdyz nie dysponujemy analogicznymi danymi dla pozosta-
tych algorytmow.

Tabela 4
Charakterystyka rzeczywistych zbioréw danych

Zbiér danych Liczba obiektow | & 1o cech | Liczba klas
(czgse testowa)
Breast (Wisconsin) 683 9 2
CMC 1473 9 3
Heart (Cleveland) 270 13 2
Pima 532 7 2
Segmentation 2310 19 7
Smoking 1855(1000) 8 3
Vehicle 846 18 4
Waveform 600(3000) 21 3
Tabela §
Jakos¢ klasyfikacji i ziozonosci drzew uzyskane przez poszczegdlne algorytmy
Jakos¢ klasyfikacji [%] Ztozonos¢ drzew [liczba lisci]
Zbi6r danych | MDT- | MDT- MDT- | MDT-
EA BEA C4.5 | OCI EA BEA C4.5 | OCl
Breast 95,2 96,6 95,8 | 95,9 11 4 11 5
CMC 49,0 53,0 | 51,7 | 522 243 129 | 143 8
Heart 78,2 80,6 80,4 | 77,8 20 L0 23 3
Pima 72,4 74,7 75,8 | 75,3 49 14 18 5
Segmentation | 95,1 96,4 96,8 | 94,3 51 28 42 26
Smoking 60,5 71,1 | 69,5 | 69,5 122 23 1 2
Vehicle 66,9 76,2 | 72,3 | 68,4 88 36 65 41
Waveform 77,5 80,0 | 73,9 | 78,2 39 25 54 15
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Uzyskane wyniki pokazuja, ze metoda generowania drzewa oparta na algo-
rytmie wymiany rozwigzan bazowych (MDT-BEA) poradzita sobie ze zbiorami
rzeczywistymi najlepiej sposréd analizowanych systemdw, uzyskujac najwyzsza
jakosé klasyfikacji w 6 na 8 zbioréw. Wiazato si¢ to jednak ze wzrostem ztozono-
$ci tworzonych klasyfikatorow. Interesujace jest réwniez, ze w pordwnaniu do
poprzednio stosowanej selekcji cech [7] udato si¢ ograniczy¢ czas obliczen od 3 do
5 razy w zaleznosci od zbioru danych, przy zachowaniu bardzo zblizonych wyni-
kéw w sensie jakosci klasyfikacji. Zgodnie z oczekiwaniami, prostsza z metod
dipolowych, oparta na algorytmie ewolucyjnym (MDT-EA) poradzila sobie tym
razem gorze]. Zarowno jakosc klasyfikacji jak i ztozonos$¢ uzyskiwanych w ten
sposob drzew decyzyjnych ust¢pujg pozostatym systemom.

Tabela 6
Czas potrzebny do wygenerowania wielowymiarowego drzewa decyzyjnego na pod-
stawie calego zbioru uczacego (w sekundach)

| Zbior danych MDT-EA | MDT-BEA

Breast 28 10

CMC 192 82

Heart 29 3

| Pima 38 16

\ Segmentation 453 697 J
| Smoking 175 70 |
| Vehicle 197 115 |
f Waveform 98 66 ’

7. Podsumowanie i planowane badania

W pracy przedstawiono algorytmy generowania wielowymiarowych drzew
decyzyjnych przy wykorzystaniu dipolowych funkcji kryterialnych. Opierajgc sie
na dotychczasowych wynikach badan mozZna stwierdzié, ze zaproponowana meto-
da (wykorzystujaca algorytm wymiany rozwiazan bazowych) charakteryzuje sie
jakoscia dziatania co najmniej poréwnywalng z najbardziej znanymi systemami
tworzacymi klasyfikatory tego typu. Nalezy jednak zauwazy¢, ze istnieje jeszcze
caly szereg mozliwych usprawnien, ktore zdaniem autoréw powinny wplyngé za-
réwno na poprawe jakosci klasyfikacji jak i na zmniejszenie zlozonosci klasyfika-
tora. Przykladowo mozliwe jest zaproponowanie nowych strategii wyceny dipoli
a takze, co si¢ z tym bezposrednio wiaze, wykorzystanie kryterium rangowego
alternatywnie, obok kryterium dipolowego, w tym samym wezle. Rozwazane jest
wprowadzenie dodatkowego kroku polegajacego na lokalnym dopasowaniu uzy-
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skanej hiperptaszczyzny, majace na celu wyeliminowanie mozliwego negatywnego
wplywu dalekich wektorow cech. Planowane jest rowniez opracowanie wersji roz-
proszonej algorytmu, ktéra powinna umozliwi¢ przetwarzanie znacznie wigkszych
zbioréw danych w sensownym czasie.

Przedstawione w pracy metody moga by¢ stosowane w réznorodnych zagad-
nieniach praktycznych. Obecnie trwaja prace nad ich zastosowaniem w rozpozna-
waniu zmian patologicznych watroby na obrazach tomografii komputerowej, gdzie
jako cechy wykorzystywane sg charakterystyki teksturalne, obliczone dla analizo-
wanych obszarow.
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INDUCTION OF MULTIVARIATE DECISION TREES
FROM DATASETS

Abstract: In the paper, new methods for induction of classifiers in the form of multivari-
ate (oblique) decision trees are presented. A linear decision function is used at each non-
terminal node of the binary tree for splitting the data. The strategies for finding the deci-
sion hyper-plane are based on the concept of dipoles and as optimization procedures they
use evolutionary algorithms or basis exchange algorithms. To eliminate redundant and
noisy features we embedded into the process of searching for the optimal linear combina-
tion in each node the feature selection mechanism. To avoid over-fitting and to increase
generalization the tree is pruned back after the growing phase. The presented methods
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were experimentally verified on publicly available datasets and compared with other deci-
sion tree systems.

Key words: multivariate (oblique) decision trees, linear decision function, dipolar crite-
ria

Artykut zrealizowano w ramach pracy badawczej W/11/1/00.
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