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Nowe metody selekcji cech
i redukcji zbiorow odniesienia
dla klasyfikatora typu 1-NN

1. Wprowadzenie

W zadaniach klasyfikacji wzorcow bardzo czg¢sto stosuje si¢ intuicyjna, prosta i w wie-
lu wypadkach niezwykle efektywna regufe k najblizszych sqsiadow (k-NN, k Nearest
Neighbour) [9, 11]. Konstrukcja klasyfikatora opartego na tej regule wymaga znajomosci
zbioru obiektow o znanej przynaleznosci do klas, zwanego zbiorem uczqcym lub zbiorem
treningowym. Na podstawie tego zbioru mozna wyznaczy¢ parametr k. Regula ta polega na
zaklasyfikowaniu obiektu do klasy, ktéra przewaza wsrdd k najblizszych sasiadow tego
obiektu, w zbiorze odniesienia. Zbiorem odniesienia jest zwykle caty zbior uczacy, ale
moze nim by¢ wydzielony podzbior tego zbioru lub inny sztuczny zbidr utworzony na pod-
stawie zbioru uczacego. Dowodzi si¢, Zze ta metoda jest przy odpowiednich zatozeniach
zbiezna do klasyfikatora Bayesa, tj. do klasyfikatora oferujacego teoretycznie najmniejsze
prawdopodobienstwo mylnej decyzji [9]. Szczegélnym przypadkiem klasyfikatora k-NN
jest klasyfikator 1-NN (jednego najblizszego sqsiada), w ktorym klasg obiektu ustala si¢ na
podstawie klasy obiektu mu najblizszego. O efektywnosci reguty 1-NN $§wiadczy miedzy
innymi fakt, ze dla dostatecznie liczebnego zbioru treningowego, oferowane przez nia
prawdopodobienstwo mylnej decyzji nie przekracza podwojonej frakcji btedow klasyfika-
tora Bayesa [9].

Zarowno reguta 1-NN, jak i jej ogblniejsza wersja: k-NN, maja jednak wady. Dla du-
zych zbioréw odniesienia, rozpoznawanie nowych obiektow moze wymagac zbyt wielu
obliczen (liczenie najmniejszej odlegtosci do wszystkich sasiadow). Aby usuna¢ wymie-
niong wadg probuje si¢ optymalizowac proces liczenia odleglosci, albo zabiega si¢ o to, by
zbiér odniesienia byl mniejszy. O ile w pierwszym przypadku uzyskujemy zwigkszenie
szybkosci klasyfikacji o tej samej frakcji bledow co w standardowej regule 1-NN, o tyle
w drugim, z powodu minimalizacji zbioru odniesienia, dodatkowo mozliwe jest zwigksze-
nie jakosci klasyfikacji (udziatu poprawnych klasyfikacji). Dzieje si¢ tak w przypadku, gdy
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odrzucimy nadmiarowe cechy (parametry opisujace obiekty), ktore utrudnialy poprawna kla-
syfikacje¢ i cechy, ktore nie wnosity zadnej dodatkowej informacji z punktu widzenia danego
problemu (selekcja cech), badz tez usuniemy obiekty, ktore stanowity szum lub ich istnienie
nic nie wnosito do procesu klasyfikacji (redukcja zbioru odniesienia). Sa tez przypadki, gdy
selekcja cech lub redukcja zbioru odniesienia spowoduje obnizenie jako$ci klasyfikacji. Na-
lezy wtedy rozwazy¢, czy zalezy nam na szybszej, czy na bardziej doktadnej klasyfikacji.

Oczywiscie szybkos¢ reguly 1-NN mozna optymalizowa¢ poprzez jednoczesna reduk-
cj¢ zbioru odniesienia i selekcjg cech.

Pomimo identycznych celow, ktore przyswiecaja metodom selekcji cech i redukcji
zbioru odniesienia, stanowig one odrgbne zagadnienia badawcze i wykorzystuja inne tech-
niki oraz inne algorytmy. W zwiazku z tym czgsto prezentowane sa niezaleznie od siebie
jako metody minimalizacji zbioru odniesienia. W niniejszym artykule przedstawiony zostat
wplyw jednoczesnego dziatania obu tych metod na proces klasyfikacji. Dodatkowo zapre-
zentowane zostaty dwa nowe algorytmy: selekcji cech (algorytm wykorzystujqcy badanie
zaleznosci miedzy cechami), ktérego autorem jest Pawet Kosla, oraz redukcji zbioru odnie-
sienia (sekwencyjny algorytm wykorzystujqcy podwdjne sortowanie), ktdrego autorem jest
Marcin Raniszewski.

2. Selekcja cech

Zmniejszajac rozmiar przestrzeni atrybutow (cech), obnizamy koszt ich pomiaru,
przyspieszamy klasyfikacje, a takze mozemy podnies¢ jej jakos¢. Wybor cech powinien by¢
taki, by mozliwa byta klasyfikacja z jak najmniejszym prawdopodobienstwem wystapienia
btednej decyzji, przy jak najmniejszej liczbie cech. Istnieje wiele metod selekcji cech,
w niniejszym artykule wykorzystano dwie.

Pierwsza jest dobrze znana i wykorzystywana w wielu systemach rozpoznawania
wzorcOw procedura Forward Feature Selection (w dalszej czg$ci okreslana jest skrotem
FFS). Polega ona na wyborze cechy oferujacej najwigksza jakos¢ klasyfikacji, a nastgpnie
kolejnym dotaczaniu jednej z pozostatych cech, by uzyska¢ jeszcze wyzsza jako$¢. Metoda
ta zostata szczegolowo opisana w [4].

Druga procedurg selekcji cech stosowana w niniejszej pracy (po FFS) jest algorytm
begdacy kombinacja wczesniejszych wynikéw prac jednego z autoréw [10, 13]. Bazuje on
na analizie zaleznosci miedzy cechami. ldea nowego algorytmu polega na zmniejszeniu
stopnia wykorzystywania informacji o przynaleznosci obiektow do klas. Dzigki temu po-
dejsciu, selekcja cech staje si¢ metoda nienadzorowana, a za tym — mniej podatna na przy-
padkowe dopasowanie zestawu cech do zbioru uczacego.

2.1. Analiza zalezno$ci mi¢dzy cechami — corr(f; f;)

Analiza zalezno$ci migdzy dwoma cechami realizowana jest z wykorzystaniem regre-
sji nieliniowej, opartej na zmodyfikowanej regule k najblizszych sasiadow (k-NN). Reguta
k najblizszych sasiadow, uzywana powszechnie jako reguta klasyfikacji, moze by¢ stoso-
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wana réwniez w regresji nieliniowej. Celem analizy regresji jest odtworzenie zaleznosci
wielkosci skalarnej y od kilku zmiennych stanowiacych sktadowe pewnego wektora x. Je-
dyna informacja dostgpna w tym celu jest zbior uczacy, jako zbiér par {(y;, x,)): 1 = i = m},
gdzie m jest liczba obiektow w zbiorze uczacym. Wnioskowanie wyniku nastgpuje, podob-
nie jak w przypadku klasyfikacji, na podstawie informacji o k obiektach najblizszych obiek-
towi, dla ktérego chcemy wyznaczy¢ wartos¢ y zwiazana z obiektem x. Warto$¢ y zwiazana
z obiektem x obliczana jest jako $rednia lub mediana wartos$ci tych k znanych obiektow ze
zbioru uczacego bedacych najblizszymi sasiadami obiektu x. Przyjmijmy, ze x;, 1 =i =k, sa
najblizszymi sasiadami obiektu x i niech:

Ky ={(yi,xi):i=1...k, d(x,x))<d(x,x;)<d(x,% )} (1)

yx = f (1) @

gdzie:
K, — zbidr k sasiadow dla badanego punktu x,
f() — $rednia lub mediana,
d — odlegto$¢ migdzy dwoma punktami.

Dzigki temu warto$¢ y przypisana badanemu obiektowi znajduje si¢ w otoczeniu zna-
nych wartosci y; odpowiadajacych k najblizszym sasiadom.

Jako$¢ regresji okreslana bedzie wspolczynnikiem determinacji (kwadrat wspotczynni-
ka korelacji) dla regresji nieliniowej. Okreslany jest on nast¢pujacym wzorem [8]:
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gdzie:

znana warto$¢ charakteryzujaca obiekt,

y; — warto$¢ oszacowana metoda k-NN,

y — $rednia z warto$ci obiektoéw w zbiorze odniesienia,
licznoé¢ zbioru odniesienia.
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Zalozymy, ze sktadowa wektora x jest wartos¢ cechy f;, natomiast wartoscia y zwiaza-
na z tym wektorem jest warto$¢ cechy f.. Wowczas dzigki regresji mozna odtworzy¢ zalez-
nos¢ cechy ]3 od cechy f.. Dla tak postawionego problemu szacowanie jakosci regresji (po-
przez obliczenie wspdtczynnika determinacji) okresla, jak silna jest zaleznos¢ migdzy ce-
chami. W dalszej cze$ci artykutu procedura badania zalezno$ci migdzy cechami oznaczana
bedzie funkcja corr(f, ]3) Wynikiem tej funkcji jest wartos¢ wspotczynnika determinacji
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dla regresji nieliniowej, zatem corr(f, f;) = 1 oznacza¢ bedzie silng zalezno$¢ migdzy ce-
chami f; i ];., a wynik rowny 0 oznacza¢ bedzie brak takiej zaleznosci.

2.2. Selekcja cech wykorzystujaca zalezno$ci miedzy cechami

Zaproponowana metoda selekcji cech polega na wstgpnym uszeregowaniu atrybutow
wedlug kryterium, ktére nie wykorzystuje informacji o przynaleznosci obiektow do klas.
Nastgpnie uruchamiana jest procedura dotaczania kolejnych cech z tak uszeregowanego
zbioru, badajaca poprawg jakos$ci klasyfikacji szacowanej metodq minus jednego elementu
(leave one out) [9].

Dwie pierwsze pozycje w uszeregowanym zbiorze cech F’={f, f].}zajmujq cechy
z oryginalnego zbioru cech (oznaczonego jako F i zawierajacego / cech), ktore sa najstabie;j
ze soba skorelowane. Wspotczynnik determinacji (funkcja corr( f, fj)) dla tych dwoch cech
jest najmniejszy sposrod wszystkich dostgpnych par atrybutéw. Atrybut osiagajacy wigksza
warto$¢ odchylenia standardowego znajduje sie¢ w zbiorze F’ przed cecha o mniejszym od-

chyleniu.
o .o |
| v
Znajdz dwie najstabiej skorelowane Oszacuj blad klasyfikacji dla
cechy ze zbioru F zbioru cech F,; {f}’}

F' =1}

F=F-{.1}

i

Poprawa jakosci
klasyfikacji ?

Znajdz najstabiej skorelowang
kolejna ceche f(i) ze zbiorem F’
F'=F Ui}

Fer- )

Czy f/ jest

ostatnig cechg?

Tak

Rys. 1. Sie¢ dzialan zaproponowanego algorytmu selekcji cech. F' — zbior z oryginalnymi cechami,
F~ — zbior uszeregowanych cech, Fy,; — zbidr zawierajacy ostatecznie wybrane cechy

Pozostate cechy znajdujace si¢ w zbiorze F:=F — { f, fj} sa sekwencyjnie dolaczane do
zbioru F’. Cecha fi€F, ktora jest najstabiej skorelowana z wybranym zestawem cech
(min corr(f; F”)), jest dotaczana do niego w nastgpnej kolejnosci F’:= F'U{ f;}. Jednocze-
$nie i-ta cecha jest usuwana ze zbioru F. Procedura taka jest powtarzana, az wszystkie cechy
zostang uszeregowane. Stopien zalezno$ci miedzy cecha f; a pewnym zestawem cech F” jest



Nowe metody selekcji cech i redukeji zbioréw odniesienia dla klasyfikatora typu 1-NN 809

okres$lony jako maksymalna warto$¢ sposrdd obliczonych wspotczynnikéw determinacji
dla wszystkich par f; oraz fe F’.

Drugi etap zaproponowanej procedury selekcji cech polega na kolejnym dotaczaniu
cech wedtug porzadku ustalonego w poprzednim etapie. Metoda rozpoczyna dziatanie od
zestawu cech zawierajacego jedna, pierwsza cechg w/w szeregu F’. Jesli dodanie kolejnej
cechy do zbioru cech poprawia jako$¢ klasyfikacji, zostaje ona na state do niego dotaczona,
w przeciwnym razie analizowany jest kolejny atrybut z szeregu (rys. 1). W dalszej czgsci
artykutu ta metoda selekcji cech oznaczana bgdzie jako RegF'S.

3. Redukcja zbioru odniesienia

Redukcja zbioru odniesienia polega na odrzuceniu jak najwigkszej liczby obiektow
w taki sposob, aby na podstawie pozostatych mozna byto nadal z odpowiednio wysokim
prawdopodobienstwem klasyfikowa¢ poprawnie nowe obiekty. Zatem redukcja zbioru od-
niesienia jest bezposrednio powiazana z reguta 1-NN, gdyz dla klasyfikatorow przeprowa-
dzajacych rozpoznawanie na podstawie wigcej niz jednego sasiada, ze wzglgdu na rozrze-
dzenie zbioru odniesienia, gtos moglyby mie¢ obiekty mocno oddalone od klasyfikowane-
go obiektu, co nie jest wskazane. Jesli jednak posiadamy klasyfikator k&-NN (k# 1)
i chcieliby$my zredukowaé zbior odniesienia, powinnismy dokonaé reklasyfikacji zbioru
odniesienia reguta (k+1)-NN. Na otrzymanym w ten sposob zbiorze mozemy dziata¢ regu-
fa 1-NN, uzyskujac przyblizona frakcje poprawnych klasyfikacji jak w przypadku reguty
k-NN. Poniewaz zbior zreklasyfikowany dotyczy reguty 1-NN, to mozna dokonywac jego
redukcji.

Powstato duzo réznych algorytméw redukcji zbioru odniesienia. Wiele z nich jako
warunek zakonczenia przyjmuje utrzymanie zgodnosci z redukowanym zbiorem odniesie-
nia. Mowimy, ze zredukowany zbior odniesienia jest zgodny z oryginalnym, jezeli klasyfi-
kuje on poprawnie wszystkie obiekty z oryginalnego zbioru odniesienia (za pomoca reguty
1-NN). Innymi warunkami zakofnczenia moga by¢ z gory ustalona liczba obiektow w wyj-
Sciowym zbiorze zredukowanym lub znalezienie si¢ w pewnym lokalnym minimum frakcji
btedow, co jest rownowazne z tym, ze dowolne dotaczenie lub odrzucenie punktu bedzie
powodowato wzrost liczby nieprawidtowych klasyfikacji.

3.1. Algorytmy Harta i Gatesa

Algorytm Harta jest historycznie pierwszym algorytmem redukcji zbioru odniesienia
[1]. Wykorzystuje on pojecie zgodnosci jako kryterium zakonczenia. Jego gtdéwna wada jest
zaleznos¢ zbioru wynikowego od wstgpnego uporzadkowania zbioru odniesienia. Ponie-
waz poczatkowe obiekty w pierwszej fazie dzialania algorytmu sa znacznie czgsciej dota-
czane do budowanego zbioru odniesienia, to wysoce prawdopodobne jest, ze wynikowy
zbidr bedzie zawierat obiekty, ktore nie powinny si¢ tam znalez¢é. Dlatego czgsto po algo-
rytmie Harta stosuje si¢ algorytm Gatesa [2], ktéry usuwa po jednym punkcie ze zbioru
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zredukowanego i sprawdza, czy w ten sposdb pomniejszony zbidr nie stracit cechy zgodno-
sci. Dzigki temu obiekty dotaczone niepotrzebnie w pierwszej fazie dziatania algorytmu
Harta, moga zosta¢ usunigte.

3.2. Algorytm Gowdy—Krishny

Kolejnym z rodziny algorytmow zachowujacych zgodno$¢ z oryginalnym zbiorem
zredukowanym, jest algorytm Gowdy—Krishny [3]. Jest on pozbawiony po czgséci glownej
wady algorytmu Harta, sortuje wstgpnie obiekty ze zbioru zredukowanego, uzywajac tzw.
miary pozycyjnej. Dla danego obiektu x znajdowany jest obiekt y z innej klasy, ktory lezy
w stosunku do niego najblizej. Miara pozycyjna (oznaczmy ja jako mdm — mutual distance
measure) okresla liczbg obiektow tej samej klasy co x, znajdujacych sig blizej y niz x (rys. 2).

mdm(x) =2 ] x
o

Rys. 2. Miara pozycyjna mdm dla obiektu x z klasy kotek

Obiekty posortowane rosnaco wedlug miary pozycyjnej sa poddawane algorytmowi
Harta. Poniewaz obiekty znajdujace si¢ blisko granic pomigdzy klasami maja zazwyczaj
niska warto$¢ miary pozycyjnej, to w algorytmie Gowdy—Krishny czgsto obiekty te wia-
$nie, jako pierwsze, trafiaja do zbioru zredukowanego. Zgadza si¢ to z intuicja, ze migdzy
innymi takie obiekty powinny pozosta¢ w zbiorze odniesienia.

Algorytm Gowdy—Krishny cechuje wigkszy stopien redukcji (odsetek odrzuconych
punktow ze zbioru odniesienia) 1 zazwyczaj wyzsza jakos$¢ klasyfikacji z uzyciem uzyska-
nych zbioréw zredukowanych, w poréwnaniu ze zbiorami uzyskanymi za pomoca standar-
dowego algorytmu Harta. Niestety, w wigkszosci przypadkow uzyskiwana jakos¢ jest niz-
sza niz jakos$¢ na pelnym zbiorze odniesienia. Wynika to przede wszystkim z warunku za-
trzymania tych algorytmoéw, czyli z warunku zgodnosci.

3.3. Problem ze zgodnoScia

Zgodnos¢ powoduje, ze silniejsza redukcja zbioru odniesienia jest ograniczona ze
wzgledu na utrzymanie poprawnej klasyfikacji wszystkich obiektéw z oryginalnego zbioru
odniesienia. Jesli zbior ten zawiera duzo szumu, to zredukowany zbidr odniesienia musi
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zawiera¢ takze obiekty bedace szumem, tak by spetniona byla zgodno$é. Zatem, jest to wa-
runek w pewnym sensie niewlasciwy i dla pewnych zbioréw nie prowadzi do zadowalaja-
cych rezultatéw.

Prezentowane ponizej algorytmy oparte sa na innych kryteriach zakonczenia.

3.4. Algorytm RMHC Skalaka

Algorytm RMHC Skalaka (Random Mutation Hill Climbing) [6] rozpoczyna si¢ od
zbudowania zredukowanego zbioru odniesienia z wylosowanych k obiektow z oryginalne-
go zbioru. Nastgpnie przeprowadzanych jest m mutacji na zredukowanym zbiorze odniesie-
nia, ktore polegaja na wymianie losowo wybranego obiektu ze zbioru zredukowanego na
réwniez losowo wybrany obiekt ze zbioru oryginalnego, ktoérego nie ma w zbiorze zredu-
kowanym i sprawdzeniu jakosci klasyfikacji zbioru oryginalnego za pomocg zbioru zredu-
kowanego. Jesli jako$¢ po takiej wymianie si¢ zwigkszy, wymiana ta zostaje zaakceptowa-
na, jesli nie, powracamy do zbioru zredukowanego sprzed wymiany. Parametry &k i m (od-
powiednio: oczekiwana liczebno$¢ zbioru zredukowanego i liczba mutacji) sa podawane
przez uzytkownika przed rozpoczgciem algorytmu.

Glowna zaletg algorytmu RMHC Skalaka jest wysoka jakosci klasyfikacji przy bardzo
silnej redukcji zbioru odniesienia. W wigkszo$ci przypadkéw jakosci otrzymane na zbio-
rach zredukowanych algorytmem RMHC Skalaka sa wyzsze od tych otrzymywanych na
pelnym zbiorze odniesienia. Dodatkowymi zaletami sa prostota algorytmu i fatwo$¢ imple-
mentacji.

Algorytm daje jednak za kazdym razem rozne wyniki. Wynika to z losowosci algoryt-
mu. Dodatkowo posiada on dwa parametry. Nie zawsze wiemy, do jakiej ilosci obiektow
powinien by¢ zredukowany zbior odniesienia, jaka liczebno$¢ jest odpowiednia, co wigeej,
nie wiadomo ile mutacji jest potrzebnych, by nie za mocno ani nie za stabo dopasowac zbior
zredukowany do oryginalnego. Znalezienie tych wartosci wiaze si¢ z dodatkowymi testami
dla szeregu par parametrow k i m, co jest utrudnione ze wzglgdu na wspomniang niejedno-
znacznos¢ wyniku.

3.5. Sekwencyjny algorytm redukcji zbioru odniesienia
wykorzystujacy podwéjne sortowanie

Prezentowany w niniejszej pracy sekwencyjny algorytm wykorzystujacy podwojne
sortowanie (Sequential Double Sort Algorithm — SeqDSA) oparty jest na algorytmie DSA
(Double Sort Algorithm) opisanym w [14] (wersja rm-mdm). Obiekty ze zbioru odniesienia
sa wstgpnie sortowane wedtug dwoch miar: miary reprezentatywnosci i miary pozycyjnej
(zaczerpnigtej z algorytmu Gowdy—Krishny). Miara reprezentatywnosci ma za zadanie od-
zwierciedli¢ przydatno$¢ obiektu jako dobrego reprezentanta swojej klasy. Miara repre-
zentatywnosci obiektu x (oznaczmy ja symbolem rm) nazywamy liczbg obiektow z tej sa-
mej klasy co x, ktore potozone sa blizej x niz wzglgdem jakiegokolwiek obiektu z innej
klasy (rys. 3).
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Rys. 3. Miara reprezentatywnosci »m i miara pozycyjna mdm dla obiektu x z klasy kotek

Obiekty porzadkowane sa wedlug malejacej miary reprezentatywnosci, tak by promo-
wac obiekty, ktore maja zdolnos$¢ najwigkszej poprawnej klasyfikacji punktow ze swojego
otoczenia. Nastgpnie w ramach obiektow o tej samej warto$ci miary reprezentatywnosci sa
one sortowane wzgledem rosnacej miary pozycyjnej (strategia rm-mdm). Dzigki temu
pierwszenstwo wsrod obiektow o tej samej sile reprezentatywnosci beda miaty obiekty le-
zace blisko granic klas.

Standardowy algorytm wykorzystujacy podwojne sortowanie (algorytm DSA) uzywat
zmodyfikowanej wersji algorytmu Harta, by zbudowac¢ z posortowanych obiektéw zredu-
kowany zbidr odniesienia [14].

Algorytm SeqDSA polega na budowaniu zbioru zredukowanego poprzez dolaczanie
i odrzucanie obiektow posortowanych tak, by dzigki kazdemu dotaczeniu lub odlaczeniu
uzyskiwa¢ coraz wyzsza jakos¢ klasyfikacji na pelnym zbiorze odniesienia.

Sekwencyjny algorytm wykorzystujacy podwojne sortowanie sktada si¢ z nastgpuja-
cych krokow:

1. Posortowanie obiektow ze zbioru odniesienia wedlug strategii rm-mdm.

2. Dotaczenie do wstepnie pustego zbioru X pierwszego obiektu z posortowanego zbioru
odniesienia.

3. Ponizsze kroki: 4. 1 5. sa wykonywane w petli az do sytuacji gdy zaden obiekt w punk-
cie 4., jak i w 5. nie zostanie odpowiednio dolaczony lub odtaczony do/z X.

4. Sposrod niedotaczonych jeszcze do zbioru X obiektow (wedlug wyznaczonego po-
dwojnym sortowaniem porzadku) dotaczane sa pojedynczo obickty i dla kazdego
dotaczenia sprawdzana jest nowa jakos¢ klasyfikacji pelnego zbioru odniesienia zbio-
rem X. Jesli jakos¢ si¢ poprawia, to dotaczony obiekt jest pozostawiany w X i przecho-
dzimy do punktu 5., jesli nie, obiekt jest odrzucany i sprawdzany jest kolejny obiekt.
Jesli dotaczenie po kolei kazdego z obiektow nie daje poprawy jakosci klasyfikacji,
przechodzimy do punktu 5.

5. Sposrod dotaczonych do X obiektow (wedlug wyznaczonego podwdjnym sortowa-
niem porzadku, tylko, ze od konca) odlaczane sa pojedynczo obiekty i dla kazdego
odlaczenia sprawdzana jest nowa jakos$¢ klasyfikacji petnego zbioru odniesienia zbio-
rem X. Jesli jakos$¢ sig poprawia, to odlaczony obiekt nie wraca do zbioru X i przecho-
dzimy do punktu 4., jesli nie, obiekt jest z powrotem dotaczany do X i sprawdzany jest



Nowe metody selekcji cech i redukeji zbioréw odniesienia dla klasyfikatora typu 1-NN 813

kolejny obiekt. Jesli odtaczenie po kolei kazdego z obiektéw nie daje poprawy jakoSci
klasyfikacji, przechodzimy do punktu 4. (jesli nie jest spelniony warunek wyjscia z pg-
tli, czyli o ile wezesniej, w punkcie 4., nastapito dotaczenie obiektu do zbioru X).

6. Otrzymany zbior X jest zredukowanym zbiorem odniesienia.

4. Testy i wyniki

4.1. Zbiory

Testy zostaly przeprowadzone na nastgpujacych zbiorach rzeczywistych i sztucznych:
Liver Disorders (BUPA) [12], PIMA Indians Diabetes [12], WAVEFORM (wersjal) [12],
Wisconsin Diagnostic Breast Cancer (WDBC) (Diagnostic) [12], YEAST [5, 12], SATI-
MAGE [15], FERRITES [7].

Kazdy ze zbioréw zostat podzielony losowo 30 razy na dwie rowne czgsci: czg$¢ tre-
ningowa, ktora stanowita zbior odniesienia oraz czg$¢ testujaca, ktora stuzyta do uzyskania
oceny klasyfikacji.

4.2. Opis testow i wyniki

We wszystkich testach uzyto metryki euklidesowej i klasycznej standaryzacji. Wszyst-
kie wynikowe zbiory zostaly ocenione z wykorzystaniem zbioréw testujacych, a $rednie
oceny jakosci klasyfikacji z 30 podziatow przedstawione w tabelach 1-4.

Dla poszczeg6élnych zbioréw treningowych zastosowano algorytmy selekcji cech
a nastgpnie redukcji zbiorow odniesienia. Wybor tej kolejnosci uzasadniony jest w pod-
rozdziale 4.4.

Zbiory zostaly poddane dwom algorytmom selekcji cech:

1) FFS - algorytmowi Forward Feature Selection,
2) RegFS — algorytmowi opisanemu w podrozdziale 2.2.

Tabela 1 przedstawia rezultaty selekcji cech dla oryginalnych zbioréw odniesienia;
w tabeli tej:

— kolumna lcech zawiera liczbg cech w oryginalnym zbiorze,

— kolumna ucz okresla jakos¢ klasyfikacji (w procentach) szacowana na etapie uczenia
z wykorzystaniem metody leave one out,

— kolumna fest prezentuje $rednia frakcjg¢ (w procentach) poprawnych klasyfikacji
obiektow ze zbiordow testujacych (na podstawie wyselekcjonowanych cech),

— kolumna sel prezentuje wynik selekcji cech rozumiany jako procentowy stosunek licz-
by wyselekcjonowanych atrybutow do oryginalnej liczby cech.

Uzyskane zbiory z wyselekcjonowanymi cechami oraz oryginalne zbiory odniesienia
zostaty poddane trzem algorytmom redukcji:
GK - algorytmowi Gowdy—Krishny,
RMHC - algorytmowi RMHC Skalaka,
SeqDSA — sekwencyjnemu algorytmowi wykorzystujacemu podwdjne sortowanie.
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Tabela 1
Wyniki selekcji cech metodami Forward Feature Selection (FES) i RegFS
FFS RegFS
Zbior Icech 1nn
y % ucz test sel ucz test sel
% % % % % %
BUPA 6 60,6 65,1 57,9 55,0 62,3 59,7 58,9
FERRITES 30 89,0 91,2 90,2 76,2 90,6 90,1 68,7
PIMA 8 69,8 72,5 67,6 52,1 71,1 67,8 26,3
SATIMAGE 36 89,6 90,7 89,5 75,0 89,9 89,2 60,1
WAVEFORM 21 76,1 78,9 76,8 65,7 77,0 76,5 80,0
WDBC 30 95,1 98,2 94,6 35,9 96,1 94,6 45,0
YEAST 8 51,1 51,8 50,7 88,8 48,6 47,7 79,2
Srednio - 66,4 78,3 75,3 64,1 76,5 75,1 59,7

Tabela 2 przedstawia wyniki redukcji algorytmem GK petnych zbioréw odniesienia
(oryg), zbioréw odniesienia po selekcji cech algorytmem FFS oraz zbioréw odniesienia po
selekcji cech algorytmem RegFS. Tabele 3 i 4 przedstawiaja wyniki redukcji odpowiednio
algorytmem RMHC i algorytmem SeqDSA dla analogicznych zbioréw odniesienia jak
w tabeli 2.

W tabelach 2-4:

— kolumna liczebnos¢ zawiera oryginalne liczebno$ci zbiorow,

— kolumna test prezentuje $rednig frakcj¢ (w procentach) poprawnych klasyfikacji na
zbiorach testujacych uzyskana poprzez zastosowanie reguly 1-NN na zredukowanym
zbiorze odniesienia,

— kolumna red prezentuje redukcj¢ zbioru odniesienia (wyrazona jako frakcja (rowniez
w procentach) liczebnosci zbioru zredukowanego w stosunku do liczebnosci petnego
zbioru odniesienia).

Parametr k algorytmu RMHC (patrz podrozdz. 3.4) kazdorazowo byt ustawiany na li-
czebno$¢ zbioru zredukowanego uzyskana algorytmem SeqDSA dla danego zbioru, tak by
mozliwe bylo poréwnanie tych dwdch algorytmdw na zbiorach o tej samej liczebnoéci. Pa-
rametr m algorytmu RMHC (podrozdz. 3.4) zostat ustalony eksperymentalnie i wynosit od-
powiednio:

300 — dla zbioréw BUPA, WDBC i YEAST,
500 — dla zbioru PIMA,

1000 — dla zbioru FERRITES,

2000 — dla zbioru SATIMAGE,

2500 — dla zbioru WAVEFORM.
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Dodatkowo, dla celéw porownawczych, w kazdej tabeli znalazta si¢ kolumna Inn,
prezentujaca $rednie frakcje poprawnych klasyfikacji na pelnych zbiorach odniesienia.

Tabela 2

Wyniki redukeji algorytmu Gowdy—Krishny

’ oryg FFS RegFS
Zbiory Liczebnosé¢ ;1 "
%0 test red test red test red
% % % % % %
BUPA 172 60,6 58,4 58,7 54,9 58,1 57,9 57,6
FERRITES 2949 89,0 86,6 21,0 86,6 20,1 87,1 20,2
PIMA 384 69,8 66,0 46,9 65,3 46,1 66,4 48,7
SATIMAGE 3216 89,6 87,2 20,1 86,9 20,1 86,6 20,6
WAVEFORM 2499 76,1 71,0 39,1 72,6 36,9 72,1 38,4
WDBC 284 95,1 93,2 14,1 92,9 12,7 93,0 14,8
YEAST 739 51,1 47,1 65,5 472 65,2 447 67,8
Srednio - 75,9 72,8 37,9 72,3 37,0 72,5 38,3
Tabela 3
Wyniki redukcji algorytmu RMHC Skalaka
oryg FFS RegFS
. . o 1nn
Zbiory Liczebnos¢ N
% test red test red test red
% % % % % %
BUPA 172 60,6 59,8 13,4 59,1 7,6 59,8 8,7
FERRITES 2949 89,0 86,1 3,9 87,3 4,0 87,3 39
PIMA 384 69,8 71,9 7,3 71,9 42 73,1 2,9
SATIMAGE 3216 89,6 88,1 6,5 88,1 6,2 87,9 6,3
WAVEFORM 2499 76,1 80,0 3,6 81,2 2,5 80,8 3,1
WDBC 284 95,1 91,7 2,8 92,6 2,8 92,3 32
YEAST 739 51,1 52,6 10,6 52,6 10,4 50,0 10,7
Srednio - 75,9 75,7 6,9 76,1 54 75,9 5,5
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Tabela 4
Wyniki redukcji dla algorytmu SeqDSA
oryg FFS RegFS
. . ,, 1nn
Zbiory Liczebnos¢ 0
%o test red test red test red
% % % % % %
BUPA 172 60,6 60,8 13,4 59,3 7,6 60,9 8,7
FERRITES 2949 89,0 80,7 3,9 85,5 4,0 86,5 3,9
PIMA 384 69,8 72,2 7,3 71,8 4,2 72,2 2,9
SATIMAGE 3216 89,6 88,7 6,5 88,6 6,2 88,2 6,3
WAVEFORM 2499 76,1 83,6 3,6 83,2 2,5 83,8 3,1
WDBC 284 95,1 94,5 2,8 92,0 2,8 93,4 3,2
YEAST 739 51,1 55,7 10,6 56,2 10,4 52,2 10,7
Srednio - 75,9 76,6 6,9 76,7 5,4 76,7 5,5

4.3. Whnioski

Algorytm selekcji cech wykorzystujacy badanie zalezno$ci migdzy cechami (RegFS)
opracowywany byt dla zadan selekcji cech na zbiorach o niedostatecznej liczebnosci obiek-
tow w poroéwnaniu z liczba cech. Dla takich zadan metody nadzorowane powoduja znaczny
spadek jakosci klasyfikacji obserwowanej na zbiorach testujacych w poréwnaniu z oszaco-
waniem uzyskiwanym na podstawie zbiordw uczacych. W niniejszych eksperymentach,
gdzie liczba obiektéw zbioru treningowego jest kilkanascie (kilkadziesiat) razy wigksza niz
liczba cech, metoda Forward Feature Selection sprawdza si¢ bardzo dobrze. Mimo to, moz-
na zauwazy¢ zalety nowego podejscia.

Pod wzglgdem jakosci klasyfikacji szacowanej zbiorem testujacym obie metody osia-
gaja podobne rezultaty z wyjatkiem zbioru YEAST. Dla tego zbioru metoda FFS osiaga
zdecydowanie lepszy rezultat pod wzgledem jakos$ci klasyfikacji, jednak nalezy zauwazy¢,
ze jest to zbiér stabo uwarunkowany, osiagajacy najgorsza jako$¢ klasyfikacji sposrod
wszystkich analizowanych. Uwzgledniajac liczbg wyselekcjonowanych atrybutéw, mozna
stwierdzi¢, ze w czterech przypadkach nastapita lepsza redukcja przestrzeni cech dla algo-
rytmu RegFS. Dla zbioru PIMA réznica jest dwukrotna, a §rednio metoda osiagneta wynik
lepszy o 4% od algorytmu FFS (patrz tab. 1).

Analizujac jednoczesnie jakos¢ klasyfikacji na etapie uczenia i testowania mozna za-
uwazy¢ zdecydowana wyzszo$¢ metody RegFS. Przewaga ta jest spowodowana ograniczo-
nym stopniem wykorzystywania informacji o przynaleznosci obiektow do klas. Rdznice
migdzy tymi poziomami jakosci dla poszczegdlnych zbiorow widoczne sa na rysunku 4.
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Pozornie lepsze wyniki szacowania jakosci klasyfikacji na etapie uczenia dla metody FFS
powoduja ich nieprzydatno$¢ i konieczno$¢ stosowania fazy testowania. W przypadku
metody RegFS, jakos¢ klasyfikacji w fazie testowania jest bardziej przewidywalna (mniej-
sza rdznica migdzy jakos$cia klasyfikacji szacowana na etapie testowania i uczenia). Istnicja
przypadki, kiedy nie jest mozliwe wyodrgbnienie zbioru testujacego (na przyktad spowodo-
wane niewielka iloscia danych), wowczas zastosowanie metod nienadzorowanych ma zde-
cydowanie lepsze uzasadnienie.

8,0

70 OFFS

B RegFS
6,0

50

4,0

3,0

2,0

1,0

Rozbieznosci w szacowaniu jakosci klasyfikacji

0,0

bupa ferrites pima satimage waveform wdbc yeast

Rys. 4. Zestawienie réznic migdzy jakoscia klasyfikacji szacowana na etapie uczenia i testowania

Poréwnujac wyniki w kolumnie oryg z tabel 2, 3 i 4 mozna wnioskowaé, ze w porow-
naniu z algorytmem GK, zaréwno algorytm SeqDSA, jak i RMHC prowadzi do zdecydo-
wanie silniejszej redukcji (GK: $rednia redukcja na poziomie 38%, SeqDSA i RMHC: $red-
nio 7%, czyli poprawa o przeszto 81%) przy jednoczesnym zachowaniu wysokiej jakosci
klasyfikacji na wigkszosci zbiorow (GK: $rednia jakos¢ klasyfikacji nizsza o okoto 4% od
jakos¢ klasyfikacji na pelnym zbiorze odniesienia, rowna 72,8%, RMHC: $rednia jakos¢
prawie taka sama jak na pelnym zbiorze odniesienia, rowna 75,7%, SeqDSA: $rednia ja-
ko$¢ minimalnie wyzsza o okoto 1% od $redniej jakosci klasyfikacji na pelnym zbiorze
odniesienia, ktora jest rowna 76,6%).

Zastosowanie wstegpnej selekcji cech zarowno algorytmem FFS, jak i algorytmem
RegFS (kolumny FFS i RegFS w tab. 2, 3 i 4) nie powoduje wyraznej poprawy podczas
redukcji algorytmem GK w poréownaniu z algorytmami RMHC i1 SeqDSA, gdzie widoczny
jest minimalny wzrost $redniej jakosci klasyfikacji przy jednoczesnej silniejszej redukcji
zbioru odniesienia (poprawa redukcji o przeszto 21%).

Dla zbiorow BUPA, FERRITES, PIMA oraz WDBC wstgpne zastosowanie algorytmu
RegFS przyczynito si¢ do uzyskania lepszych wynikow w jakosci klasyfikacji niz po zasto-
sowaniu metody FFS.
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Algorytm SeqDSA na podstawie analizowanych zbioréw dat $rednio najlepsze wyniki
pod wzgledem jakosci klasyfikacji.

4.4. Kolejnos¢ wykonywania procedur selekcji i redukeji

Niniejsza publikacja dotyczy jednoczesnego zastosowania procedur selekcji cech i re-
dukcji zbioru odniesienia, czyli zastosowania obu metod w tym samym systemie rozpozna-
wania wzorcow. W zwiazku z tym wybor kolejnosci uzycia tych procedur nie moze by¢
przypadkowy. Przeprowadzony zostat dodatkowy eksperyment determinujacy ten porza-
dek. W prezentacji wynikéw (tab. 5) ograniczono si¢ do metod: selekcji cech — RegFS
i redukcji zbioru odniesienia — SeqDSA. Kolumny Icech, liczebnosé¢, red, sel zostaly opisa-
ne w podrozdziale 4.2. Kolumna test prezentuje $rednig frakcj¢ (w procentach) poprawnych
klasyfikacji na zbiorach testujacych uzyskana poprzez zastosowanie reguty 1-NN na zre-
dukowanym zbiorze odniesienia z wykorzystaniem tylko wyselekcjonowanych cech.

Tabela 5
Zestawienie rezultatow selekcji cech i redukeji zbioréw
w zaleznosci od kolejno$ci stosowania tych procedur

Selekcja + redukcja Redukcja + selekcja
Zbiory Icech | Liczebnos¢
test red sel test red sel
% % % % % %
BUPA 6 172 60,9 8,9 58,9 57,3 13,2 60,6
FERRITES 30 2949 86,5 39 68,7 85,4 39 66,2
PIMA 8 384 72,2 2,7 26,3 70,9 7,2 42,1
SATIMAGE 36 3216 88,2 6,3 60,1 86,7 6,5 46,9
WAVE-
FORM 21 2499 83,8 3,1 80,0 80,4 3,6 70,5
WDBC 30 284 93,4 3,1 45,0 94,3 3,0 87,0
YEAST 8 739 52,2 10,7 79,2 50,9 10,5 80,4
Srednio - - 76,7 5,5 59,7 75,1 6,8 64,8

Okazuje sig, ze zastosowanie w pierwszej kolejnosci selekcji cech a nastgpnie redukcji
zbioru odniesienia daje silniejsza redukcj¢ rozmiaru danych, jak i wyzsza jakosci klasyfika-
cji. W takim podejsciu zbior odniesienia zostat srednio zredukowany o 97% danych (biorac
pod uwagg ilo§¢ obiektow i cech), w drugim podejsciu $rednio osiagni¢to 95-procentowa
redukcj¢. Zwigkszony blad klasyfikacji dla drugiego podejscia zwiazany moze by¢ z prze-
prowadzona selekcja cech na zbiorze o matlej licznosci (po redukcji zbioru). Dla takich
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zbioréw selekcja cech z wigkszym prawdopodobienstwem prowadzi do przypadkowego
dopasowania si¢ zestawu cech do zbioru uczacego, co w rezultacie daje niekorzystne rezul-
taty klasyfikacji obiektéw testowych. W przypadku redukcji zbioru odniesienia mniejszy
rozmiar przestrzeni cech umozliwia silniejsza redukcj¢ obiektow.

Stopien redukcji danych i jako$¢ klasyfikacji zadecydowaty, ktora kolejno$¢ zostata
wybrana we wlasciwym procesie minimalizacji zbioru danych.

5. Podsumowanie

Zaprezentowany algorytm selekcji cech wykorzystujac analizg zaleznosci migdzy ce-
chami powoduje znacznie mniejsze rozbieznosci migdzy szacowanymi bl¢dami na etapie
trenowania i testowania. W zwiazku z tym, w przypadkach, gdy nie ma mozliwo$ci wyod-
rebnienia zbioru testujacego jego zastosowanie jest korzystniejsze niz zastosowanie metod
nadzorowanych, ktorych przyktadem jest Forward Feature Selection.

Sekwencyjny algorytm redukcji zbioru odniesienia wykorzystujacy podwdjne sorto-
wanie (SeqDSA) buduje zbiér zredukowany poprzez kolejne dolaczanie i odrzucanie
obiektow ze zbioru zredukowanego wedtug kolejnosci wyznaczonej przez miary: repre-
zentatywnoSci 1 pozycyjna. Jego zaleta w poréwnaniu do algorytmu RMHC Skalaka jest:
brak parametrow i powtarzalny wynik dziatania, czyli brak losowosci.

Przeprowadzone wyniki wskazuja na ogromna przewagg algorytmow: RMHC Skalaka
i SeqDSA nad algorytmem Gowdy—Krishny, zwracajacym zgodny zbior zredukowany, za-
réwno pod wzglgdem jakosci klasyfikacji jak i stopnia redukcji.

Algorytm SeqDSA uzyskat §rednio najlepsze wyniki na testowanych zbiorach.

Przeprowadzone testy wskazuja na przydatno$¢ wstepnej selekcji cech, ktoéra powodu-
je spory wzrost stopnia redukcji zbioréw odniesienia, jak réwniez poprawg jakosci klasy-
fikacji. Zastosowanie takiej kolejnosci (najpierw selekcja cech, nastgpnie redukcja zbioru
odniesienia) skutkuje lepsza catkowita redukcja ilosci danych w zbiorze odniesienia niz
w przypadku kolejnosci odwrotne;.
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