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Streszczenie

W artykule zaprezentowano metode samo-uczenia mini-modeli (metod¢ MM) oparta
na hiperbrylach w przestrzeni wielowymiarowej. Jest to metoda nowa i rozwojowa, bedaca
w trakcie intensywnych badan. Bazuje ona na probkach pobieranych jedynie z lokalnego
otoczenia punktu zapytania, a nie z obszarow odlegtych od tego punktu. Grupa punk-
tow, uzywana w procesie uczenia mini-modelu jest ograniczona obszarem hiperbryty.
Na tak zdefiniowanym lokalnym otoczeniu punktu zapytania metoda MM w procesie
uczenia oraz obliczania odpowiedzi mozna uzy¢ dowolnej metody aproksymacji. W ar-
tykule przedstawiono algorytm uczenia i dzialania metody w przestrzeni wielowymiaro-
wej bazujacy na hipersferycznym uktadzie wspotrzgdnych. Metodg przebadano na zbio-
rach danych wielowymiarowych, a wyniki pordwnano z innymi metodami bazujacymi
na probkach.

Stowa kluczowe: mini-model, lokalna regresja, algorytm najblizszych sasiadéw, mode-
lowania matematyczne, metody bazujace na probkach

Wprowadzenie

W artykule przedstawiono zastosowanie metody mini-modeli opartej na hi-
perbrytach w zadaniach modelowania danych wielowymiarowych. W odroznie-
niu od znanych i powszechnie stosowanych metod modelowania, takich jak: sieci
neuronowe, sieci neurorozmyte, aproksymacja wielomianowa, ktore dokonuja
aproksymacji w calej domenie systemu, metoda MM nie tworzy modelu global-
nego, jezeli nie jest on wymagany. Operuje jedynie na danych znajdujacych si¢
w lokalnym otoczeniu punktu zapytania. Metoda MM stara si¢ zidentyfikowac
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funkcje matematyczng opisujaca zaleznos¢ pomigdzy zmiennymi wejsciowymi
i wyjsciowymi. Jednakze w procesie modelowania bardzo czesto jestesmy zain-
teresowani jedynie odpowiedzig na konkretne zapytanie, np. Jak wysoka bedzie
stopa bezrobocia w sytuacji, gdy podaz pienigdza wynosi 950 mld zl, inflacja
jest na poziomie 10%, a liczba ludnosci wynosi 37,5 mln 0s6b? OdpowiedZ na to
pytanie wymaga jedynie danych znajdujacych sie¢ w otoczeniu punktu zapytania,
tj. danych, gdzie podaz pienigdza wynosi okoto 950 mld zt, inflacja jest na pozio-
mie okoto 10%, a liczba ludnos$ci wynosi okoto 37,5 mln os6b. Do odpowiedzi
na to pytanie identyfikacja funkcji w calej domenie modelowanego sytemu nie
jest wymagana. Typowy punkt zapytania jest to zbidr zmiennych niezaleznych
o0 znanej warto$ci. Warto$¢ zmiennej zaleznej pozostaje nieznana. Dla powyzsze-
go przyktadu punkt zapytania b¢dzie posiadal postaé: albo w prostszej formie.

Koncepcja metody zostata opracowana przez prof. Andrzeja Piegata (Piegat
iin., 2010, 2011). Poczatkowa wersja metody znalazta zastosowanie dla proble-
mow dwu- i trojwymiarowych (Pietrzykowski, 2011a, 2011b, 2012), jednak ba-
dania wykazaty, ze zastosowanie jej dla problemow o wigkszej liczbie wymiarow
niesie ze sobg pewne trudnosci. W artykule przedstawiono modyfikacj¢ meto-
dy, ktora jest bardziej efektywna dla zastosowania w problemach wielowymia-
rowych. Gtéwnym celem artykulu jest przebadanie metody MM bazujacej na
simpleksie i hiperszescianie oraz poréwnanie jej doktadnosci z innymi metodami
bazujacymi na probkach: metoda k-najblizszych sgsiadow (k-NN) (Fix, Hodges,
1951; Fukunaga, Narendra, 1975; Bottou, Vapnik, 1992), siecig neuronowa typu
GRNN (Specht, 1991; Celikoglu, 2006), siecig neuronowa typu RBF (Poggio, Gi-
rosi, 1990; Park, Wasenberg, 1991), local linear regression (Fan, 1992; Ruppert,
Wand, 1994).

Metoda mini-modeli — algorytmy

Na wstepie nalezy podkresli¢ zasadniczg roznice pomigdzy mini-modelem
amodelem globalnym. Mini-model operuje tylko i wyltacznie na punktach znajdu-
jacych sig¢ w granicach jego zasiggu, ktore sa Scisle okreslone i nie obejmuja calej
modelowanej dziedziny tak jak w przypadku modeli globalnych. Model globalny
operuje i uczy si¢ na wszystkich dostepnych probkach. Omawiang réznice ob-
razuje porownanie pomi¢dzy mini-modelem liniowym oraz modelem liniowym.
Model liniowy (np. regresja liniowa) korzysta z wszystkich dostepnych probek
i obejmuje calg dziedzing problemu. Mini-model liniowy tworzony jest na podsta-
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wie probek nalezacych do Scisle okreslonego ciagltego obszaru przestrzeni wejsc
zwanego dalej otoczeniem punktu zapytania lub domeng mini-modelu. Co praw-
da w ekstremalnych przypadkach mini-model liniowy moze rozszerzy¢ otoczenie
punktu zapytania na calg dostepna dziedzing, ale jest to sytuacja mogaca miec
miejsce jedynie podczas modelowania danych, w ktorych zachodzi $cista zalez-
no$¢ liniowa, co jest raczej rzadkoscia.

W sktad metody MM wchodza dwie grupy algorytmow: algorytmy definio-
wania lokalnego otoczenia punktu zapytania oraz algorytmy modelowania mate-
matycznego. Lokalne otoczenie punktu zapytania mozna zdefiniowac jako obszar
bryty geometrycznej okreslonej w przestrzeni wejsé. Dla danych dwuwymiaro-
wych bedzie to odcinek, dla trojwymiarowych bedzie to figura ptaska (np. tréj-
kat lub czworokat), dla danych czterowymiarowych bedzie to nieregularna bryta
wypukta (np. posiadajaca cztery (simpleks) lub sze$¢ $cian). Obszar mini-modelu
uogo6lniony do przestrzeni n-wymiarowej przyjmuje postaé n-/-wymiarowej wy-
puktej i nieregularnej hiperbryty. Domena mini-modelu moze przyjmowac row-
niez postac¢ hiperelipsoidalny (Plucinski, 2012a, 2012b, 2014).

Druga grupa algorytmow wchodzaca w sktad metody MM zawiera algo-
rytmy modelowania matematycznego na probkach lezgcych we wnetrzu domeny
mini-modelu. Na tak zdefiniowanym obszarze mozliwe jest zastosowanie dowolnej
metody modelowania matematycznego, np. aproksymacji wielomianowej, warto-
$ci $redniej, wnioskowania rozmytego.

W poczatkowych badaniach obejmujacych mini-modele w przestrzeni dwu-
i trojwymiarowej w procesie definiowania lokalnego otoczenia punktu zapyta-
nia operowano wierzchotkami bryty geometrycznej. Podejscie to jest obarczone
przeklenstwem wymiarowosci”, gdyz liczba wierzchotkéw w bryle opartej na
hiperszescianie wzrasta wyktadniczo. Ponadto wystgpuje wiele wad, takich jak
problem wspoltptaszczyznowosci wierzcholkéw nalezacych do jednej $ciany, pro-
blem manipulowania §ciang jako zbiorem wierzchotkow, problem rozstrzygania
zawierania si¢ danego punktu we wnetrzu mini-modelu. Wyzej wymienione wady
doprowadzity do powstania koncepcji manipulowania $ciang, jako calo$cig oraz
przeniesienia wigkszo$ci obliczen z kartezjanskiego do sferycznego uktadu wspot-
rzednych (Pietrzykowski, 2013, 2014). Centrum uktadu stanowi punkt zapytania.
Sciana zdefiniowana jest poprzez pojedynczy punkt zwany generatorem $ciany.
Istnieje zalozenie, Ze $ciana jest ortogonalna do wektora utworzonego przez ww.
punkt oraz poczatek uktadu wspotrzednych. Koncepcja ta posiada nastgpujace
zalety: brak problemu wspotplaszczyznowosci wierzchotkéw nalezacych do jed-
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nej $ciany, stosunkowo proste obliczenia rozstrzygajace o zawieraniu si¢ punktu
we wnetrzu domeny mini-modelu, zmniejszenie liczby parametréw potrzebnych
do sterowania mini-modelem, stosunkowo proste manipulowanie potozeniem
$ciany, stosunkowo prosta rozszerzalno$¢ mini-modelu do przestrzeni o wyzszej
wymiarowosci. Zastosowanie tego podejscia pozwala unikng¢ przeklenstwa wy-
miarowosci (mini-model bazujacy na obszarze hiperszescianu w przestrzeni wy-
miarowej bedzie posiadat 2*! wierzchotkow, ale tylko 2(n—1) $Scian). Ma to duze
znaczenie, poniewaz pozwala upro$ci¢ trudny proces uczenia si¢ mini-modelu.
Pierwsza czg$¢ algorytmu polega na konwersji punktow danych z uktadu
wspotrzednych kartezjanskich do uktadu wspotrzednych sferycznych (hipersfe-
rycznych) (Moon, Spencer, 1988; Bronshtein i in., 2007; Polyanin, Manzhirov,
2010). Transformacja nastepuje jedynie w przestrzeni wejs¢, zmienna wyjscio-
wa pozostaje bez zmian. Oznacza to, ze trojwymiarowy punkt danych zostanie
transformowany do uktadu wspotrzednych biegunowych, a punkt czterowymia-
rowy do uktadu wspotrzednych sferycznych. W ogoélnym przypadku n + 1-wy-
miarowy punkt zostanie transformowany do uktadu wspotrzednych opartych na

n-wymiarowej sferze. Punkt zapytania Q = {x }, staje si¢ centrum

o Xgp s X Vo

uktadu wspotrzednych. Wartosci zmiennych wejsciowych x sg zna-

1 X oees Xy,
ne, warto§¢ zmiennej wyjsciowej Yo jest niewiadoma, ktéfat zgstanie gbliczona
w wyniku dziatania algorytmu. Wszystkie punkty danych p, sg konwertowane
do hipersferycznego uktadu wspoétrzednych. Punkt jest okreslony przez promien
r € [0,), (odlegtos¢ od centrum) ikaty ¢, ¢, ..., Pinay € 105 ), Py € 103 2m).
Zbidr punktow P oznaczamy jako:

pP= {pl’ P,y s Py =p1}
, e))
pi = (xﬂ’ ”'3 xm’ yl) = (ri’ ¢i1’ ”" ¢i(n— 1)’ yl)
Konwersja z uktadu wspotrzednych opartych na hipersferze do uktadu
wspotrzednych kartezjanskich przyjmuje nastgpujaca postac:
x, =rcos(p,)
x, = rsin(g,) cos(p,)
x, =rsin (p)) sin (¢,) cos(p,)
3 1 : 2 3 (2)

X, =1 sin(p)) sin(p,, ) cos (g, ;)

X =r sin(gol) -+ sin (go(n_z)) sin(go(n_ ]))
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Konwersja odwrotna jest nastepujaca:

r= \/xf+x§+ -+

xl
@,= arccot
XAy
xZ
@,= arccot
XA
3)
xn—l
¢, ,= arccot———
x}ff .+ x:
X0 HNE
@, =2arccot———

n

Transformacja ta jest jednoznaczna poza nastepujacymi przypadkami:

— jezeli wszystkie Xos 1y s X, S8 TOWNE ZETO, @ X, > 0 wtedy ¢, =0,

— jezeli wszystkie x, . ., ..., x, sa rOwne zero, ax, <0 wtedy ¢, ==,
— jezelix,, ..., x sg rowne zero to wartos¢ ¢, moze wynosi zero.

W ogolnym przypadku domena mini-modelu jest wypukta nieregularng hi-
perbryta sktadajaca si¢ z J $cian. Dla simpleksu J = n + 1, dla bryty bazujacej na
hiperszescianie J = 2n, gdzie n jest to wymiarowo$¢ przestrzeni. Kazda $ciana
J hiperbryly jest czgscig plaszezyzny F. Plaszczyzng w sferycznym ukladzie
wspotrzednych mozemy zdefiniowaé przy pomocy pojedynczego punktu GJ. zZwa-
nego generatorem $ciany. Istnieje zatozenie, ze plaszczyzna F jest ortogonalna do
wektora utworzonego przez generator $ciany Q—G; . Kazda plaszczyznge mozemy

zdefiniowac¢ jako:

-
1, . =7 4
F={pin,< 2 0= o] )
gdzie 9, jest wartoscia kata pomiedzy wektorami Q—G; i @ Kat moze zostac
obliczony przy pomocy iloczynu skalarnego dla wspotrzednych kartezjanskich:

XiiXn +o XipyXin

2 2 2 2
\/xn+ ot xzn\/xj1+ X,

@, ,= arccos

)
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Dla wspoétrzednych sferycznych mamy:
¢, = arccos (cosgp, cosg, + sing,, sin(pj1 (
cosg,, cosp, + sing,, singoj2 (
(6)

COS(oi(n—Z) Cos¢j(rl-2) T Slngﬂi(n-Z) Sln(”j(n-Z) (

o8(¢,,.1) = Py )-+-)))

Plaszczyzna F, dzieli calg przestrzen wejs¢ na dwie potprzestrzenie. Pierw-
sza potprzestrzen zawiera punkty danych, ktore mogg zosta¢ wiaczone w domeng
mini-modelu. Mozemy ja zdefiniowaé nastepujaco:

]j— p; (ﬂij— 2 plj/ 2 "= CoS (/)[J. ( )

Druga potprzestrzen zawiera punkty, ktore nie wejda w sktad domeny mini-
modelu, i jest zdefiniowana jako:

g < Ep s 8
E=\Pio; =75 AT cos ¢, ®)

Kazda ptaszczyzna zawierajgca w sobie $ciang bryty definiujgcej domene
mini-modelu, dzieli przestrzen wej$¢ w ten sposob bez wzgledu na wymiarowos$¢
przestrzeni. Cze$¢ wspolna wszystkich potprzestrzeni definiuje domen¢ mini-
modelu i zawiera w sobie punkty uczace.

Z=1NLN..NI ©9)

J

Sposob, w jaki ptaszczyzna dzieli przestrzen wejs¢, przedstawiono na ry-
sunku 1. Punkty oznaczone trojkatami na pewno zostang wylaczone poza dome-
n¢ mini-modelu, natomiast punkty oznaczone kwadratami moga zosta¢ w niej
zawarte. O tym, czy punkt rzeczywiscie wejdzie w sktad domeny mini-modelu,
decyduje jego potozenie wzgledem innych ptaszczyzn. Tylko punkty, ktore zosta-
ng zawarte przez wszystkie ptaszczyzny, wejda w sktad MM. Jak $ciany tworza
domene¢ mini-modelu dla problemu tréjwymiarowego, pokazano na rysunku 2a.
Na rysunku 2b zostata przedstawiono przyktadowa domene dla problemu cztero-
wymiarowego.
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Rysunek 2. Przyktad domeny mini-modelu

Zrodto: opracowanie wlasne.
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[ domena mini-modelu

b) przyktad domeny dla problemu
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Punkty danych wyselekcjonowane w powyzszy sposob staja si¢ danymi

uczacymi dla metody modelowania matematycznego uzywanej przez mini-model.
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Algorytmy uczenia mini-modeli

Uczenie mini-modelu sktada si¢ z dwoch czesci 1 polega na okresleniu opty-
malnego lokalnego otoczenia punktu zapytania oraz nastrojeniu metody modelo-
wania matematycznego uzywanego przez MM. Dzigki temu MM posiada zdol-
no$¢ do lokalnej adaptacji w wybranym obszarze dziedziny problemu.

Okreslenie optymalnego otoczenia punktu zapytania, czyli domeny MM, jest
procesem heurystycznym i polega na zmianie potozenia $cian bryly otaczajacej
domeng. Manewrowanie §cianami uczynito proces uczenia prostszym, w porow-
naniu do poprzedniej wersji mini-modeli, w ktorej manewrowano wierzchotkami.
Pozwolilo to na wyeliminowanie wielu niedogodnosci, ktore zostalty wymienione
w poprzednim podrozdziale. Istnieje wiele potencjalnych lokalnych otoczen punk-
tu zapytania, ktore mogg zosta¢ osiagni¢te w procesie uczenia. Po zdefiniowaniu
domeny mini-modelu, metoda uzywa punktow wchodzacych w jego sktad, jako
danych uczacych dla algorytmu modelowania matematycznego. Nastgpnie mini-
model oblicza btad popeliany przez model matematyczny na probkach uczacych
i obliczana jest wartos¢ dla punktu zapytania. W kolejnym kroku mini-model stara
si¢ odnalez¢ kolejng domeng, nastgpnie oblicza blad popetniany na probkach oraz
odpowiedz mini-modelu na punkt zapytania. Demona MM, w ktoérej zostal popet-
niony najmniejszy btad, zostaje uznana za optymalng. Nalezy jednak zaznaczy¢,
ze nie kazda domena mini-modelu jest poprawna. Punkt zapytania musi znajdo-
wac si¢ w domenie, a jej powierzchnia musi by¢ bryla (hiperbryta) wypukta. Poza
tymi podstawowymi zalozeniami domena powinna spetnia¢ nastepujace warunki:
— minimalna liczba punktow uczacych wchodzaca w sktad mini-modelu,

— maksymalna liczba punktow uczacych wchodzaca w sktad mini-modelu,

— stosunek pomiedzy wektorami Q—G/ o maksymalnej i minimalnej dlugosci,

— punkt zapytania nie powinien by¢ ekstrapolowany przez probki uczace (nie
zawsze jest to mozliwe, a czasami nie jest wymagane).

Nie ma prostej reguly, jak dobra¢ wartosci powyzszych parametrow. Mini-
malna i maksymalna liczba punktéw uczacych zalezy od zbioru danych. Jednakze
dolna granica przedzialu punktowego musi by¢ wyzsza niz wymiarowos¢ proble-
mu. Czasami, dla wybranego punktu zapytania, nie istnieje zadna domena mini-
modelu spetniajgca warunki poczatkowe. W takiej sytuacji mini-model nie jest
w stanie zwroci¢ wiarygodnej odpowiedzi numeryczne;j.

W eksperymentach numerycznych procedura uczaca polegata na rotacji catej
bryly geometrycznej i zmianie promieni generatorow $cian G,. Parametry zmia-
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ny potozenia oraz ksztattu bryty, takie jak kat i kierunek obrotu oraz promien
r,, byly losowe. Wyniki poczgtkowych eksperymentow numerycznych pokazaty,
ze mini-modele bardzo czesto byly nadmiernie dopasowane do danych uczacych
w sytuacji, w ktorej potozenie ptaszczyzn definiujacych domeng mini-modelu byto
zmieniane w zupetnie dowolny sposob. Aby unikna¢ przetrenowania, ograniczo-
no mozliwo$¢ nadmiernego rozciagniecia figury poprzez ustalenie minimalnego
stosunku pomigdzy najkrotszym a najdluzszym wektorem Q—G; na 0,5. Pojedyn-
cza plaszczyzna nie zmienia swojego potozenia, co oznacza, ze katy pomiedzy
Scianami figury pozostaja bez zmian. Bardzo wazng operacja w procesie uczenia
jest operacja rotacji catej figury wzgledem centrum uktadu wspotrzednych, umoz-
liwiajaca modyfikacje¢ jej potozenia w przestrzeni wejsc.

Wyniki eksperymentéw numerycznych

Metoda mini-modeli zostata poréwnana z metodami bazujacymi na prob-
kach: algorytmem k-najblizszych sasiadow, siecig neuronowg typu GRNN, siecig
neuronowg typu RBF, local linear regression. Metoda mini-modeli oraz algo-
rytm k-najblizszych sasiadow pracujg jedynie na danych z najblizszego otoczenia
punktu zapytania. Obie metody moga zosta¢ poréwnane przy pomocy krzyzo-
wej walidacji typu leave-one-out. Obie sieci neuronowe sg metodami budujacymi
model globalny i obie zostaty przetestowane przy pomocy 10-krotnej krzyzowej
walidacji. Eksperymenty zostaly wykonane na szesciu zbiorach danych z repozy-
torium UCI Machine Learning (UCI, 2015):

— Auto MPG — wszystkie dostgpne atrybuty poza: x.— pochodzenie, x, — nazwa
samochodu, 391 instancji,

— Boston Housing — x,— proporcja handlu niedetalicznego, x, — koncetracja tlen-
kow azotu, x, — przecigtna liczba pokoi w lokalu, x, — procent budynkow zaj-
mowanych przez wiasciciela wybudowanych po roku 1940, x , — wysokos¢
podatku od nieruchomosci, x,, — liczba uczniow przypadajgca na jednego na-
uczyciela, x,, — procent ludnosci o niskim statusie spotecznym, 506 instancji,

— Concrete Compressive Strength — wszystkie dostepne atrybuty, 1029 instancji,

— Concrete Slump Test — wszystkie dostepne atrybuty, 102 instancji,

— Servo — wszystkie dostepne atrybuty, 307 instancji,

— Yacht Hydrodynamics — wszystkie dostepne atrybuty, 307 instancji.

Wyniki eksperymentdw numerycznych zostaly zaprezentowane w tabeli 1.
Bledy zaprezentowane w tabeli sg bledami bezwzglednymi. Wszystkie ekspery-



100 Marcin Pietrzykowski

menty zostaly przeprowadzone przy optymalnym dobrze parametrow dla wszyst-
kich testowanych metod. Metoda mini-modeli zostata przebadana w dwoch
wariantach: bazujaca na simpleksie i bazujaca na hiperszescianie. Mini-modele
uzywaty regresji liniowej jako algorytmu aproksymacji. Metoda odrzucata wyniki
w przypadkach, w ktérych nie potrafila odnalez¢ poprawnej domeny dla wybrane-
go punktu zapytania. Wyniki eksperymentéw pokazaly, ze w tego typu przypad-
kach blad popehiany przez metode z reguty byt bardzo wysoki.

Tabela 1

Porownanie efektywnosci badanych metod

Metoda mini-modeli

) bazujaca )
k-NN | bazujaca | na hiper- GRNN RBF Local Linear
Zbior nasim- | szeécia- Regression
danych pleksie nie
liczba . . btad .
btad | k| btad btad probek blad |zasigg| btad |zasieg uczacy blad |zasieg
]\/;l}l)tg 0,0531 | 3| 0,0529 | 0,0534 | 20—60 | 0,0502 | 0,08 |0,0512 | 1,000 | 0,004 |0,0498| 0,09

Housing | 0,0567 | 4| 0,0551 | 0,0536 |25-40|0,0545| 0,1 |0,0517 (0,800 | 0,004 |0,0534| 0,08
Concrete| 0,0722 | 1 | 0,0483 | 0,0465 | 20-40 | 0,0699| 0,03 |0,0511 | 1,000 | 0,003 |[0,0705| 0,06

Slump
Test

Servo | 0,0437 |3 | 0,0493 | 0,0529 | 10-25|0,0381 | 0,05 |0,0528 | 0,700 | 0,002 |0,0378| 0,06
Yacht | 0,0371 |2 | 0,0167 | 0,0127 | 12-25]0,0385| 0,05 |0,0220 2,900 | 0,003 |0,0296| 0,03

0,0600| 2| 0,0500 | 0,0590 | 820 |0,0621 | 0,1 |0,0114 {2,000 [0,00008|0,0554| 0,14

Zrédlo: opracowanie wiasne.

Podsumowanie

Wyniki eksperymentéw numerycznych udowodnily, ze doktadnos¢ mini-
-modeli jest wysoka w porownaniu z innymi metodami bazujacymi na prébkach.
Zaproponowana wersja metody bazujaca na hipersze$cianie jest w stanie mode-
lowa¢ problemy wielowymiarowe, a jej doktadnos¢ jest porownywalna z wersja
metody opartg na simpleksie. Mini-modele posiadaja bardzo zaawansowane wita-
sciwosci ekstrapolacyjne. Metoda potrafi wzigé pod uwage tendencje wystepujaca
w otoczeniu punktu zapytania, w czym przejawia si¢ jej przewaga nad metoda
najblizszych sgsiadéw. Ponadto metoda MM potrafi ,,przeskoczy¢” luke informa-
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cyjng i zawrze¢ w swojej domenie dane znajdujace si¢ po ,,drugiej stronie” luki
informacyjnej. Przyktad takiej sytuacji zilustrowano na rysunku 3.

odelu w przestrzeni wejsé

09 +

0.8 - 08
07 b . . 07
06 -,

> 05

we
04 *
0.3
03 - 02

02 : : 0.1

0.1 1.0

0 01 02 03 04 05 06 07 08 09 10
X

a) widok w przestrzeni wejs¢ b) widok w pelnej przestrzeni

Rysunek 3. Przyktad wlasciwosci ekstrapolacyjnych metody mini-modeli

Zroédto: opracowanie wlasne.

Kolejng zaleta metody MM jest zdolno$¢ do wykrycia sytuacji, w ktérych
mini-model nie jest w stanie spetni¢ poczatkowych kryteriéw, a tym samym zwro-
ci¢ wiarygodnej odpowiedzi na wybrany punkt zapytania. Wyniki eksperymen-
tow numerycznych potwierdzity, ze w tego typu sytuacjach blad popetniany przez
metode z reguly byt bardzo wysoki. Pewng wada metody jest natomiast wiek-
sze zapotrzebowanie na probki uczace niz w przypadku metody k-NN. Algorytm
uczenia metody MM jest czesciowo heurystyczny i niekiedy wyniki mogg si¢
nieznacznie roznic.
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APPLICATION OF MINI-MODELS METHOD BASED ON HYPERCUBE
IN THE MODELING PROCESS OF MULTIDIMENSIONAL DATA

Summary

The article presents self-learning method of mini-models (MM-method) based on
polytopes in multidimensional space. The method is new and is an object of intensive
research. MM method is the instance based learning method and uses data samples only
from the local neighborhood of the query point. Group of points which are used in the
model-learning process is constrained by a polytope area. The MM-method can on a de-
fined local area use any approximation algorithm to compute mini-model answer for the
query point. The article describes a learning technique based on hyper-spherical coordi-
nate system. The method was used in the modeling task with multidimensional datasets.
The results of numerical experiments were compared with other instance based methods.

Translated by Marcin Pietrzykowski

Keywords: mini-model, local regression, k-nearest neighbor, mathematical modeling, in-
stance based learning






