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Abstrakt

Hybrydowe systemy rekomendacji taczg zalety metod stosowanych po-
wszechnie w rekomendacji. Gtéwnym celem tego artykutu jest przedsta-
wienie zastosowania uczenia maszynowego do budowy hybrydowego sil-
nika rekomendacji. Uczenie maszynowe jest poddziedzing sztucznej
inteligencji, ktora wykazuje obiecujace rezultaty w klasyfikacji, predyk-
cji, wykrywaniu anomalii i rekomendacji. W tym artykule zapropono-
wano koncepcje spersonalizowanego modelu systemu rekomendacji
opartego na parametrach i planach treningowych sportowcéw. Badania
przeprowadzono w §rodowisku chmurowym Microsoft Azure Machine
Learning Studio na zbiorze danych wygenerowanym na podstawie da-

nych referencyjnych.

Stowa kluczowe — uczenie maszynowe, sztuczna inteligencja, nauka o danych,
hybrydowe systemy rekomendacji, Microsoft Azure Machine Learning, j¢zyk pro-

gramowania Python
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Wprowadzenie

W dzisiejszym $wiecie nowe technologie wspierajg bezposrednio lub posrednio caty
proces rywalizacji sportowej. Aby konkurowaé z zawodnikami znajdujacymi sig¢
w czoldéwkach roznorakich rankingéw: krajowych, kontynentalnych, swiatowych,
a czasami nawet 0 mniejszym zasi¢gu, nieuniknione jest wzmacnianie rozwoju spor-
towca osiagnigciami medycyny oraz techniki.

Najbardziej utalentowani i pracowici sportowcy bez dostepu do najnowszych,
precyzyjnych narzedzi informatycznych moga nie mie¢ réwnych szans z konkuren-
tami wspomagajacymi komputerowo swoj rozwdj. Jednym ze sposobdéw wsparcia
procesu decyzyjnego wyboru planu treningowego moze by¢ system rekomendacji.

Zadaniem systemu rekomendacji jest przetworzenie informacji w celu dostarcze-
nia uzytkownikom pomocnych dla nich wskazéwek, w postaci naturalnej, tzn. zro-
zumiatej dla cztowieka, dotyczacych produktéw lub ustug, ktére mogg by¢ dla nich
w przysztosci uzyteczne. W omawianym przypadku, gdy uzytkownikiem systemu
jest sportowiec, to rekomendowanym produktem bedzie plan treningowy dostoso-

wany do jego potrzeb.
1. Metody rekomendacji

Rekomendacje wykorzystujace techniki pamigciowe opierajg si¢ na danych i rela-
cjach pomiedzy nimi. Ten typ systemoéw uzywa metod takich, jak: wspodlna filtracja
(ang. collaborative filtering), filtrowanie w oparciu o informacje o obiektach (ang.
content-based), opartych na wiedzy (ang. knowledge-based). Cechg, ktéra taczy te
metody, to badanie podobienstw i odmiennos$ci uzytkownikow i obiektow. W zalez-
nosci od cech obiektow/obserwacji, sposoby obliczania wspotczynnikow podobien-
stwa i odmiennosci dzieli si¢ na:

+ porzadkowe;

+ jakosciowe;

* binarne;

» skategoryzowane;
W metodzie wspoélnej filtracji zaktada sie¢, ze preferencje uzytkownika mozna pro-
gnozowac na podstawie jego i1 innych opinii, wyrazonych za pomoca ocen. Druga
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metoda swoje dzialanie opiera na metadanych obiektéw. Rekomenduje¢ ona uzyt-
kownikowi obiekty podobne do tych, ktore w przesztosci wysoko ocenit. Bardziej
ztozone systemy rekomendacji wykorzystuja trzecig metode, ktora bazuje na specja-
listycznej wiedzy o preferencjach uzytkownika dotyczacych konkretnych cech
obiektow. Podejscie bazujace na atrybutach profilu uzytkownika, np. na geolokali-
zacji, nazywa si¢ demograficznym.

Kazda z tych metod zawiera szereg zalet i wad, wigc ich uzycie nalezy dopasowac
do konkretnej sytuacji. Koncepcja, ktéra taczy wszystko, co najlepsze w tych meto-
dach, nazywa si¢ mieszang albo hybrydowa.

2. Rekomendacje treningu dla sportowcow

System do rekomendacji treningu sportowcow powinien realizowac nastgpujace
funkcjonalnosci:

Definiowanie profilu sportowca — wyniki rekomendacji dostosowane sg do da-
nej osoby na podstawie jej profilu, ktéry moze zawiera¢ wiek, pte¢, poziom
zaawansowania, histori¢ treningu, dane wydolnosciowe, psychologiczne, an-
tropometryczne itp.

Umozliwianie pomocy innym — sportowcy i trenerzy powinni mie¢ mozliwosc¢
wspierania swojg wiedzg mniej doswiadczone osoby. Wiedza ta mogtaby postu-
zy¢ do oceny plandéw treningowych, a nawet ich prawidtowej klasyfikacji pod
wzgledem poziomu trudnosci i dostosowania do aktualnego stanu formy spor-

towca. Moze to stanowi¢ dobry sposob na dostarczanie danych do systemu.
2.1. Modelowanie

Oznaczmy zbidr sportowcOw za pomoca S, a zbior planéw treningowych za pomoca
P. Oceny wystawione planom treningowym przez sportowcow w systemie naleza do
zbioru O {o(s;,p)}, a mozliwe wartosci ocen zawieraja si¢ w W, np. W={1..5}. Kazdy
sportowiec moze wystawic tylko jedng ocene Oy, dla planu treningowego peP. Plany
treningowe ocenione przez sportowcow s;i szzawieraj sie w PN Py , a uzytkownicy,
ktorzy ocenili p1 i po w UnN Up. Celem silnika rekomendacji jest predykcja f(s;p;)
oceny sportowca si dla nowego planu treningowego p, ktdrego w przesztosci nie ocenit.
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2.2

Silnik rekomendacji

System hybrydowy na potrzeby niniejszego opracowania zostat zbudowany w opar-

ciu o model uczacy sie, przy wykorzystaniu Azure ML Studio i jezyka programowa-

nia Python. Do trenowaniu modelu uzyto trzy zestawy danych, ktore zostaly wyge-

nerowane na potrzeby przeprowadzenia eksperymentu.

Zestawy danych:

Oceny — sktadajacy si¢ z trzech kolumn: id sportowca, id planu treningowego,
ocena (1-5).

Sportowcy — wiek, dyscyplina, poziom zaawansowania wyrazony w latach upra-
wiania sportu, parametry fizjologiczne, psychologiczne oraz antropometryczne.
Plany treningowe — czas trwania, liczba dni w tygodniu, intensywnos$¢, po-
ziom zaawansowania, cel, typ. Kazdy plan treningowy sktada si¢ z réznych

treningow, ktorych dane przechowywane sg w bazie danych.

1/
Sportowcy
Wiek 4
Dyscyplina =0 L/
Poziom zaawansowania
Parametry Fizjologiczne )/ /{
Parametry Psychologiczne = Oceny planéw treningowych
Parametry Antropometryczne \ ) ID sportowca
ID planu treningowego

Ocena
Plany treningowe

Czas trwania [tygodnie]
Dni tygodnia
Intensywno$é

Poziom zaawansowania
Cel

Typ

Rysunek 1. Zbiér danych uzyty do eksperymentow

Zastosowany algorytm w modelu to ,,Matchbox Recommender” [1], [2]. Algorytm

bazuje na klasyfikatorze bayesowskim, ktory osigga dobre rezultaty dla danych
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wielowymiarowych. Zatézmy, ze system otrzymuje krotke (x, y, ¢, ), gdzie x € R™
— dane uzytkownikow, y € R™ — dane obiektow, € R — oceny, ¢ e R’ — kontekst

ocen. Wektor cech uzytkownika oznaczmy przez s = Ux (U to macierz K xn w kto-
rej elementy to u,, ), wektor obiektow t = Vy (V macierz K xm ), a odchylenie

b = ¢Tw (w to ukryty zestaw wag). Czesto b to kombinacja cech opisowych uzyt-
kownika xi obiektu y, b = x"u + yTv , u i v to obciazenia. Ocena r jest wyliczana
w sposob nastepujacy p = (r|s,t,b) = N(r|sTt + b, %), B — odchylenie standar-
dowe szumu informacyjnego. Ocena jest proporcjonalna do dlugosci wektoréw cech
|S| i |t| tak samo jak i do cosinusa kata pomigdzy nimi. W przypadku, gdy nie mamy
danych uzytkownikow i obiektow to algorytm wykorzystuje tylko wspolng filtracje.
Po wytrenowaniu modelu i skonfigurowaniu serwisu internetowego (ang. Web Se-
rvice) uzyto go w aplikacji napisanej w jezyku Python.
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Rysunek 2. Model uczacy hybrydowego silnika rekomendacji
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3. Pomiar odleglosci i identyfikacja odmiennosci

Wiele algorytmow rekomendacji bazuje na pomiarze odleglosci pomigdzy uzytkow-
nikami oraz rekomendowanymi przedmiotami, aby wyznaczy¢ ich stopien podo-
bienstwa. Obiekty majace cechy porzadkowe przyjmujace wartosci liczbowe mozna
przedstawi¢ w n-wymiarowym uktadzie ujednoliconych wspotrzednych, a nastgpnie
wyznaczy¢ ich podobienstwa i odmiennosci poprzez pomiar odleglosci.

Najprostszym pod wzgledem obliczeniowym jest pomiar odlegtosci euklidesowe;:

dxy) = | ) G =y (M
k=1

gdzie xx1 yi— to atrybuty obiektow x1i y; a nto liczba atrybutow obiektow (wymiarow).
Jest to szczegolny przypadek odleglosci Minkowskiego [3]:
1

T

d(x,y) = (lek - ka) o
k=1

W powyzszej formule r oznacza stopien odlegtosci. I tak, jezeli przyja¢ wartos¢ r = 1,
odlegltos¢ Minkowskiego staje si¢ tzw. odlegloscia miejska (albo odlegtosciag Manhat-
tan). Dlar = 2 réwnanie (2) sprowadza si¢ do postaci (1) i opisuje odlegltos¢ euklide-

sowa. Jezeli zalozy¢, ze r — oo, z rdwnania (2) uzyskuje si¢ odleglo$¢ Czebyszewa:
n 7
d(x,y) = lim (;m : yk|r> = maxlx; = . o)

Jeszcze inna metoda pomiaru to odleglos¢ Mahalanobisa:

dx,y) = (x—y)C1(x—y)7, (4)

gdzie Cjest macierzg kowariancji.

Dosy¢ czesto w pracach badawczych wykorzystuje si¢ cosinusowg miare podo-
bienstwa wektorow. Cosinus kata pomigdzy wektorami znajduje si¢ jako stosunek
iloczynu skalarnego tych wektorow do iloczynu ich dtugosci:

xoy
Il )

cos(x,y) =
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We wzorze (5) oznaczenia Ixl i lyl reprezentuja normy euklidesowe (dlugosci)
wektorow x 1.
W przypadku zmiennych losowych x i y, jako miare ich podobienstwa stosuje si¢

wspotezynnik korelacji Pearsona 7y,

__cov(x,y)
Tey = ox0y (6)

gdzie cov(x,y) oznacza kowariancje zmiennych x i y, za$ o, i 0, odpowiednio,

oznacza ich odchylenia standardowe.

W celu sprowadzenia pomiaréw odlegtosci i odmienno$ci do przedziatu <0,1>
dokonuje si¢ normalizacji ocen w zakresie cech porownywanych obiektéw/obserwa-
cji. Do normalizacji mozna wykorzysta¢ czynnik maksymalnej odlegtosci, ktory
mozna wyznaczy¢ w danej przestrzeni.

W przypadku obserwacji/obiektow, ktorych atrybuty majg wartosci binarne
{0,1}, mozna postuzy¢ si¢ parametrami pordéwnawczymi przedstawionymi w ta-
beli 1.

Tabela 1. Parametry porownawcze obiektow X 1Y

Obiekt Y
0 1
Obiekt X 0 N NP
1 PN P

Poszczegolne elementy tej tabeli maja nastgpujace interpretacje:
P — liczba cech przyjmujacych wartos¢ 1 dla obydwu obiektow/obserwacji;
N — liczba cech przyjmujacych wartos¢ 0 dla obydwu obiektow/obserwacji;
PN — liczba cech przyjmujacych warto$¢ 1 dla obiektu X, a 0 dla'y;
NP — liczba cech przyjmujacych wartos¢ 0 dla Xi 1 dla Y.
Przy ich pomocy mozna oszacowac¢ rézne miary podobienstwa lub odlegtosci (nie-
podobienstwa) [4]:
—  Wspolezynnik Jaccarda:

Wspjac = P+PN+NP ' (7
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— Odleglos¢ Jaccarda:

PN+NP
djac =

PAPNANP ®)

— Wspoélczynnik prostego dopasowania/ prostego porownania zbiorow:
P+N

WPD = ——F«—, )
P+PN+NP+N
— Odleglos¢ Hamminga:
H(X,Y) =XY"_,h(i) = PN + NP. (10)

gdzie A(7) = {0,1}, 0 —jesli xx= yx, 1 — w przeciwnym przypadku.
Przyktad: X = 10011, Y =00001, n=5 to H(X,Y) =2

4. Walidacja modelu

Nalezy pami¢taé, ze model stanowi uproszczong posta¢ obserwacji. Przed doborem
zbioru uczacego i testowego powinnismy przyjac pewne zatozenia. Zgodnie z twier-
dzeniem o nieistnieniu darmowych obiadow (ang. No Free Lunch Theorem) [5], nie
istnieje zaden model, ktory bedzie dziatat lepiej dla pewnej klasy problemow. Kazdy
z przygotowywanych modeli dla konkretnych przypadkow trzeba testowac i szcze-
gotowo oceniaé¢, aby wybra¢ dla nich najlepsza konfiguracje — przygotowanie da-
nych, algorytm uczacy oraz odpowiedni dobor hiperparametrow, czyli parametrow
algorytmu uczacego pozwalajacych sterowac procesem uczenia.

W praktyce przetestowanie wszystkich konfiguracji jest niewykonalne, dlatego
na poczatku eksperymentoéw przyjmuj¢ si¢ zalozenia i sprawdza do nich dopasowane
konfiguracje. Mozna rozrézni¢ kilka sposobow walidacji modelu, w zalezno$ci od
sposobu podziatu dostgpnych danych na treningowe i testowe:

Prosta walidacja — polega na podzieleniu zbioru na dane uczace oraz dane te-
stowe. Zbior testowy zawiera zazwyczaj nie wigcej niz 30% wszystkich
obiektow. Model budowany jest na podstawie danych treningowych, a spraw-
dzany danymi testowymi.

Walidacja krzyzowa K-krotna (ang. K-fold cross validation) — wszystkie dane
dzielone sg na K roztacznych, rownych objetosciowo zbioréw. Proces treno-
wania zostaje przeprowadzony K razy, gdzie jeden wytaczony z K zbioréw
petni role zbioru testujacego, za$ pozostate facznie stanowia zbidr trenujacy.

Kazdorazowo przeprowadzane sg testy, a ostateczny wynik jest usredniany.
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Dzigki takiemu podejsciu kazdy obiekt treningowy zostanie dokladnie raz
przetestowany, a z drugiej strony wszystkie dane mogg zosta¢ uzyte do bu-
dowy modelu.

Jezeli OT jest testowym zbiorem danych ocen plandéw treningowych, a |OT| jest

liczno$cig tego zbioru, to do walidacji modelu mozna zastosowaé nastgpujgce me-

tryki [6]:
— MAE (ang. Mean Absolute Error)
1
MAE(H) =5 D If(sep) = 0| (1)
0sp€0T

— RMSE (ang. Root Mean Squared Error)

1 2
RMSE(f)=\/W 2 (fsup) — 0sp) - (12)

0sp€0T
4.1 Miary rankingu najlepszych n rekomendacji (ang. fop-N)

Do znalezienia rankingu najlepszych rekomendacji mozna stosowa¢ roéznie zdefi-
niowane miary [7]:

— DCG (ang. Discounted Cumulative Gain) DCG mierzy uzyteczno$¢ obiek-
tow na kazdej pozycji listy rankingowej. Obiekty na poczatku listy s waz-
niejsze od pozostatych. Wartos¢ tej metryki miesci si¢ w przedziale <0,1>,
a im blizej wynik znajduje si¢ 1 tym model jest lepszy.

— Tsp i = L p=2 13
DCG(0,9) = 2 Giepy ise(P) = {1092 p, p>2 "

— DCGperfect (czasem nazywany IDCG) — na poczatku sortuje si¢ otrzymane
oceny, a nastgpnie korzysta si¢ z tego samego wzoru, co DCG.

— NDCG (ang. Normalized Discounted Cumulative Gain):

__béG (14)

NDCG =
DCGperfect

W srodowisku Azure pojawiaja si¢ jeszcze dwa oznaczenia metryki NDCG w zalez-
nosci od wykorzystywanego pomiaru odleglosci:
a) L1Sim NDCG - odlegtos¢ Manhattan (2).
b) L2 Sim NDCG - odlegtos¢ euklidesowa (1).
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W Azure ML do oceny algorytmu rekomendacji wykorzystuje si¢ blok ,,Score Matchbox
Recommender”. W zaleznosci od wyboru rodzaju rekomendacji wyliczane sg w nim
automatycznie odpowiednie metryki. Uzyskane wartosci metryk dla testowanego
modelu przedstawiono ponize;.
a) Predykcja ocen
MAE: 1,69
RMSE: 2,1
b) Rekomendacja planéw treningowych
NDCG: 0,827
¢) Podobne plany treningowe
L1 Sim NDCG = 0,35
L2 Sim NDCG = 0,33.
Warto$¢ L1 i L2 podobnych plandéw treningowych wyliczana jest w sposob naste-
pujacy [8]:
e Znajdywani sg wszyscy uzytkownicy, ktorzy ocenili dwa obiekty bedace
w tej iteracji przedmiotem zainteresowania.
e Tworzone sg dwa wektory dla obiektow.
e Obliczane sg odlegtosci pomigdzy tymi wektorami L1 (2) oraz L2 (1).
e Obliczane s L1 Sim NDCG oraz L2 Sim NDCG uzywajac wartosci zysku
wszystkich powigzanych obiektow.
e Wyznaczane jest NDCG dla wszystkich interesujgcych obiektow w zbiorze
danych.
d) Podobni sportowcy — obliczenia wykonywane sa analogicznie do podobnych
planow treningowych.
L1Sim NDCG = 0,171
L2 Sim NDCG = 0,163.

Podsumowanie
Hybrydowy algorytm rekomendacji jest efektywnym narzedziem do rozwigzywania

zlozonych probleméw w sytuacjach, gdzie pojedyncze metody uzyskuja stabe

wyniki. Podejscie to rozwigzuj¢ problem zimnego startu, ktory wystepuje, gdy
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pojawia si¢ nowy uzytkownik i system nie ma podstaw do wyznaczenia jego
sasiedztwa, a zatem nie potrafi dostarczy¢ mu rekomendacji.

W artykule przedstawiono zastosowanie hybrydowego systemu rekomendacji do
wspomagania sportowcoOw przy wyborze odpowiedniego dla nich planu treningo-
wego. Wszystkie eksperymenty przeprowadzono w $rodowisku Microsoft Azure
Machine Learning Studio. Dane do eksperymentéw wygenerowano za pomoca au-
torskich skryptéw Python bazujac na danych referencyjnych [9].
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Training plans hybrid recommender system
Abstract

Hybrid recommendation systems combine the advantages of commonly used
methods in recommendations. This main objective of this article is to present
application of machine learning to build a hybrid recommendation engine. Ma-
chine learning is subdomain of artificial intelligence that show promising re-
sults in classification, prediction, anomaly detection and recommendations.
This paper proposed a personalized recommendation system model based on
athletes parameters and training plans. The researches were carried out in
the cloud environment Microsoft Azure Machine Learning Studio on football

data set.

Keywords — machine learning, artificial intelligence, data science, hybrid recom-
mender, Microsoft Azure Machine Learning, Python programming language
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