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Streszczenie: W teledetekcji w ostatnich latach uzyskano duzy postep dzieki wprowadzeniu automatyzacji oraz
zastosowaniu algorytméw sztucznej inteligencji. Nowe podejScie pozwolilo wykry¢ zaleznoSci, ktére nie byly widoczne
dla cztowieka 1 stal sie mozliwy analityczny opis rzeczywistoSci, ktory do tej pory gtéwnie opieral sie na intuicji.
Jednym z wyzwan w zakresie teledetekcji gleb jest monitorowane stanu gleb w skali kraju oraz aktualizacja baz
danych o glebach, w tym aktualizacja przebiegu wydzielen klas bonitacyjnych. Celem niniejszych badan bylo
sprawdzenie mozliwoéci wykorzystania metod uczenia maszynowego do klasyfikacji gleb zgodnie z obowiazujaca
gleboznawcza, klasyfikacja gruntéw ornych z uzyciem danych teledetekcyjnych i numerycznego modelu terenu
(NMT). Jako dane zrédtowe wykorzystano satelitarne obrazy optyczne Sentinel-2 i radarowe Sentinel-1 oraz cztery
produkty pochodne NMT, opisujace cechy wazne z punktu widzenia klasyfikacji bonitacyjnej gleb. Klasyfikacje
zostaly przeprowadzone metoda laséw losowych 1 konwolucyjnych sieci neuronowych (CNN) na wybranym obszarze
treningowym w réznych scenariuszach, a nastepnie wytrenowane modele zostaly zweryfikowane na zestawie
testowym. Niestety modele opisane lasami losowymi nie uzyskaly dobrych wynikow na zestawie testowym w
przeciwienstwie do zestawu treningowego (skutecznoéé 70% vs 10%). Modele opisane przez CNN uzyskaly wyniki
podobne dla obu zestawéw, lecz ich skuteczno$é byta niska (40%)

Abstract: In recent years there was a large progress in remote sensing, thanks to applying automation and artificial
intelligence algorithms. The new approach revealed relationships which were not visible for human operator and
enabled analytical description of reality which was based on intuition so far. One of challenges of soil remote sensing
is monitoring of soil condition in country scale and database actualisation including actualisation of soil valuation
classes boundaries. The aim of the research was to find out possibilities of using machine learning methods for soil
classification on arable land according to current Polish law with remote sensing data and digital elevation model
(DEM). Used source data were optical satellite images of Sentinel-2 and radar of Sentinel-1, and four derived
products of DEM describing significant features for soil valuation classification. Classification was done by random
forests and convolutional neural networks (CNN) on selected training dataset in different scenarios and then trained
models were verified on test dataset. Unluckily, models described by random forests were not successful on test
dataset as much as on training dataset (accuracy 70% vs 10%). Models described by CNN had similar results for
both datasets but the accuracy was low (40%)

Slowa kluczowe: teledetekcja gleb, uczenie maszynowe, gleboznawstwo, klasyfikacja bonitacyjna gleb
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Wprowadzenie

Gleba jest wierzchnia warstwa Ziemi, ktéra stanowi bardzo istotny element ekosystemu. Wedlug Mocka
(2015) glebe mozna zdefiniowaé jako ,naturalna zewnetrzng warstwe litosfery (skorupy ziemskiej)
uksztaltowang w wyniku integralnego oddzialywania klimatu i1 zywych organizméw na zwietrzeline skalng
(macierzysty material glebowy) w warunkach okre§lonego reliefu, w ciagu pewnego przedzialu czasu, przy
wydatnym wpltywie bezposrednim badz po$rednim gospodarczej dziatalnoSci cztowieka”.

Mocek (2015) wskazuje na nastepujace funkcje gleby: gleba magazynuje wode opadowa; jest réwniez
miejscem rozwoju drobnoustrojéw, ktére decyduja o odpowiednim krazeniu zwiazkéw chemicznych w przyrodzie;
w wierzchniej warstwie gleby odklada sie réwniez warstwa prochnicza pochodzaca z rozkltadu czastek
organicznych, ktora jest najwiekszym biologicznie czynnym zrédlem energii na Ziemi. Dzieki tym cechom, gleba
jest podstawowym miejscem rozwoju podziemnych organéw ro§lin, ktére za ich pomoca pobieraja wode 1
sktadniki mineralne, ktére sa niezbedne do rozwoju roslin. Oznacza to, ze jako§¢ gleby jest kluczowa nie tylko
dla przyrody, ale réwniez i1 czlowieka, gdyz nie tylko przesadza o rozwoju ekosysteméw naturalnych, ale réwniez
ma duzy wplyw na gospodarke rolna, poniewaz wlasciwe gospodarowanie glebg moze doprowadzi¢ do
zwiekszenia plonéw i zapewnienia bezpieczehstwa zywno§ciowego.

Gleby — w zaleznoSci od réznych cech — sa réznie klasyfikowane (Polskie Towarzystwo Gleboznawcze, 2008).
Jedna z systematyk jest klasyfikacja bonitacyjna, ktéra odgrywa wazng role w polskim systemie prawnym
(Rozporzadzenie Ministra Rozwoju Regionalnego 1 Budownictwa z dnia 29 marca 2001 r. w sprawie ewidencji
gruntéw 1 budynkéw, Dz. U. 2019, poz. 393; Rozporzadzenie Rady Ministrow z dnia 12 wrzesnia 2012 r. w
sprawie gleboznawcze] klasyfikacji gruntéw, Dz. U. 2012, poz. 1246). Obecnie obowigzujaca klasyfikacja
bonitacyjna gleb jest prowadzona od 1956 roku i zachowuje ciggto$¢ prawna. Jest ona podstawowym kryterium
oceny gleby pod wzgledem ekonomicznym. Klasy bonitacyjne gleb sa podstawa okre§lania wysoko§ci podatkéw,
wyceny gruntéw oraz maja znaczenie w procesie planowania przestrzennego. Klasyfikacji gruntéw ornych
dokonuje sie przede wszystkim na podstawie typu gleby oraz nastepujacych cech (Mocek 2015):

e polozenie w terenie,

e Dbudowa profilu,

e barwa,

e struktura,

e sktad granulometryczny (zréznicowanie wzgledem poziomow),
e przepuszczalno$é,

e stosunki wodne,

e odczyn,

e zawarto§¢ CaCO3 (wapno).

Dla gruntéw ornych Rozporzadzenie Rady Ministréw z dnia 12 wrze$nia 2012 r. w sprawie gleboznawcze]
klasyfikacji gruntéw (Dz. U. 2012, poz. 1246) wyréznia 9 klas (Tabela 1), przy czym klasa I okreéla grunty
najbardziej urodzajne, a klasa VIz najmniej urodzajne.

Wykonanie gleboznawczej klasyfikacji gruntéow metoda klasyczng jest jednak zadaniem czaso- 1
kosztochtonnym, gdyz wymaga dokonywania odwiertow w terenie oraz pomiaru wielu réznych cech gleb.
Poszukiwane sg zatem inne, alternatywne sposoby dokonywania aktualizacji map glebowo-rolniczych.

W teledetekcji w ostatnich latach uzyskano duzy postep dzieki wprowadzeniu automatyzacji oraz
zastosowaniu algorytmow sztucznej inteligencji. Nowe podejécie pozwolilo wykry¢ zaleznoSci, ktore nie byly
widoczne dla czlowieka 1 stal sie mozliwy analityczny opis rzeczywistosci, ktéry do tej pory gtdwnie opieral sie na
intuicji. Zaczeto podejmowac proby identyfikacji réznych cech gleb, a wiele z nich zakonczylo sie sukcesem.
Okazuje sie, ze z pulapu satelitarnego mozna wykrywac rézne cechy gleb, ktore istotnie wplywaja na ich jakosé,
co stanowi pewng przeslanke odnos$nie do mozliwosci wydzielania klas bonitacyjnych na podstawie danych
satelitarnych.

W ostatnich latach duzo uwagi po$wiecano m.in. rozpoznawaniu typoéw gleb (Dematté 1 in. 2018), zawartosSci
poszczegélnych pierwiastkéw (Gallo 1 in. 2018, Kalambukattu 1 in. 2018), frakeji granulometrycznej (Gallo 1 in.
2018, Hosseini 1 in. 2014), wilgotno$ci gleby (Gruszczynska i Dabrowska-Zielinska 2004, Hosseini 1 in. 2014,
Bauer-Marschallinger i Paulik 2019, EU, 2020) oraz zasolenia (Kokoeva 2007). Wéréd zZrédel danych mozna
wymieni¢ dane satelitarne optyczne (Hosseini 1 in. 2014, Dematté i in. 2018, Gallo 1 in. 2018, Kalambukattu 1 in.
2018) oraz radarowe (Gruszczynska, Dabrowska-Zielinska 2004, Bauer-Marschallinger 1 Paulik 2019). W
przypadku danych optycznych zaproponowane rozwiazania korzystaja raczej z analizy odkrytej gleby (Dematté 1
in. 2018, Gallo i in. 2018, Kalambukattu 1 in. 2018). Zazwycza] stosowane sa obrazy pochodzace z jednej daty
(Gruszcezynska 1 Dabrowska-Zielinska 2004, Kalambukattu 1 in. 2018), lecz sa takze opracowania, w ktérych
wykorzystywano dane wieloletnie (Dematté 1 in. 2018, Gallo 1 in. 2018). Wciaz czesto uzywanym algorytmem do
wyznaczania modeli jest regresja liniowa z wykorzystaniem autokorelacji przestrzennej (Gruszczynska,
Dabrowska-Zielinska 2004, Dematté 1 in. 2018, Gallo 1 in. 2018) oraz krieging (Hosseini 1 in. 2014), choé
zastosowanie rowniez znajduja rézne narzedzia klasyfikacji nienadzorowanej i nienadzorowanej (Kokoeva 2007),
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jak 1 sieci neuronowe (Gallo i in. 2018, Kalambukattu i in. 2018). Istnieje mozliwo$¢ wyznaczenia gatunku gleby
z duzym sukcesem na podstawie jej obrazu wielospektralnego Landsat 5 co udowodnili Dematté i1 in. (2018). W
Kalambukattu 1 in. (2018) opisano z koleil prébe wyznaczenia zawartos$ci wegla organicznego, azotu dostepnego
oraz fosforu dostepnego z uzyciem konwolucyjnej sieci neuronowej w odniesieniu do danych satelitarnych
Landsat-8 1 numerycznego modelu terenu (NMT). Okazuje sie, ze uzyskano modele szacowania wegla
organicznego 1 azotu ze wspodtezynnikiem determinacji odpowiednio 83% 1 62%. Model szacowania fosforu okazat
sie gorszy, ze wspélczynnikiem determinacji na poziomie 51%. To badanie wskazuje jednak na duzy potencjat
wykorzystania sieci neuronowych do modelowania wlasciwoséci chemicznych gleby.

Tabela 1. Klasy bonitacyjne na gruntach ornych wyciag z Zatacznika do rozporzadzenia Rady Ministréw z dnia 12 wrzeénia
2012 r. (poz. 1246).

Tabela 1. To jest tabela. Tabele powinny powinny byé umieszczone w gtownym tekscie blisko miejsca, w ktorym sq pierwszy raz
cytowane.

Klasa Nazwa klasy Charakterystyka klasy bonitacyjnej
bonitacyjnej
I gleby orne najlepsze Gleby te wystepuja zawsze w dobrych warunkach fizjograficznych, tj. na réwninach

lub na bardzo tagodnych (do 2°) pochylosciach, sa zasobne we wszystkie sktadniki
odzywecze dla roélin, maja dobra naturalna strukture, nawet na znacznej
glebokoéci, sg latwe do uprawy, cieple, czynne, przepuszczalne i przewiewne, ale
przy tym dostatecznie wilgotne, niezaskorupiajace sie. Maja w dobrze
wyksztalconym 1 glebokim poziomie prochnicznym stodka préchnice niewykazujaca]
wiekszego zakwaszenia. Maja wlaciwe stosunki wodne i nie wymagaja melioracji.

1I gleby orne bardzo dobre | Gleby zblizone wlasciwoéciami do gleb klasy I, ale wystepuja juz w nieco gorszych
warunkach fizjograficznych lub maja nieco gorsze wlaéciwoéci fizyczne, np. sa,
mniej przepuszczalne 1 mniej przewiewne oraz trudniejsze do uprawy. Gleby te sa

zmeliorowane lub nie wymagaja melioracji.

IIIa gleby orne dobre Gleby te maja gorsze wlasciwosci fizyczne lub chemiczne, lub wystepuja w gorszych

warunkach fizjograficznych niz gleby klasy 11 II. Przede wszystkim odnosi sie to do

stosunkéw wodnych (poziom wéd gruntowych moze ulegaé stosunkowo znacznym
wahaniom). Gleby w tej klasie sgq zmeliorowane lub nie wymagajg melioracji.

IITb gleby orne $rednio dobre | Gleby te sa zasadniczo zblizone wtasciwosciami do gleb klasy IIla, ale maja gorsze
wlasciwosci fizyczne lub chemiczne, lub wystepuja w gorszych warunkach
fizjograficznych. Poziom wéd gruntowych ulega jeszcze wiekszym wahaniom, a
plony sa uzaleznione w jeszcze wiekszym stopniu od warunkéw atmosferycznych,
niekiedy bywaja to gleby okresowo za suche, inne moga by¢ okresowo za mokre.
Gleby te moga by¢ réwniez narazone na erozje.

IVa gleby orne $redniej Gleby te nieraz wystepuja w gorszych warunkach fizjograficznych, na wiekszych
jakoSci, lepsze spadkach, moga by¢ narazone na erozje wodna. Gleby ciezkie tej klasy sa zasobne wi
sktadniki pokarmowe i charakteryzuje je duza zyzno$¢ potencjalna, ale sq mato
przewiewne, zimne i mato czynne, przewaznie ciezkie do uprawy, w okresach
upaléw zaskorupiajq sie, tworzac gtebokie pekniecia i szczeliny lub bryly trudne do

rozbicia.
IVb gleby orne $redniej Gleby te zasadniczo sa zblizone swymi wlasciwoSciami do gleb klasy IVa, ale sa
jakoéci, gorsze bardziej od nich wadliwe — albo zbyt suche, albo zbyt wilgotne.
A% gleby orne stabe Gleby te sa malo zyzne 1 malo urodzajne. Naleza do nich gleby zbyt lekkie, za

suche, ale zalicza sie do niej réwniez ptytkie i kamieniste gleby, najczesciej ubogie
w materie organiczna oraz gleby zbyt mokre, niezmeliorowane lub nienadajace sie
do melioracji.

VI gleby orne najstabsze | Gleby te sa bardzo stabe, wadliwe, daja plony niskie i niepewne. Podmokte gleby tej
klasy wykazuja stale za wysoki poziom wod gruntowych, czesto wystepuje storfiaty
lub zmurszaty utwér organiczny. Do klasy tej naleza rowniez gleby lekkie, za
suche. ale réwniez gleby bardzo ptytkie (ptytsze niz gleby nalezace do klasy V) lub
plytkie i silnie kamieniste, przez co trudne do uprawy.

Viz gleby orne najstabsze, Do tej klasy zalicza sie gleby suche, nieprzydatne do uprawy polowej. Wyjatkowo
trwale za suche lub za zalicza sie do tej klasy takze niektore bardzo podmokte piaski, nieprzydatne jako
mokre grunty orne ani taki trwale 1 pastwiska trwate

gleby orne pod zalesienia

Innym kierunkiem w teledetekeji gleb jest wykorzystanie danych wieloletnich. Gallo 1 in. (2018) podjeli sie
proby modelowania wlasciwosci fizycznych i chemicznych gleb w oparciu o obrazy syntetyczne utworzone na
podstawie danych wieloletnich. Jak pisza autorzy, dzieki temu wartoéci odbicia spektralnego gleby zostato
pozbawione btedéow grubych, jak réwniez uzyskano pokrycie danymi siegajace 50%, co poprawito jakoséé oraz
powiekszylo zestaw danych wejéciowych. Modele utworzone metoda regresji liniowej 1 autokorelacji
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przestrzennej do§é dobrze wyznaczaly frakcje granulometryczna (na potrzeby eksperymentu wyznaczono cztery
klasy granulometryczne) z dokladnoécia 74%.

Z kolei wilgotnosé gleb jest mozliwa do wyznaczania z do§¢ duza dokladnoscig z wykorzystaniem danych
radarowych. W eksperymencie przedstawionym przez Gruszczynska i1 Dabrowska-Zielinska (2004) badano
korelacje pomiedzy wilgotnoScia gleby a zarejestrowana intensywnoscia odbicia wstecznego w zaleznoéci od fazy
wegetacji ro$linnosci i1 szorstko$ci terenu, mierzona Leaf Area Index (LAI). Wspélczynniki korelacji pomiedzy
odbiciem wstecznym wiazki radarowej a wilgotno§cig gleby mialy wartoéci okoto 0,8. Na danych radarowych
bazuje réwniez produkt Surface Soil Moisture (wilgotno§é powierzchniowa gleby) (SSM) tworzony przez
Europejska Agencje Kosmiczng (ESA) (Bauer-Marschallinger i Paulik 2019, EU 2020). Produkt ten powstal z
mys$lg o monitorowaniu zagrozenia susza, lecz jednocze$nie wskazuje, ze warunki wodne gleby sa mozliwe do
wyznaczenia z uzyciem danych teledetekcyjnych.

Przedstawione badania dotycza obszaréw wykorzystywanych intensywnie rolniczo, lecz nalezy zwrécié¢ uwage
na to, ze badania dotyczace cech fizycznych 1 chemicznych sa prowadzone na obszarach tropikalnych (Brazylia
(Dematté i in. 2018, Gallo i in. 2018), Indie (Kalambukattu 1 in. 2018)) lub pustynnych (Kirgistan (Kokoeva
2007), Iran (Hosseini 1 in. 2014)). Badania w strefie umiarkowanej najczesciej sprowadzaja sie do badania
wilgotnoéci (Europa (Gruszezynska, Dabrowska-Zielinska 2004, Bauer-Marschallinger i Paulik 2019, EU 2020)).

Dokonany przeglad literatury potwierdza, ze parametry dotyczace zyznoéci gleb sa mozliwe do wychwycenia z
putapu satelitarnego, a uczenie maszynowe pozwolito na automatyzacje wielu proceséw, réwniez w teledetekcji
(Shigi 1 in. 2017, Bielecki 2018, Szkibiel 2019, Osinska-Skotak i in. 2021), w tym w teledetekcji gleb
(Kalambukattu 1 in. 2018). Nalezy zauwazy¢, ze w wyzej przedstawionych rozwiazaniach po$wiecono uwage
parametrom, ktére skladaja sie na okreélenie klasy bonitacyjnej gleby, jednak w literaturze nie znaleziono
informacji o podejmowaniu préb wydzielania konturéw klas bonitacyjnych z wykorzystaniem metod sztucznej
inteligencji 1 produktéw teledetekcyjnych. W zwiazku z tym postanowiono sprawdzié, czy jest mozliwe stworzenie
modelu, ktéory by wyznaczal klase bonitacyjna gleby z uzyciem danych teledetekcyjnych oraz pochodnych
numerycznego modelu terenu. Postawiono réwniez pytania badawcze: 1. czy algorytmy uczenia maszynowego
(lasy losowe oraz konwolucyjne sieci neuronowe) pozwola na uzyskanie wysokiej (powyzej 80%) dokladnoéci
delimitacji klas bonitacyjnych? 2. czy mozliwe jest uzyskanie powtarzalnosci dzialania algorytmu na danych
zarejestrowanych w innym terminie? 3. Jak na skutecznos¢ delimitacji klas bonitacyjnych wplywaja parametry
algorytmdéw uczenia maszynowego (np. liczba warstw ukrytych, liczba drzew decyzyjnych)?

Obszar badan

W celu przeprowadzenia badania pozyskano zestaw danych referencyjnych dla obszaru obejmujacego trzy
wioski w gminie Czerwin, w wojewodztwie mazowieckim w powiecie ostroteckim: Damiany, Malinowo Stare i
Nowe (Ryc. 1). Na obszarze tym wystepuje 7 zidentyfikowanych typéw gleb (Ryc. 2), z czego udzial 3 réznych
(brunatnych, murszowych i czarnych ziemi zdegradowanych) mozna uzna¢ za znaczacy (Ryc. 4b). Poza tym
wystepuje 6 réznych klas bonitacyjnych (ryc, 3) o oznaczeniach od IIIb do VIz, przy czym tylko udziat klasy IIIb
oraz VIz jest szczatkowy (Ryc. 4a). Dodatkowo na tym terenie dominuja grunty orne, dla ktérych sezonowo
wystepuje zjawisko odkrytej gleby, co umozliwia badania teledetekcyjne gleby.
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Ryec. 1. Potozenie obszaru badawczego oraz zasieg terenéw sklasyfikowanych jako grunty orne z wylgczeniem gruntéw ornych
zabudowanych.
Fig. 1. The location of the research area and the extent of land classified as arable land, excluding built-up arable land.
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Ryc. 2. Mapa typéw gleb dla obszaru badawczego.
Fig. 2. The location of the research area and the extent of land classified as arable land, excluding built-up arable land.

Metodyka badan i dane zrodlowe

Ze wzgledu na juz podkre§long istotna role klasyfikacji bonitacyjnej w polskim systemie prawnym jako cel
badania postawiono sprawdzenie czy wykorzystanie algorytméw sztucznej inteligencji oraz danych
teledetekcyjnych moze pozwoli¢ na stworzenie takiego rozwigzania, ktére z duza skutecznoscia przewidywatoby
klase bonitacyjng gruntu ornego.

Wybdr obszaru badawczego podyktowany byt faktem dostepnosci rzetelnych, zweryfikowanych w terenie
danych dot. cech gleb wystepujacych na tym obszarze niezbednych do przeprowadzenia prac eksperymentalnych.

500 0 500 1000 1500 2000 m
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Ryec. 3. Mapa konturéw klasyfikacyjnych dla obszaru badawczego.
Fig. 3. Map of classification contours for the research area.
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Ryec. 4. Udzial poszczegélnych klas bonitacyjnych (a) oraz typéw gleb (b) na gruntach ornych obszaru badawczego.
Fig. 4. The share of individual bonitation classes (a) and soil types (b) on arable lands of the research area.

Eksperyment badawczy podzielono na cztery etapy:
e dobor danych,
e przygotowanie danych,
e trening algorytmow oraz

e ocene skutecznosSci dzialania,
przy czym eksperyment byl realizowany w réznych scenariuszach — testowano rézne metody uczenia
maszynowego 1 ustawienia parametréw wejSciowych w odniesieniu do:

e lasow losowych (ang. Random Forest, You, 2019.) (r6zna liczba drzew decyzyjnych) 1

e sztucznych sieci neuronowych (rézne modele sieci, r6zna liczba warstw, rézna liczba neurondow).

Prace koncepcyjne

Na wstepie dokonano analizy cech gleb, ktére wplywaja na zaliczenie do konkretnej klasy bonitacyjnej
(Tabela 1) oraz mozliwoséci ich okreslenia na podstawie danych przestrzennych, w szczegélnosci danych
teledetekcyjnych — optycznych i radarowych. Na tej podstawie dokonano wyboru danych Zrédlowych potrzebnych
do przeprowadzenia eksperymentu badawczego. Analizujac cechy kluczowe dla opisu klas bonitacyjnych gleb
stwierdzono, ze do opisu typu gleby, jej barwy i struktury nalezy wykorzystaé¢ zaréwno zobrazowania optyczne,
jak 1 radarowe. Jak wskazuje Bialousz (2015) gléwnymi czynnikami wplywajacymi na warto§¢ odbicia
spektralnego gleby rejestrowanego na obrazach satelitarnych sa zgruzlenie powierzchni, wilgotno§¢ 1 barwa,
zatem czynniki powigzane wprost z typem gleby i kluczowe podczas okreslania klasy bonitacyjnej gleb. Jednak o
odbiciu §wiatta slonecznego decyduje wylacznie wierzchnia warstwa gleby od kilku centymetréw dla gleb
zgruzlonych, do paru milimetréw w przypadku gleb o powierzchni gtadkiej, co nieco ogranicza zastosowanie
danych optycznych w okreslaniu typu gleb. Z putapu satelitarnego niestety nie mozna wnioskowaé¢ o budowie
(profilu) gleby ani o zawartoSci jej podziemia. Ponadto duza cze§é cech fizycznych 1 chemicznych majacych wptyw
na urodzajno$¢ lub trudno$é uprawy (plastyczno$é, lepkoséé, kurczliwoséé i pecznienie, odczyn) réwniez nie jest
mozliwa do wyznaczenia, cho¢ w niektérych przypadkach sa zwiazane np. z barwg gleby (np. poniewaz weglan
wapnia jest sktadnikiem zasadowym, mozna wnioskowacé o odczynie gleby). Jednak nie sg one na tyle kluczowe,
by istotnie utrudnié¢ zadanie klasyfikacji bonitacyjnej. Biatousz (2015) wskazuje takze, ze wieksza glebokoéé
penetracji gleby moze by¢ dostepna dla obrazowania radarowego, dzieki czemu lepiej mozna okresli¢ np.
przepuszczalnoéé czy wilgotnoéé gleby.

W celu okre§lenia polozenia w terenie (w tym pochyloéé terenu istotna w klasyfikacji bonitacyjne) gleb),
nalezy wykorzystaé numeryczny model terenu oraz produkty pochodne, takie jak: nachylenie terenu czy
wystawa stoneczna. Warunki hydrologiczne dobrze odzwierciedlaja dwa wskazniki, ktore byly juz stosowane w
teledetekeji gleb. Sa to Topographic Wetness Index (TWI) i Stream Power Index (SPI) (Kalambukattu i in. 2018).
W obu tych wskaznikach istotnym elementem jest modelowanie przeptywu. Zadaniem TWI jest modelowanie
nawodnienia danego miejsca. Jest on wprost proporcjonalny do przepltywu i odwrotnie proporcjonalny do spadku
terenu 1 jest okreslony nastepujacym wzorem:

TWI = lu flow

tan 3

gdzie flow oznacza przeptyw, a B nachylenie wyrazone w stopniach.
SPI modeluje natomiast site erozyjng wody, ktéra jest wprost proporcjonalna zaréwno do przeplywu, jak i
spadku terenu. SPI wyrazony jest nastepujacym wzorem:
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SPI=1In flow - tan 3

Podsumowujac przeprowadzong analize, stwierdzono, ze w celu jak najlepszego opisania cech gleb waznych z
punktu widzenia wydzielania klas bonitacyjnych za niezbedne do przeprowadzenia eksperymentu nalezy uznaé
zobrazowania optyczne i radarowe oraz produkty pochodne numerycznego modelu terenu, ktérych przygotowanie
szczegbdtowo opisano ponize;j.

Dane Zréodtowe

Danymi Zrédlowymi do przeprowadzenia eksperymentu byly dwa zestawy zobrazowan satelitarnych z
konstelacji Sentinel, numeryczny model rzezby terenu (NMT) oraz jego produkty pochodne. Zobrazowania
satelitarne pozyskano z programu Copernicus, natomiast NMT pochodzi z projektu ISOK i ma rozdzielczo§é
terenowg 1m x 1 m. Zestaw danych referencyjnych stanowily za§ warstwy tematyczne dot. uzytkowania terenu,
typu gleb (Ryc. 2) oraz kontury klasyfikacyjne (Ryc. 3) pochodzace z mapy glebowo-rolniczej w skali 1:5 000,
zaktualizowanej przez specjaliste z zakresu gleboznawstwa.

Wsréd danych satelitarnych znalazly sie zobrazowanie optyczne Sentinel-2, zobrazowanie radarowe Sentinel-
1, ktore stanowily dwa niezalezne zestawy danych (Tabela 2) - jeden jako zestaw treningowy, a drugi jako zestaw
testowy. Dla celéow treningowych zostaly pobrane obrazy Sentinel-2 (Ryc. 5a) oraz Sentinel-1 z dnia 15.03.2020
(Ryc. 6a). Drugi zestaw danych obejmowal zobrazowania optyczne Sentinel-2 zarejestrowane w dniu 19.09.2018
oraz dane radarowe Sentinel-1 pozyskane dzien pdézniej - 20.09.2020. Na obu zestawach danych satelitarnych
wystepuje licznie odkryta gleba, co byto gléwnym kryterium wptywajacym na wybdr terminéw rejestracji danych
satelitarnych. Przy wyborze danych zwracano réwniez uwage na warunki pogodowe panujace tuz przed
rejestracja zobrazowan, w tym szczegdlnie na fakt wystapienia opaddéw, co mogloby zaburzaé wyniki klasyfikacji
klas bonitacyjnych.

Obrazy Sentinel-2 pobrano na poziomie przetwarzania 2A, natomiast dane z Sentinel-1 na poziomie
przetwarzania 1 GRD. Sg to najwyzsze poziomy przetwarzania danych udostepniane przez Europejska Agencje
Kosmiczna. Zobrazowania radarowe na poziomie 1 GRD sa to dane korygowane na wysoko$é gruntu z
wykorzystaniem modelu elipsoidy Ziemi i zawieraja informacje o amplitudzie. Z kolei poziom 2A w odniesieniu
do obrazéw Sentinel-2 oznacza, ze dane zostaly poddane korekcjom geometrycznej i radiometrycznej, w tym
uwzgledniono wplyw atmosfery, a warto$ci pikseli przedstawiaja odbicie spektralne na poziomie gruntu.

Tabela 2. Terminy rejestracji zobrazowan satelitarnych Sentinel wykorzystanych jako zestawy treningowy i testowy.
Table 2. To jest tabela. Tabele powinny powinny byé umieszczone w gtéwnym tekscie blisko miejsca, w ktérym sq pierwszy raz
cytowane.

Sentinel-1 Sentinel-2
Zestaw treningowy 15.03.2020 15.03.2020
Zestaw testowy 19.09.2018 20.09.2018

f; i . - v
s
¥y -.‘ I. (l: ‘

Lip

Ryec. 5. Obszar badawczy przedstawiony na zobrazowaniach Sentinel-2 w postaci kompozycji w barwach naturalnych, a) zestaw
treningowy, b) zestaw testowy.
Fig. 5. The research area presented in Sentinel-2 images in the form of compositions in natural colors, a) training set, b) test set.
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Ryec. 6. Obszar badawczy przedstawiony w kompozycji, utworzonej ze zobrazowan radarowego Sentinel-1 oraz optycznego
Sentinel-2: R — polaryzacja VV, G — kanat 8, B — kanal 3, a) zestaw treningowy, b) zestaw testowy.
Fig. 6. The research area presented in a composition, created from the radar imagery of Sentinel-1 and optical Sentinel-2: R - VV
polarization, G - channel 8, B - channel 3, a) training set, b) test set.
Przygotowanie danych

Drugi etap — przygotowanie danych (Ryc. 7) — sktadal sie z dwéch podetapéw — pierwszy wykonany przy
uzyciu oprogramowania QGIS mial na celu stworzenie danych treningowych w postaci rastréow, a drugi
wykonany programistycznie w jezyku Python wydobywatl dane z rastrow 1 zapisywal je w postaci tabelaryczne;.

Zrodta danych Przetwarzanie danych wejsciowych Dane treningowe
=5‘ |

Ryec. 7. Schemat przygotowania danych i utworzenia danych treningowych.
Fig. 7. The scheme of data preparation and creation of training data.

H 99

Przygotowanie danych Zrédlowych 1 materialéw referencyjnych polegalo przede wszystkim na
przekonwertowaniu wszystkich danych do jednego uktadu wspélrzednych, przycieciu danych do granic
opracowania, a w przypadku arkuszy numerycznego modelu terenu polaczeniu arkuszy. Wszystkie dane zostaty
przetransformowane do ukltadu wspélrzednych PUWG 1992 i zapisana w postaci rastrowej o rozdzielczo$ci
przestrzennej 10 m x 10 m. W przypadku konturéw klasyfikacyjnych uzupelniono atrybut o etykiete klasy, a z
mapy glebowo-rolniczej w postaci bazy danych przygotowano raster z typami gleb.

Ze wzgledu na to, ze do badan nalezato wytypowaé jedynie obszary gleby odkrytej, na podstawie pobranego
obrazu optycznego Sentinel-2 obliczono wskaznik roélinno$ci NDVI (Ryc. 8a i b), ktéry postuzyl do ekstrakeji
odkrytej gleby (Ryc. 8c 1 d) zgodnie z metodyka zaproponowana przez Dematté i in. (2018) oraz Gallo 1 in. (2018).
Za warto§¢ graniczna progowania — po kilku iteracjach oceny wizualnej — uznano 0,4.
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Ryc. 8. Rozklad wartosci NDVI na obszarze badan dla: a) obrazu treningowego i b) obrazu testowego oraz uzyskanej maski gleb
odkrytych dla: ¢) obrazu treningowego i b) obrazu testowego.

Fig. 8. The distribution of NDVI values in the research area for: a) training image and b) test image, and the obtained mask of
exposed soils for: ¢) training image and d) test image.

Do danych uczacych zostaly réwniez dolaczone przetworzenia numerycznego modelu terenu (NMT):
nachylenie terenu (Ryc. 9b), wystawa sloneczna (Ryc. 9¢) oraz wskazniki - Topographic Wetness Index (TWI,
Ryc. 9d) oraz Stream Power Index (SPI, Ryc. 9e) odzwierciedlajace odpowiednio wilgotno§¢ miejsca oraz site
erozyjna wody.
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Ryec. 8. Wizualizacja numerycznego modelu terenu (a) oraz produktéw pochodnych: b) nachylenia terenu, c) wystawy stonecznej,
d) topograficznego wskaznika wilgotnoéci TWI, e) wskaznika sity erozyjnej wody SPI.

Fig. 8. Visualization of the digital terrain model (a) and derivative products: b) terrain slope, c¢) solar exposure, d) topographic
wetness index TWI, e) water erosivity index SPI.

Wykaz wykorzystanych danych i produktéw pochodnych zostal zamieszczony w Tabeli 3.
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Tabela 3. Wykorzystane zestawy danych wejSciowych.
Table 3. Used input data sets.

Zrédlo danych Warstwa / produkt pochodny

Kanat 2 — niebieski

Kanat 3 — zielony

Kanatl 4 — czerwony

Kanat 8 — bliska podczerwien

Sentinel-2 Kanat 5 — vegetation red edge

Kanat 6 - — vegetation red edge

Kanat 7 - — vegetation red edge

Kanat 8A - — vegetation red edge

Kanat 11 — daleka podczerwien

Kanat 12 - — daleka podczerwien

Pol j
Sentinel-1 olaryzacja VV
Polaryzacja HV
Nachylenie
NMT Wystawa stoneczna

Topographic Wetness Index — TWI
Stream Power Index -— SPI

Wybdér typoéw gleb do klasyfikacji bonitacyjnej gleb

Zaréwno dla zestawu treningowego jak 1 testowego wyodrebniono pojedyncze piksele zawierajace odkryta
glebe na gruntach ornych wraz z podzialem na typy gleb oraz klasy bonitacyjne oraz podzielono wedlug istotnosci
rozkladu. Za znaczacy udzial uznano wystepowanie co najmniej 10 pikseli w przynajmniej dwoéch klasach
bonitacyjnych dla pojedynczego typu gleb. W Tabeli 4 ukazano zestawienie liczebnosci rekordéw dla
poszczegblnych klas bonitacyjnych z oznaczeniem znaczacego udzialu na zielono oraz nieznaczacego na czerwono.
Jedynie dla dwoch typow gleb: gleby brunatne wylugowane i1 kwaéne oraz czarne ziemie zdegradowane,
zaobserwowano znaczace ich wystepowanie zaréwno dla zestawu treningowego i testowego. Dlatego dla tych
dwoch klas postanowiono przeprowadzi¢ dalsze badanie. W pozostatych klasach probki bytyby zbyt mato liczne.

Tabela 4. Liczebno§¢ rekordéw dla poszczegdlnych klas bonitacyjnych z podziatem na typy gleb.
Table 4. The number of records for individual bonitation classes divided by soil types.

klasa bonitacyjna

Typ zestaw

gleby bielicowe

gleby murszowe

gleby torfowe

Dla tych dwoéch typéw danych wyekstrahowano z danych treningowych piksele wraz z otoczeniem w oknie
7x7 pikseli. Jezeli okno wychodzilo poza granice rastra, brakujace wartoSci zastapiono zerami. Tak
przygotowany zestaw poddano dalszym etapom opracowania.
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Metody klasyfikacji

W badaniach wykorzystano algorytm laséw losowych oraz sieci neuronowe. Dla laséw losowych jedynym
parametrem wej$ciowym jest liczba drzew decyzyjnych, totez zbadano zachowanie sie laséw o liczbie 10, 20, 50,
100 1 200 drzew. W przypadku sieci neuronowych testowano liczebno$é¢ warstwy ukrytych. W przypadku sieci
neuronowych zdecydowano sie na trzy podstawowe modele: perceptron, konwolucyjny 5 1 konwolucyjny 7.
Pierwszy z nich jako dane wejSciowe przyjmuje wylacznie wartoéci warstw wejSciowych zawartych w ramach
jednego piksela. Sieci konwolucyjne rozpatrujg okienka wejsciowe o rozmiarze 5x5 1 7x7. Model konwolucyjny 5
zawiera 2 warstwy konwolucyjne o oknie filtra 3x3, przesunieciu 1 i bez uzupelniania zerami. Model
konwolucyjny 7 obejmuje jeszcze jedna taka warstwe konwolucyjna. Modele konwolucyjne sa zakonczone
perceptronem. Jako funkcji aktywacyjnej uzyto ReLU. Modele mozna parametryzowaé poprzez liczbe warstw
ukrytych 1 liczbe neuronéw przypadajacych na warstwe. Dla sieci konwolucyjnych parametr liczby neuronéw
oznacza réwniez glebie warstw konwolucyjnych.

Postanowiono sprawdzi¢ wptyw liczby warstw ukrytych w przedziale <1,4> oraz liczby neuronéw w przedziale
<3,9> na skuteczno$¢ wykrywania obu typéw gleb. Sprawdzono kazda pare, czyli lacznie przeprowadzono 28
testow na podstawowy model sieci neuronowej. Wszystkie operacje zautomatyzowano z wykorzystaniem
autorskich skryptow przygotowanych w jezyku Python.

Ocena doktadnosci

Skutecznosé¢ przeprowadzonych klasyfikacji okre§lono za pomoca macierzy btedow (Congalton, 1991) oraz
obliczonych na jej podstawie wskazZnikéw, w tym: precyzji (ang. precision), czulo$ci (ang. recall) oraz
wspoétczynnika F1 (Koga, 2018). Macierz bledéw jest tabela, w ktorej wiersze reprezentuja prawdziwa odpowiedz
dla danego obiektu, a kolumny wskazana przez model. Na przekatnej macierzy znajduje sie informacja o
poprawnie sklasyfikowanych obiektach, a poza nia o bledach w klasyfikacji. Podstawowa miara skalarna
doktadnoéci modelu jest skutecznosé, czyli stosunek sumy elementéw polozonych na przekatnej gtéwnej macierzy
bledéw do ogélnej liczby obiektéw, lecz znajduje ona zastosowanie tylko w przypadku zréwnowazenia klas w
zestawie walidacyjnym. W przypadku klas nieproporcjonalnie malych, np. zawierajacych okolo 1% ogétu,
klasyfikator przyjmujacy warto§é inna niz ta klasa moze osiagnaé skuteczno$§é 99%, choé nie bedzie on dobrym
klasyfikatorem. Dlatego wykorzystuje sie rowniez miary precyzji i czuto$ci, ktére wyznacza sie indywidualnie dla
kazdej klasy. Precyzja jest ilorazem liczby obiektéw danej klasy poprawnie sklasyfikowanych przez model 1
liczby wszystkich obiektéw sklasyfikowanych jako dana klasa. Czutoé¢ jest natomiast ilorazem liczby obiektéw
danej klasy poprawnie sklasyfikowanych przez model oraz wszystkich obiektéw danej klasy. Wspétczynnik F1
jest Srednia harmoniczna precyzji i czutosci (Koga, 2018) i réwniez jest obliczany dla kazdej klasy oddzielnie.

Wyniki i dyskusja

Wyniki skutecznoéci dziatania algorytmu laséw losowych oraz sieci neuronowych w réznych scenariuszach
poddano analizie poréwnawczej. W tym celu przygotowano macierze (Tabele 5-12) oraz rastry btedéw (Ryc. 10-
13). Przy rastrach bledéw znajduja sie legendy z etykietami w formacie zapisu A/B, gdzie A jest klasa
bonitacyjna przypisang przez algorytm, a B jest rzeczywista klasa bonitacyjna.

Dla obu badanych typéw gleb najlepsze wyniki klasyfikacji w przypadku algorytmu laséw losowych uzyskano
dla liczno$ci drzew decyzyjnych wynoszacej 100. Zauwazalne jest uzyskanie doéé wysokich skutecznoéci na
danych walidacyjnych (73,67% dla gleb brunatnych i 78,19% dla czarnych ziem zdegradowanych) (Tabele 51 6) 1
niskich (18,44% dla gleb brunatnych 1 9,53% dla czarnych ziem zdegradowanych) na danych testowych (Tabele 7
1 8). Widoczne jest takze zrbéznicowanie parametrow dokladnosciowych w zaleznosci od klasy bonitacyjnej, do
ktérej zaliczono glebe. Dla gleb brunatnych klasyfikacja nie jest zbyt udana nawet na danych walidacyjnych
(Tabela 5). Tylko w dwoéch klasach (V 1 VI) czuloéé byta wyzsza od 60%, co oznacza, ze tylko one zostaty
rozréznione. Bardziej udana jest klasyfikacja dla czarnych ziemi zdegradowanych (Tabela 7), gdzie Srednia
warto§¢ wspélezynnikéw F1 wyniosta 75,19% 1 niewiele odbiega od skutecznosci ogélem. Klasyfikacje na danych
testowych nalezaloby zatem uznaé za przypadkowe, gdyz ze wszystkich miar czulosci 1 precyzji dla obu typow
gleb tylko jedna warto$¢ byla wieksza od 50% (Tabele 6, 8) i1 dotycza one klas, ktére w zestawie testowym
najczescie] wystepuja. Wskazuje to na brak powtarzalno$ci dziatania algorytmu na danych zarejestrowanych w
Innym terminie.
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Tabela 5. Macierz btedéw dla lasu losowego o 100 drzewach klasyfikujacego gleby brunatne dla zestawu walidacyjnego.
Table 5. Error matrix for the random forest with 100 trees classifying brown soils for the validation set.

odpowiedzi
czutoéé F1
IIIb IVa IVb \% VI Viz
IIIb 0 0 0 0 1 0 0.00 0.00
E’ IVa 0 68 36 146 83 0 20.42 33.58
i IVb 0 4 1068 1116 133 0 46.01 58.81
; \Y 0 0 153 4785 290 0 91.53 79.30
; VI 0 0 52 765 2193 0 72.86 75.52
Viz 0 0 2 28 98 21 14.09 24.71
precyzja - 94.44 81.46 69.96 78.38 100.0
skutecznosé 73.67
$rednia F1 45.32

Tabela 6. Macierz btedéw dla lasu losowego o 100 drzewach klasyfikujacego gleby brunatne dla zestawu testowego.
Table 6. Error matrix for the random forest with 100 trees classifying brown soils for the test set.

odpowiedzi
czutoéé F1

IIIb IVa IVb \% VI Viz
IIIb 0 0 0 0 0 0 - 0.00
: IVa 0 0 206 141 98 0 0.00 0.00
i IVb 2 0 3079 397 1525 102 60.31 28.89
; \% 2 0 6913 1049 4524 777 7.91 12.55
; VI 2 1 5381 1745 1072 419 12.44 13.43
Viz 0 0 542 124 126 25 3.06 2.34

precyzja 0.00 0.00 18.99 30.35 14.59 1.89
skutecznosé 18.44
$rednia F1 9.53

Tabela 7. Macierz btedéw dla lasu losowego o 100 drzewach klasyfikujacego czarne ziemie zdegradowane dla zestawu
walidacyjnego.
Table 7. Error matrix for the random forest with 100 trees classifying degraded black soils for the validation set.

odpowiedzi
czuto§é F1
IIIb IVa IVb \% VI Viz

IIIb 34 28 6 1 0 0 49.28 60.18
(z IVa 5 355 44 4 9 0 85.13 78.89
i IVb 5 82 349 10 0 0 78.25 79.50
; \% 0 11 28 133 11 0 72.68 78.70
; VI 0 7 5 7 72 0 79.12 78.69

Viz 0 0 0 0 0 0

precyzja 77.27 73.5 80.79 85.81 78.26

skuteczno$é 78.19
$érednia F1 75.19
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Tabela 8. Macierz btedéw dla lasu losowego o 100 drzewach klasyfikujacego czarne ziemie zdegradowane dla zestawu
testowego.
Table 8. Error matrix for the random forest with 100 trees classifying degraded black soils for the test set.

odpowiedzi

czuloéé F1

IIIb IVa IVb \Y% VI Viz
IITb 0 16 12 108 6 0 0.00 0.00
'E IVa 0 52 21 761 34 0 5.99 10.56
i IVb 0 48 25 631 16 0 3.47 6.40
; \% 0 1 3 109 2 0 94.78 11.41
; VI 0 0 0 187 1 0 0.53 0.81

Viz 0 0 0 0 0 0

precyzja ; 44.44 40.98 6.07 1.60

skuteczno$é 9.20
Srednia F1 5.84

Analizujac macierze btedéw w przypadku sieci neuronowych mozna stwierdzi¢, ze najlepsze wyniki uzyskano
dla modelu konwolucyjnego 5 (zawierajacego 2 warstwy konwolucyjne o oknie filtra 3x3, przesunieciu 1) o
czterech dodatkowych warstwach ukrytych. Dla gleb brunatnych bylto 8 neuronéw przypadajacych na warstwe, a
dla czarnych ziem zdegradowanych 4.

W odniesieniu do gleb brunatnych sie¢ neuronowa zidentyfikowala tylko klasy V 1 VI (Tabele 9 i 10).
Zauwazalne jest zachowanie skutecznoS§ci ogélem na poziomie ok. 50% dla danych testowych, lecz miara F1 jest
znacznie nizsza (spadek z 19% do 13%). Z analizy rastréw bledéw (Ryc. 10 1 11) wynika, ze w zestawie testowym
znacznie wiecej terendéw zostato przypisane klasie V. Raster bledéw dla zestawu testowego (Ryc. 11) ujawnia, ze
piksele sklasyfikowane jako klasa VI ukladaja sie w struktury liniowe réwnolegle, co oznacza, ze algorytm w
rzeczywisto$cli wykrywal cechy zwiazane z granicami dziatek, lub tez wykrywal piksele graniczne zawierajace
warto$¢ uséredniona pomiedzy réznymi klasami pokrycia, np. roslinnoScig 1 odkryta gleba. To moze by¢
spowodowane faktem niewystarczajacej rozdzielczo$ci przestrzennej zobrazowan satelitarnych Sentinel-2 1
Sentinel-1 w por6wnaniu do doktadnoéci delimitacji klas bonitacyjnych na mapie glebowo-rolniczej.

Czarne ziemie zdegradowane réwniez przez sie¢ neuronowa zostaly podzielone na dwie klasy (IVa i IVb).
Uzyskana skuteczno$¢ jest mniejsza niz ta otrzymana dla gleb brunatnych (37,41% na danych walidacyjnych)
(Tabela 11), ale skutecznos¢ 1 F1 dla zestawu testowego sa wyzsze (Tabele 12). Analiza rastréw btedow dla obu
zestawow danych (Ryc. 12 1 13) wskazuje, ze zachowana jest klasyfikacja poszczegélnych klas bonitacyjnych na
tych samych obszarach. Wskazuje to na powtarzalno$¢ modelu. Nie zmienia to jednak faktu, ze klasyfikacja nie
jest zadowalajaca 1 nie mozna jej uznac za dobra.

Tabela 9. Macierz btedow dla sieci konwolucyjnej klasyfikujacej gleby brunatne dla zestawu walidacyjnego.
Table 9. Error matrix for the convolutional network classifying brown soils for the validation set.

odpowiedzi
czuto§é F1
IIIb IVa Vb A% VI Viz
IIIb 0 0 0 27 11 0 0.00 0.00
f IVa 0 0 0 2056 703 0 0.00 0.00
i IVb 0 0 0 17235 1450 0 0.00 0.00
; \% 0 0 0 38309 3612 0 91.38 66.64
; VI 0 0 0 15056 8710 0 36.65 44.61
Viz 0 0 0 361 800 0 0.00 0.00
precyzja - - - 52.45 56.98
skutecznosé 53.23
$rednia F1 18.54
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Tabela 10. Macierz btedéw dla sieci konwolucyjnej klasyfikujacej gleby brunatne dla zestawu testowego.
Table 10. Error matrix for the convolutional network classifying brown soils for the test set.

odpowiedzi
czutoéé F1
IIIb IVa IVb \% VI Viz

IIIb 0 0 0 6 0 0 0.00 0.00

i’ IVa 0 0 0 520 15 0 0.00 0.00
i IVb 0 0 0 4783 320 0 0.00 0.00
; \% 0 0 0 12450 813 0 93.87 63.06
; VI 0 0 1 7825 792 0 9.19 14.75
Viz 0 0 0 637 180 0 0.00 0.00

precyzja - - 0.00 47.48 37.36

skutecznosé 46.72
$rednia F1 12.97

Tabela 11. Macierz btedéw dla sieci konwolucyjnej klasyfikujacej czarne ziemie zdegradowane dla zestawu walidacyjnego.
Table 11. Error matrix for the convolutional network classifying degraded black soils for the validation set.

odpowiedzi
czutoéé F1
IIIb IVa Vb A% VI Viz
IIIb 0 474 70 0 0 2 0.00 0.00
(z IVa 0 2863 631 0 0 10 81.71 50.94
i IVb 0 2630 745 0 0 8 22.02 28.29
(1% \ 0 1088 312 0 0 4 0.00 0.00
; VI 0 682 126 0 0 0 0.00 0.00
Viz 0 0 0 0 0 0
precyzja ; 37.00 39.54 . . 0.00
skutecznos$é 37.41
$§rednia F1 15.85

Tabela 12. Macierz btedéw dla sieci konwolucyjnej klasyfikujacej czarne ziemie zdegradowane dla zestawu testowego.
Table 12. Error matrix for the convolutional network classifying degraded black soils for the test set.

odpowiedzi
czutoéé F1
IIIb IVa Vb A% VI Viz
IIIb 0 107 35 0 0 0 0.00
i IVa 0 769 99 0 0 0 88.59 59.00
i IVb 0 599 121 0 0 0 16.81 23.87
; \% 0 104 11 0 0 0 0.00
; VI 0 160 28 0 0 0 0.00
Viz 0 0 0 0 0 0
precyzja - 44.22 41.16
skutecznosé 43.78
$rednia F1 16.57
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Ryc. 10. Raster bledéw dla gleb brunatnych dla zestawu treningowego (oznaczenie w legendzie A/B oznacza, ze A jest klasa

bonitacyjna przypisana przez algorytm, a B jest rzeczywista klasa bonitacyjna).
Fig. 10. Error raster for brown soils for the training set (the A/B designation in the legend means that A is the bonitation class
assigned by the algorithm, and B is the actual bonitation class).
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Ryc. 11. Raster bledéw dla gleb brunatnych dla zestawu testowego (oznaczenie w legendzie A/B oznacza, ze A jest klasa

bonitacyjna przypisana przez algorytm, a B jest rzeczywista klasa bonitacyjna).
Fig. 11. Error raster for brown soils for the test set (the A/B designation in the legend means that A is the bonitation class
assigned by the algorithm, and B is the actual bonitation class).
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Ryc. 12. Raster bledéw dla gleb czarnych ziem zdegradowanych dla zestawu treningowego (oznaczenie w legendzie A/B oznacza,
ze A jest klasa bonitacyjna przypisang przez algorytm, a B jest rzeczywista klasa bonitacyjna).

Fig. 12. Error raster for degraded black soils for the training set (the A/B designation in the legend means that A is the

bonitation class assigned by the algorithm, and B is the actual bonitation class).
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Ryc. 13. Raster bledéw dla gleb czarnych ziem zdegradowanych dla zestawu treningowego (oznaczenie w legendzie A/B oznacza,
ze A jest klasa bonitacyjna przypisana przez algorytm, a B jest rzeczywista klasa bonitacyjna).

Fig. 13. Error raster for degraded black soils for the training set (the A/B designation in the legend means that A is the

bonitation class assigned by the algorithm, and B is the actual bonitation class).

Podsumowanie

Celem badan byta analiza mozliwo$ci wykonania automatycznej gleboznawczej klasyfikacji gruntéw ornych z
uzyciem algorytméw uczenia maszynowego z wykorzystaniem danych satelitarnych. Niestety nie uzyskano
rozwiagzania, ktére wykonalo przedstawione zadanie z wysoka skuteczno$cia 1 byloby powtarzalne, na co mogto

sie ztozy¢ kilka czynnikow, w tym:

e zbyt maly rozmiar obszaru treningowego,
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e nieuwzglednienie danych wieloczasowych na etapie trenowania modeli,

e niekorzystny dobdér danych satelitarnych (np. zbyt niska rozdzielczo$é przestrzenna, rbéznice w
warunkach pogodowych w dltuzszym okresie przed rejestracja danych satelitarnych wptywajace np.
na susze glebowa lub nadmierna wilgotnoéé gleb).

Wskazane przyczyny nie wykluczaja jednak mozliwosci uzyskania skutecznie dziatajacego rozwiazania.
Analiza badan z zakresu teledetekcji gleb wskazuje, ze cechy zwiazane z zyznoScigq sa wykrywalne z putapu
satelitarnego. W poszukiwaniu takiego rozwiazania nalezatoby przeprowadzi¢ szereg dodatkowych, szeroko
zakrojonych testow. Najtrudniejszym elementem, ktéry moze wplynaé na zwiekszenie szansy uzyskania
skutecznego rozwiazania jest rozmiar obszaru treningowego, gdyz rozwiazanie problemu wymagatoby
udostepnienia ogromnych zbioréw danych przestrzennych. Dopiero po kilku — kilkunastu kolejnych prébach
bedzie mozna stwierdzié, czy rzeczywiScie mozna wyznacza¢ kontury klas bonitacyjnych przy uzyciu danych
satelitarnych. Jednak uzyskanie rozwigzania, ktére mogloby by¢ na tyle dobre, by dorownywato skutecznoscia
pomiarom naziemnym jest mato prawdopodobne. Jednak tego rodzaju rozwigzanie mogloby stanowié wsparcie
podczas wyznaczania granic konturéw klas bonitacyjnych. Duzym problemem — w kontek$cie mozliwo§ci
wykorzystania danych satelitarnych — jest to, ze powierzchnia odkrytej gleby na gruntach rolnych w Polsce w
przewazajacej czeSci roku jest doéé niewielka. Ze wzgledu na utrzymywanie gruntéw w dobrej kulturze rolnej,
dzialania przeciwerozyjne i1 prosrodowiskowe, na gruntach ornych utrzymywana jest pokrywa ro§linna, co
ogranicza mozliwos¢ zgromadzenia duzego zestawu danych treningowych. Wymagaloby to przygotowania danych
wieloczasowych z bardzo duzego obszaru. Ponadto do oceny skutecznosci algorytméw klasyfikacyjnych niezbedne
jest pozyskanie danych referencyjnych w postaci baz danych o glebach zawierajacych zweryfikowane dane nt.
typéw gleb i klas bonitacyjnych gleb. Jest to zadanie trudne, poniewaz aktualizacja map glebowo-rolniczych w
skali 1:5 000 dla obszaru catego kraju nie jest petna, a bez wiarygodnych danych nie ma mozliwo$ci dokonania z
jednej strony przeprowadzenia procesu uczenia algorytmu, a z drugiej oceny skutecznosci jego dziatania.
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