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1. Wprowadzenie

Proces rejestracji (ang. registration) [10, 16] polega na łączeniu 
wielu widoków (obrazów, chmur punktów) w jeden spójny, trój-
wymiarowy model sceny bądź pojedynczego obiektu. W pierw-
szej części artykułu [11] dokonano przeglądu metod rejestracji 
oraz pokrótce omówiono komponenty stosowane w systemach 
rejestracji. W szczególności uwagę skupiono na jednym z waż-
niejszych algorytmów, tzn. na algorytmie ICP (ang. Iterative 
Closest Point) wykorzystywanym do iteracyjnej rejestracji 
wzajemnej chmur punktów. Jednym z kroków ICP jest aso-
cjacja punktów mająca na celu znalezienie dopasowań między 
poszczególnymi punktami obu chmur. Znalezione dopasowania 
służą następnie do oszacowania transformacji między chmu-
rami, po zastosowaniu której zmniejszony zostanie sumaryczny 
błąd wzajemnego niedopasowania chmur.

W pracy zawężono uwagę do dwóch kluczowych elementów 
kroku asocjacji: atrybutów punktów oraz operujących na tych 
atrybutach metrykach służących do szacowania błędu niedopa-
sowania. Przedstawiono analizę różnych wariantów algorytmu 
ICP pod katem wykorzystywanych przez nich atrybutów oraz 
metryk. Zaprezentowano również wyniki porównania kilka 
wybranych odmian algorytmu ICP, operujących zarówno na 
rzadkich, jak i gęstych chmurach punktów.

2. Atrybuty punktów

Podczas asocjacji (tzn. znajdowania dopasowań) między punk-
tami należącymi do dwóch chmur można wykorzystać nie tylko 
geometryczne atrybuty punktu, typu położenie kartezjańskie 
czy lokalna krzywizna, ale również dodatkowe, fotometryczne 
atrybuty, np. deskryptory charakteryzujące kolor i teksturę 
w pewnym otoczeniu danego punktu. Innymi słowy, asocjacja 
może korzystać z:

 − geometrycznych atrybutów punktów – prostych atrybutów 
typu wektor normalny lub złożonych reprezentacji opisujących 
powierzchnie w pewnym otoczeniu tego punktu,
 − fotometrycznych atrybutów punktu – prostych typu kolor lub 
złożonych w postaci deskryptorów punktowych cech obrazu,
 − obu rodzajów atrybutów jednocześnie.

W tabeli 1 przedstawiono przykładowe atrybuty, które mogą 
zostać przypisane punktom i zastosowane w procesie asocja-
cji. Warto zauważyć, iż do łączenia chmur punktów niezbędna 
jest znajomość informacji dotyczących położenia punktów obu 
chmur w przestrzeni – z tego powodu atrybut ten został wyróż-
niony podkreśleniem.

Mimo niskiej złożoności obliczeniowej proste atrybuty 
dostarczają bardzo zgrubnej charakterystyki otoczenia. Ponie-
waż opisują geometrię sąsiedztwa punktu zaledwie kilkoma 
parametrami, większość scen zawierała będzie wiele punktów 
o takich samych lub bardzo zbliżonych wartościach parametrów, 
co może skutkować niepoprawnymi dopasowaniami. Dlatego 
też rozpoczęto prace nad bardziej złożonymi opisami otocze-
nia punktu, tzw. deskryptorami, które charakteryzują otoczenie 
w postaci wielowymiarowych wektorów. Użycie dodatkowych 
atrybutów, z racji zwiększenia ilości dostępnej informacji na 
temat danego punktu, umożliwia lepsze parowanie punktów, co 
w konsekwencji może znacznie poprawić działanie algorytmu. 
Ekstrakcja deskryptorów jest z reguły procesem o dużej złożo-
ności obliczeniowej, dlatego w celu skrócenia czasu działania sys-
temu deskryptory te wylicza się jedynie dla wybranych punktów 
(tzw. punktów kluczowych). W efekcie powstają tzw. rzadkie 
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W dwuczęściowym artykule skupiono uwagę na problemie rejestracji chmur punktów. 
W pierwszej części omówiono kluczowe komponenty systemu V-SLAM uzupełnione przykładowymi 
algorytmami i rozwiązaniami stosowanymi w tych komponentach. W poniższej, drugiej części 
omówiono różne rodzaje wariantów algorytmu ICP, atrybuty punktów oraz operujące na nich metryki. 
Następnie omówiono metodykę badań oraz przedstawiono wyniki porównania wybranych wariantów 
wzajemnej rejestracji. 
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chmury (cech) – terminy te wytłumaczone zostały w sekcji 2.1. 
Ekstrakcja cech w pierwszej części artykułu [11].

Niestety, każdy rodzaj deskryptora ekstrahowany jest za 
pomocą innego, z reguły wyrafinowanego algorytmu, dlatego 
też zdecydowano się omówić pokrótce jedynie kilka wybranych 
deskryptorów. Zainteresowanego czytelnika odsyłamy do arty-
kułów przeglądowych i porównujących cechy punktowe, np. do 
klasycznego porównania deskryptorów fotometrycznych [21], 
deskryptorów binarnych [7] lub do artykułu przeglądowego oma-
wiającego deskryptory geometryczne [9].
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2.1.1. Atrybuty proste
Pojedynczy punkt p nie niesie informacji o swoim sąsiedztwie. 
Jednak podczas obliczania odległości między punktami (np. 
podczas parowania) można wykorzystać ich współrzędne jako 
najprostszy, elementarny atrybut geometryczny punktu. Na 
rys. 1 zaprezentowano proste atrybuty stosowane do repre-
zentacji geometrii otoczenia S w przestrzeni dwuwymiaro-
wej: współrzędne punktu p, wektor styczny t w punkcie oraz 
krzywa opisana przez krzywiznę k, wektor normalny n i wek-
tor styczny t.

Analogicznie, proste atrybuty stosowane do reprezentacji 
geometrii otoczenia w przestrzeni trójwymiarowej tworzą: współ-
rzędne punktu p, wektor normalny n oraz kwadryka opisana 
przez wektory styczne t i krzywizny główne kmin, kmax (rys. 2). 

Atrybuty te są ściśle związane z pochodnymi wyznaczonymi 
w punktach. Punkt odpowiada brakowi pochodnej, wektor 
styczny/normalny odpowiada pierwszej pochodnej w punkcie, 
natomiast krzywa/kwadryka – drugiej pochodnej.
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Deskryptor 3DSC (ang. 3D Shape Context) [8] jest jednym 
z pierwszych opracowanych deskryptorów cech ekstrahowa-
nych z chmur punktów i stanowi uogólnienie idei deskryptora 
Shape Context (SC) [3] dla przestrzeni trójwymiarowej. Punkty 
należące do sąsiedztwa danego punktu p (tzn. znajdujące się 
wewnątrz sfery o zadanym promieniu) są kubełkowane (gru-
powane) pod kątem należności do wycinka sfery określonego 
przedziałami kątów azymutu oraz elewacji względem wektora 
normalnego rozważanego punktu centralnego p. Ostateczna 
wartość poszczególnych elementów deskryptora obliczana jest 
przez normalizację poszczególnych kubełków.

Deskryptor FPFH (ang. Fast Point Feature Histogram) [18] 
danego punktu p obliczany jest na podstawie jego relacji z punk-
tami należącymi do jego sąsiedztwa (określonego analogicznie 
jak w 3DSC). Relacja z każdym sąsiadującym punktem opisana 
jest czteroelementową krotką, definiującą relacje kątowe mię-
dzy wektorami normalnymi obu punktów. Krotki te grupowane 
są (z uwzględnieniem odległości między punktami jako wagi), 
w wyniku czego otrzymany histogram jest deskryptorem FPFH.

Pierwszy krok ekstrakcji deskryptora SHOT (ang. Signature 
of Histograms of OrienTations) [20] ma na celu obliczenie orien-
tacji lokalnego układu współrzędnych związanego z rozważanym 
punktem p, na podstawie wektorów normalnych punktów nale-
żących do sąsiedztwa (kuli). Następnie algorytm dzieli sąsiedz-
two punktu p na 32 wycinki kuli, biorąc pod uwagę obliczoną 
wcześniej orientację lokalnego układu współrzędnych. Dla każ-
dego wycinka obliczany jest histogram, w którym grupowane są 
kosinusy kątów między wektorami normalnymi punktów należą-
cych do wycinka a wektorem stanowiącym oś Z lokalnego układu 
współrzędnych. Zebrane histogramy tworzą deskryptor SHOT.
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2.2.1. Atrybuty proste
W przypadku obrazów w odcieniach szarości najprostszym atry-
butem poszczególnych punktów obrazu (pikseli) jest intensyw-
ność (odcień szarości). Gdy mamy do czynienia z obrazami 
kolorowymi, atrybutami mogą być składowe koloru, w zależno-
ści od wykorzystywanej przestrzeni barw, np. składowe R, G 
i B w przypadku przestrzeni RGB lub składowe H, S i V dla 
przestrzeni HSV.

Proste atrybuty mogą być również obliczane za pomocą 
prostych przekształceń, np. konwolucji (splotu) obrazu z innym 
obrazem (maską). W szczególności przez konwolucję obrazu 
z odpowiednimi maskami oraz zastosowanie progowania można 
otrzymać tzw. obraz krawędziowy, a więc obraz binarny, w któ-
rym jedynki oznaczają obecność krawędzi, a zera ich brak. 
Krawędź można również potraktować jako prosty atrybut foto-
metryczny punktu obrazu.

Tabela 1. Przykładowe atrybuty, które można przypisać punktom chmury, a następnie użyć w procesie asocjacji chmur punktów
Table 1. Exemplary attributes that can be assigned to points of cloud and used later in point cloud association

Typ chmury
Atrybut Geometryczny Atrybut Fotometryczny

Prosty Deskryptor Prosty Deskryptor

Gęsta
współrzędne 

wektor normalny 
krzywizna

–
intensywność 

kolor 
krawędzie

–

Rzadka współrzędne
3DSC [8] 

FPFH [18] 
SHOT [20]

–
SIFT [14] 

KAZE [2] 
FREAK [1]

Rys. 1. Atrybuty geometrii otoczenia danego punktu w przestrzeni 
dwuwymiarowej [16]
Fig. 1. Geometrical attributes of a given point in two dimensional space [16]

Rys. 2. Atrybuty geometrii otoczenia danego punktu w przestrzeni 
trójwymiarowej [16]
Fig. 2. Geometrical attributes of a given point in three dimensional space 
[16]
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Postęp w obszarze tradycyjnej (tj. dwuwymiarowej) wizji kom-
puterowej zaowocował wieloma różnorodnymi cechami lokalnymi 
ekstrahowanymi z obrazów. W dalszej części artykułu ograni-
czono się do omówienia trzech wybranych cech (tab. 1).

Algorytm SIFT (ang. Scale-Invariant Feature Transform) 
[14] stosowany jest do ekstrakcji cech z obrazów w odcieniach 
szarości. Motywacją utworzenia cech SIFT było określenie cech 
lokalnych obrazu niezależnych od położenia, skali, rotacji, oświe-
tlenia, zmiany kąta widzenia lub zakłóceń. W tym celu zapro-
ponowano złożony algorytm lokalizacji punktów kluczowych 
uwzględniający sąsiedztwo punktów różnej wielkości, a więc 
różne skale. Dla każdej skali obliczany jest zestaw obrazów 
o różnym stopniu rozmycia, na podstawie których obliczane są 
obrazy różnicowe. Proces ten stanowi odpowiednik filtru krawę-
dziowego zwracającego kierunki zmian (gradienty) intensywno-
ści pikseli. Obrazy te wykorzystywane są następnie w procesie 
ekstrakcji deskryptorów poszczególnych punktów kluczowych, 
zarówno do wyznaczenia dominującej orientacji punktu kluczo-
wego, jak i podczas obliczania histogramów składających się 
na właściwy deskryptor. Histogramy te tworzone są oddziel-
nie dla poszczególnych regionów wchodzących w skład otocze-
nia punktu kluczowego. Każdy z histogramów grupuje kierunki 
zmiany intensywności pikseli należących do danego regionu. Ze 
względu na bardzo dużą odporność oraz dobrą powtarzalność 
cechy SIFT, mimo dużej złożoności obliczeniowej, są nadal jed-
nymi z najbardziej cenionych i szeroko stosowanych cech lokal-
nych ekstrahowanych z obrazów.

Cechy KAZE zaproponowane zostały w pracy [2]. Moty-
wacją do utworzenia cech KAZE był fakt, że przy konstrukcji 
cech SIFT – podczas obliczania obrazów różnicowych – sto-
suje się rozmycie Gaussa, które w równym stopniu rozmywa 
zarówno szum w obrazie, jak i istotne detale. Wiąże się to czę-
sto z utratą dokładności położenia punktu kluczowego, jak i ze 
zmianą kształtu (spłaszczeniem) histogramów wchodzących 
w skład deskryptora. Idea stosowania cech KAZE opiera się na 
użyciu nieliniowego filtru w celu otrzymania lokalnego, adapta-
cyjnego rozmycia obrazu, które pozwalałoby na rozmycie szumu 
przy zachowaniu informacji o detalach lub krawędziach obrazu.

Deskryptor FREAK (ang. Fast Retina Keypoint) jest 
deskryptorem otrzymanym przez porównanie intensywności par 
pikseli. Pary te określone są przez zadany odgórnie wzorzec, 
inspirowany układem pól receptorów w siatkówce oka. FREAK 
należy do rodziny tzw. deskryptorów binarnych, których zale-
tami są zarówno szybkość ekstrakcji, jak i szybkość porówna-
nia (podobieństwo deskryptorów można obliczyć za pomocą 
miary Hamminga).

3. Metryki

Istnieje szereg klasycznych metryk odległości, np. miara 
euklidesowa, Hamminga. W przedstawionym przeglądzie sku-
piono się na metrykach użytecznych w kontekście rejestracji 
chmur punktów.

]7\7�9�������"��#
C	�������&����	
��
*�������	���


>20202�L���������
��N��
��
Metryka punkt-punkt (ang. point-to-point) [4] jest metryką 
najpopularniejszą i najprostszą. Przyjęto oznaczenia: współ-
rzędne punku chmury źródłowej jako ( )z

i
y
i

x
ii ssss ,,=  oraz  

współrzędne punktu chmury docelowej jako ( )z
i

y
i

x
ii tttt ,,= . 

Funkcja odległości między dwoma punktami definiowana jest 
jako odległość euklidesowa:

 ( ) ( ) ( ) ( ) ,, 222 z
i

z
i

y
i

y
i

x
i

x
iii tstststsd −+−+−=  (1)

natomiast miara odległości między zbiorami jest sumą odległo-
ści między odpowiadającymi sobie punktami w obu zbiorach. 
Graficzna reprezentacja powyższego wzoru pokazana została 
na rys. 3.

Rys. 3. Metryka punkt-punkt
Fig. 3. Point-to-point metric

Rys. 4. Metryka punkt-styczna
Fig. 4. Point-to-plane metric
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Metryka punkt-styczna (ang. point-to-plane) [13] jest drugą 
pod względem popularności, w zastosowaniu do chmur punk-
tów, metryką odległości. Przyjęto oznaczenia: współrzędne 
punktu chmury źródłowej jako ( )Tz

i
y
i

x
ii ssss 1,,,= , współrzędne  

punktu chmury docelowej jako ( )Tz
i

y
i

x
ii tttt 1,,,= oraz wektor 

normalny określony dla punktu chmury docelowej jako 
 ( )Tz

i
y
i

x
ii nnnn 0,,,=  Funkcja odległości definiowana jest jako:

 d(si, ti) = |(si − ti) • ni|. (2)

Wektor normalny ni określa wektor prostopadły do płasz-
czyzny stycznej w punkcie ti. Jako wynik iloczynu skalarnego 
wektora zawieszonego w punktach si oraz ti z wektorem nor-
malnym ni otrzymuje się rzutowaną odległość między punktami 
na wektor normalny. W związku z tym powyższa miara odle-
głości jest interpretowana jako odległość punktu si od stycznej 
w punkcie ti. Geometryczną interpretację zależności (2) przed-
stawiono na rys. 4.
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Metryka styczna-styczna bazuje na informacjach o wektorach nor-
malnych obu chmur. Przyjęto oznaczenia: współrzędne punktu 
chmury źródłowej określone są jako ( )Tz

i
y
i

x
ii ssss 1,,,= ,  

wektor normalny w punkcie si jako , współ-
rzędne punktu chmury docelowej dane są jako ( )Tz

i
y
i

x
ii tttt 1,,,= ,  

wektor normalny w punkcie ti jako . Funkcja 
odległości kątowej między płaszczyznami stycznymi w punk-
tach (rys. 5) definiowana jest jako:

 
( ) ⎟

⎟
⎠

⎞
⎜
⎜
⎝

⎛
⋅
•=
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tisi
ii nn

nntsd arccos, . (3)
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chmury docelowej jako ( )B

i
G
i

R
ii tttt ,,= . Odległość dana jest rów-

naniem:

 ( ) ( ) ( ) ( ) .,
222 B

i
B
i

G
i

G
i

R
i

R
iii tstststsd −+−+−=  (5)
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Przykładem metryki korzystającej zarówno z kształtu, jak 
i koloru, jest metryka zaproponowana w pracy [15], bazująca 
na współrzędnych punktu oraz odcieniu koloru H z przestrzeni 
HSV. Przyjęto oznaczenia: współrzędne punktu chmury  
źródłowej jako ( )z

i
y
i

x
ii ssss ,,=  oraz współrzędne punktu  

chmury docelowej jako ( )z
i

y
i

x
ii tttt ,,= . Parametr określający 

odcień koloru H w i-tym punkcie chmury źródłowej oznaczono 
jako ,h

is  a chmury docelowej jako .h
it  Funkcja odległości mie-

dzy zbiorami punktów definiowana jest jako:

 ( ) ( ) ( ) ( ) ( ) .,
2222 h

i
h
i

z
i

z
i

y
i

y
i

x
i

x
iii tststststsd −+−+−+−=  (6)

Warte podkreślenia jest, że próba wykorzystania jednocze-
snej informacji wymaga odpowiedniej normalizacji składowych 
wchodzących w skład wektora, na którym operuje metryka. 
W pracy [15] współrzędne w przestrzeni XYZ oraz parametr 
określający odcień H zostały uprzednio znormalizowane. Do nor-
malizacji współrzędnych przestrzennych użyto promienia poszu-
kiwań, który jest używany podczas poszukiwania najbliższych 
sąsiadów punktów. Wartości odcienia natomiast znormalizowano 
przez podzielenie przez różnicę wartości maksymalnej i minimal-
nej odcieni występujących w obrazie.

Istnieje również szereg algorytmów, w których problem nor-
malizacji rozwiązano w inny sposób. Jednym z ciekawych roz-
wiązań jest dwustopniowa asocjacja [12]. W pierwszym kroku 
znajdowanych jest k = 25 sąsiadów najbliższych w przestrzeni 
XYZ zgodnie z równaniem (1). Następnie spośród znalezionych 
dopasowań wybierany jest jeden najbliższy sąsiad w przestrzeni 
koloru RGB, na podstawie odległości danej równaniem (5).
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Wykorzystanie deskryptorów w procesie dopasowania punk-
tów może znacznie polepszyć działanie algorytmu ICP z racji 
tego, że deskryptory niosą dużo informacji o otoczeniu danego 
punktu kluczowego, a parowanie punktów pod względem podo-
bieństwa jest tym bardziej sensowne im więcej parametrów 
porównujemy. Wykorzystanie deskryptorów świetnie sprawdza 
się m.in. w wizualnej odometrii.

Niech N
iii sss ,,1 �=  oznaczają elementy deskryptora i-tego 

punktu chmury źródłowej, natomiast N
iii ttt ,,1 �=  – elementy 

deskryptora punktu pochodzącego z chmury docelowej. Odle-
głość w przestrzeni deskryptora cech można najprościej wyrazić 
za pomocą odległości euklidesowej:

 ( ) ( ) ( ) .,
2211 N

i
N
iiiii tststsd −++−= �  (7)

Warto zauważyć, że powyższa formuła może być stosowana 
dla różnego rodzaju deskryptorów, zarówno geometrycznych, 
jak i fotometrycznych. Należy zaznaczyć jednak, że wybór pro-
ponowanej metryki nie będzie optymalny dla każdego rodzaju 
deskryptora – np. dla deskryptorów binarnych lepszym wyborem 
będzie odległość Hamminga.

Przedstawione analityczne definicje metryk są w istocie 
dosyć prostymi operacjami na atrybutach par punktów. Czaso-
chłonność obliczeń zależy od liczby punktów, dla których należy 

Rys. 5. Metryka styczna-styczna
Fig. 5. Plane-to-plane metric

>202?2�L���������������N��������
Metryka kwadryka-kwadryka została zaproponowana w [6]. 
Przyjęto oznaczenia: współrzędne punktu chmury źródłowej 
określone są jako ( )z

i
y
i

x
ii ssss ,,= , wektor normalny w punkcie  si 

jako , krzywizny główne dla punktu si z chmury 
źródłowej jako , współrzędne punktu chmury 
docelowej dane są jako ( )z

i
y
i

x
ii tttt ,,= , wektor normalny w punk-

cie ti jako  oraz krzywizny główne dla punktu 
ti z chmury docelowej jako . Odległość między 
kwadrykami w punktach definiowana jest jako:

   

 
 

  (4)

W powyższym wzorze współczynniki ai, i = 1, …, 8, wpro-
wadzono w celu normalizacji. Każdy współczynnik równy jest 
odwrotności różnicy między maksymalną i minimalną wartością 
zmiennej, którą normalizuje. Na rysunku 6 zobrazowano tylko 
parametry stosowane we wzorze na odległość, ponieważ trudno 
zobrazować geometryczną reprezentację wzoru (4).

]7�7�9�������
��������#
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Wymienione metryki bazują na geometrycznych atrybutach 
punktów. W metrykach można również wykorzystać informa-
cję fotometryczną, np. kolor (lub intensywność) piksela powią-
zanego z danym punktem chmury.

Przykładem najprostszej metryki tego typu jest metryka 
euklidesowa operująca w przestrzeni RGB, bazująca jedynie na 
podobieństwie kolorów. Przyjęto oznaczenia: atrybuty punktu  
chmury źródłowej jako ( )B

i
G
i

R
ii ssss ,,=  oraz atrybuty punktu  

Rys. 6. Parametry punktów używane do wyznaczenia 
odległości na podstawie kwadryk
Fig. 6. Quadric-to-quadric metric parameters

8

Rejestracja chmur punktów: porównanie wariantów wzajemnej rejestracji

P O M I A R Y • A U T O M A T Y K A • R O B O T Y K A  NR 2/2017



Tabela 2. Zestawienie wybranych wariantów ICP wraz z wykorzystywanymi przez nie atrybutami i metrykami
Table 2. Selection of few ICP variants along with the used attributes and metrics

Wariant ICP Typ chmury
Atrybut Geometryczny Atrybut Fotometryczny

Metryka
Prosty Deskryptor Prosty Deskryptor

Standard [4] gęsta współrzędne – – – Punkt-punkt 
(1)

Normalne [5] gęsta współrzędne + 
w. normalne – – – Punkt-styczna 

(2)

Kwadryki [6] gęsta
współrzędne + 

w. normalne + 
krzywizny

– – – Kwadryka-kwa-
dryka (4)

XYZH [15] gęsta współrzędne – odcień H – Znormalizo-
wana (6)

XYZ+RGB 
[12] gęsta współrzędne – RGB – Dwukrokowa  

(1) + (5)

XYZ+SIFT rzadka współrzędne – – SIFT Dwukrokowa  
(1) + (7)

XYZ+KAZE rzadka współrzędne – – KAZE Dwukrokowa  
(1) + (7)

Tabela 3. Klasyfikacja badanych obiektów ze względu na ich cechy zewnętrzne
Table 3. Classification of objects due to theirs appearance features

Obiekt Kształt Różnorodność 
tekstury Wielkość Złożoność sceny

Auto nieregularny średnia średni pojedynczy obiekt

Kartonik po soku prostopadłościan wysoka mały pojedynczy obiekt

Kubek walec niska mały pojedynczy obiekt

Pudełka po herbacie zbiór prostopadłościanów wysoka duży kilka obiektów

obliczyć daną metrykę oraz od sposobu obliczania atrybutów. 
Gdy wykorzystywane są deskryptory cech punktowych, czas obli-
czeń wynika głównie z algorytmu detekcji punktu kluczowego 
oraz algorytmu ekstrakcji deskryptora.

4. Porównywane warianty ICP

Liczba różnorodnych wariantów ICP praktycznie uniemożli-
wia porównanie ich wszystkich, nie do końca miałoby również 
sens, gdyż istnieje szereg prac analizujących i porównujących 
działanie poszczególnych, wybranych wersji ICP. Przykła-
dowo, dobre porównanie wariantów operujących na prostych 
atrybutach geometrycznych można znaleźć w [17]. W pre-
zentowanym tu opracowaniu postanowiono porównać kilka 
wybranych wariantów ICP bazujących na różnych atrybutach 
(a w konsekwencji na różnych rodzajach chmur punktów). 
W szczególności, z uwagi na dobre wyniki dwukrokowej aso-
cjacji (XYZ+RGB) [12] postanowiono przyjąć to rozwiąza-
nie jako punkt wyjścia. Jednak zamiast prostych atrybutów 
typu składowe koloru RGB wykorzystano złożone atrybuty 
w postaci deskryptorów. Dla uzupełnienia zaprezentowano rów-
nież wyniki standardowego ICP działającego jedynie na współ-
rzędnych kartezjańskich punktów. Do porównania wybrano 
więc następujące cztery warianty ICP:

 −Standard – wykorzystujący metrykę czysto geometryczna 
– odległość euklidesowa w przestrzeni XYZ, zgodnie z rów-
naniem (1), zarówno podczas parowania punktów, jak i w 
minimalizacji funkcji błędu. Algorytm realizuje obliczenia na 
gęstej chmurze punktów.
 − XYZ+RGB – wykorzystujący prostą metrykę mieszaną: geo-
metryczna i fotometryczna. Wariant ten opisany został w sek-
cji 3.3. Parowanie dopasowań jest dwukrokowe: w pierwszym 
kroku znajdowanych jest k = 25 sąsiadów najbliższych w prze-
strzeni XYZ według równania (1) a następnie spośród tych 
punktów wybierany jest jeden najbliższy sąsiad w przestrzeni 
koloru RGB za pomocą miary odległości danej równaniem 
(5). Algorytm realizuje obliczenia na gęstej chmurze punktów.
 − XYZ+SIFT – podczas parowania punktów wykorzystuje się 
również dwukrokową asocjację danych. Najpierw wybieranych 
jest k = 5 najbliższych sąsiadów w przestrzeni XYZ, a spo-
śród nich wybierany jest jeden najbliższy deskryptor w odle-
głości w przestrzeni deskryptorów SIFT, danej równaniem 
(7) przy N = 128. Algorytm realizuje obliczenia na rzadkiej 
chmurze punktów.
 − XYZ+KAZE – wariant jest analogiczny do wariantu SIFT, 
z tym że w drugim kroku asocjacji danych korzysta z deskryp-
torów KAZE. Odległość wyznaczana jest na podstawie rów-
nania (7) przy N = 64, w dwukrokowej asocjacji analogicznie 
jak dla SIFT. Algorytm również realizuje obliczenia na rzad-
kiej chmurze punktów.
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Rzadka chmura cech tworzona jest dla każdego widoku na 
podstawie cech lokalnych wyekstrahowanych z obrazu RGB. 
Współrzędne znalezionych punktów kluczowych są następnie 
przetwarzane do współrzędnych kartezjańskich przez wykorzy-
stanie informacji z mapy głębi skojarzonej z obrazem RGB.

Cecha SIFT została wybrana z uwagi na fakt, iż jest uważana 
za jedną z najlepszych (pod kątem odporności, powtarzalności 
itp.) cech ekstrahowanych z obrazów. Natomiast z zaprezen-
towanych przez autorów KAZE badań wynika, iż cechy te są 
bardziej odporne na zniekształcenia i zakłócenia od cech SIFT. 
Celem jest sprawdzenie, czy zastosowanie tego algorytmu da 
lepsze efekty również w procesie rejestracji.

5. Metodyka badań
5.1. Zbiór testowy
Porównanie różnych wersji algorytmu ICP wymagało odpo-
wiedniej metodyki badań, obejmującej m.in. wykorzystanie 
właściwego zbioru testowego. Widoki, które postanowiono 
zastosować w eksperymentach, pochodzą ze zbioru sekwencji 
obrazów WUT VPD1 (ang. Visual Perception Dataset) [19]. 
Podczas testów wykorzystano widoki zebrane za pomocą czuj-
nika Kinect dla kilku różnych obiektów. Wybrano cztery zbiory 
widoków: dziecięcą zabawkę – auto auto_1_kinect, kartonik po 
soku vega_1_kinect, kubek kubek_1_kinect oraz pudełka po 
herbacie teas_1_kinect. W tabeli 3 zawarto klasyfikację wybra-
nych obiektów ze względu na ich cechy zewnętrzne. Poszczególne 
zbiory widoków dla badanych obiektów składały się z 12 wido-
ków zebranych pod różnymi kątami. Przykładowe widoki ana-
lizowanych obiektów z kamery RGB przedstawiono na rys. 7. 
Średnia liczba punktów wygenerowanych z poszczególnych 

widoków w przypadku chmur gęstych wynosiła po kilka tysięcy 
punktów, natomiast w przypadku chmur rzadkich (cech) nie 
przekraczała 300 punktów. Testy powtarzano dziesięciokrotnie 
dla każdego z wybranych wariantów ICP oraz każdego widoku 
ze zbioru.

Dla każdego widoku obiektu wygenerowano dwie chmury. 
Pierwsza z nich pozostawała niezmieniona, natomiast drugą 
poddawano transformacji z wykorzystaniem znanej macierzy 
jednorodnej Hp. Oryginalna chmura punktów stanowiła chmurę 
źródłową, natomiast jej transformowana kopia była traktowana 

1 http://robotyka.ia.pw.edu.pl/datasets/

jako chmura docelowa (patrz rys. 8 oraz sekcja 3. Iterative Clo-
sest Point w pierwszej części artykułu). Chmura docelowa była 
następnie dodatkowo zaszumiana. W ten sposób określono pra-
widłową postać macierzy transformacji Hodn, będącej odwrotno-
ścią macierzy Hp.

Wybrane cztery warianty ICP przetestowano dla jed-
nej zadanej transformacji, określonej parametrami translacji  
tx = ty = tz = 5 mm oraz kątami Eulera a = b = g = 0,1 rad. 
Wprowadzona transformacja jest mała, głównie ze względu na 
fakt, iż postanowiono pominąć krok szacowania transformacji 
wstępnej. Pozwoliło to na bardziej dokładne porównanie dzia-
łania algorytmów ICP, gdyż błąd oszacowania transformacji 

Rys. 7. Przykładowe widoki dla wybranych obiektów ze zbiorów 
auto_1_kinect, vega_1_kinect, kubek_1_kinect, teas_1_kinect
Fig. 7. One of the views of the selected object from the auto_1_kinect, 
vega_1_kinect, kubek_1_kinect, teas_1_kinect datasets

Rys. 8. Weryfikacja poprawności zbieżności działania ICP: 
transformacje między chmurami źródłową (lewa) a docelową (prawa)
Fig. 8. Verification of the ICP convergence: transformations between source 
(left) and target (right) point clouds

wstępnej mógłby w znaczący sposób wpływać na wyniki dla 
różnych wariantów algorytmu.

5.2. Wprowadzanie szumu
Podczas badań zaszumiano zarówno położenie w przestrzeni 
XYZ, jak i skorelowaną informację fotometryczną. Zaszumienie 
współrzędnych XYZ polegało na zaburzaniu pozycji losowych 
10% punktów chmury docelowej i źródłowej przez dodanie 
wartości wylosowanych z rozkładu normalnego ze średnią  
m = 0 mm oraz odchyleniem standardowym s = 5 mm. Zaszu-
mienie informacji fotometrycznej, w przypadku korzystania 
w asocjacji z cech SIFT i KAZE, polegało na zaburzaniu 
obrazu jasności rozkładem normalnym o parametrach s = 10, 
m  =  0. Obrazy jasności, z których ekstrahowane były cechy dla 
chmury źródłowej, zaburzano oddzielnie od obrazów wyko-
rzystywanych do utworzenia chmury docelowej. W ten sposób 
cechy tworzące źródłową i docelową rzadką chmurę różniły się 
od siebie. Dla wariantu XYZ+RGB zaburzano 50% punktów 
chmur źródłowej i docelowej w przestrzeni RGB, przy wykorzy-
staniu rozkładu normalnego o wartościach parametrów danych 
jako s = 5, m  =  0.

q7]7�����&���	
�������
���	�
Jednym ze sposobów sprawdzenia poprawności algorytmów 
było wyznaczenie przekształcenia Herror między macierzą HICP 
otrzymana w wyniku działania algorytmu ICP a macierzą 
odniesienia Hodn według wzoru:

 .1
odnICPerror HHH ⋅= −  (8)

Ideę tę pokazano na rys. 8. Na podstawie otrzymanej macierzy 
homogenicznej Herror wyznaczono błędy transformacji:

 [ ]., tRHerror ΔΔ=Δ   (9)

gdzie błąd translacji Δt jest długością wektora translacji, a błąd 
kąta obrotu ΔR wyznaczono w reprezentacji oś – kąt na podsta-
wie macierzy rotacji. Ponieważ szukana transformacja między 
chmurami jest w praktyce transformacją między wyznaczonymi 
centrami tych chmur, błąd translacji oraz kąt obrotu można 
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Tabela 4. Porównanie wariantów algorytmu ICP dla auta przy zaszumieniu informacji geometrycznej i fotometrycznej
Table 4. Comparision of different ICP flavours for noising geometric and fotometric information

Wariant ICP Typ chmury p Δt [mm] ΔR [°] i tICP [s] tC [s] tsum [s]

Standard Gęsta 2890,08 3,29 · 10−2 1,00 34,67 0,58 – 0,58

XYZ+RGB Gęsta 2890,08 1,57 · 10−2 1,21 29,22 1,22 – 1,22

XYZ+SIFT Rzadka 66,17 1,53 · 10−1 3,82 35,97 0,0282 0,2209 0,25

XYZ+KAZE Rzadka 51,33 8,95 · 10−2 3,18 32,71 0,0200 0,3085 0,33

Tabela 5. Porównanie wariantów algorytmu ICP dla pudełka po soku przy zaszumieniu informacji geometrycznej i fotometrycznej
Table 5. Comparision of different ICP flavours for noising geometric and fotometric information

Wariant ICP Typ chmury p Δt [mm] ΔR [°] i tICP [s] tC [s] tsum [s]

Standard Gęsta 4175,33 4,56 · 10−2 1,02 47,68 1,06 – 1,06

XYZ+RGB Gęsta 4175,33 1,52 · 10−2 1,08 37,83 2,16 – 2,16

XYZ+SIFT Rzadka 136,25 1,21 · 10−1 3,18 32,63 0,0431 0,1999 0,24

XYZ+KAZE Rzadka 92,67 8,66 · 10−2 2,48 16,03 0,0137 0,2857 0,30

interpretować kolejno jako odległość między centrami chmur 
punktów oraz obrót między nimi.

Druga metoda analizy i porównania działania wariantów 
algorytmów ICP polegała na wyznaczeniu średniego błędu kwa-
dratowego między odpowiadającymi sobie punktami z obu reje-
strowanych chmur punktów. Metoda ta ma sens tylko wtedy, 
gdy obie chmury są identyczne, w przeciwnym razie nie jest 
znane prawidłowe parowanie punktów. W celu spełnienia tego 
warunku, niezależnie od warunków działania algorytmu (z zaszu-
mieniem czy bez), odległości liczone były na niezaszumionych, 
gęstych chmurach punktów. W przypadku wariantów ICP Stan-
dard i XYZ+RGB chmury te stanowiły niezaszumiona kopie 
chmury źródłowej i docelowej. W przypadku algorytmów ICP 
korzystających z cech SIFT oraz KAZE, chmury te były nie-
zaszumionymi chmurami gęstymi skojarzonymi z tym samym 
widokiem, co źródłowa i docelowa chmura rzadka.

Dodatkowo mierzono następujące średnie parametrów dzia-
łania: liczba iteracji i, czas działania algorytmu tICP, czas wyzna-
czania cechy tC w przypadku wykorzystania cech KAZE i SIFT. 
W celu uzyskania pełniejszego obrazu podano również średnią 
liczbę punktów w chmurze p.

6. Wyniki

W tabelach 4–7 zamieszczono wyniki wariantów ICP przy 
zastosowaniu zaszumienia informacji geometrycznej i fotome-
trycznej. Błąd translacji między dopasowanymi chmurami był 
praktycznie tego samego rzędu (10–2 mm) dla wariantów Stan-
dard, XYZ+RGB i XYZ+KAZE. Wariant XYZ+SIFT 
charakteryzował się błędem translacji o jeden rząd wielkości 
większym w porównaniu do pozostałych algorytmów. Błąd 
kąta obrotu był najmniejszy dla wariantu Standard oraz 
XYZ+RGB i wynosił około 1° w przypadku każdego bada-
nego obiektu. Dla wariantu XYZ+SIFT oraz XYZ+KAZE 
błąd ten był nieco większy i mieścił się w przedziale 2–4° dla 
auta, kartonika po soku i kubka. W przypadku prostej sceny 
błąd kąta obrotu dla wariantów korzystających z cech SIFT 
i KAZE wynosił prawie 7°.

Średnia liczba iteracji była największa, w większości przy-
padków, dla wariantu Standard, jednak warianty XYZ+RGB 
oraz XYZ+SIFT charakteryzowały się jedynie nieznacznie 
mniejszą liczbą iteracji. Najlepiej pod tym względem wypadł 
algorytm XYZ+KAZE, który potrzebował od 13 do 33 iteracji 
do osiągniecia zadowalającego wyniku. Efektywny czas działania 
algorytmów był największy dla wariantu XYZ+RGB i wyno-
sił minimum jedną sekundę. Dla prostej sceny wariant kolorowy 
potrzebował aż 4,5 s do osiągniecia minimum. Najszybszy pod 
względem czasu działania okazał się wariant XYZ+SIFT, któ-
rego efektywny czas działania wynosił tylko 0,25–0,36 s.

Histogramy wartości średniokwadratowego błędu odległo-
ści dla zaszumienia informacji geometrycznej i fotometrycznej 
przedstawiono na rysunkach 9–12. Na wykresach tych można 
zauważyć, że wariant XYZ+RGB dał najlepsze rezultaty dla 
każdego badanego obiektu – co najmniej 53% wyników tra-
fiało do przedziału 0,1–1 mm, a tylko 43–45% do przedziału 
1–10 mm. Nieco gorsze rezultaty otrzymano dla wariantu Stan-
dard, dla którego w przypadku każdego badanego obiektu 
ponad 47% wyników osiągnęło wartości z przedziału 0,1–1 mm, 
a około 50% z przedziału 1–10 mm. Warianty XYZ+KAZE 
i XYZ+SIFT uzyskały różne wartości błędu średniokwadrato-
wego odległości uzależnione od rodzaju obiektu. Wyniki zarówno 
dla wariantu XYZ+KAZE, jak i XYZ+SIFT były najlep-
sze dla prostej sceny – zbioru pudełek po herbatach. W przy-
padku XYZ+KAZE aż 50% wartości mieściło się w przedziale 
0,1–1 mm, a pozostałe 50% w przedziale 1–10 mm. Dla wariantu 
XYZ+SIFT oraz prostej sceny około 1% wartości należało do 
przedziału 0,001–0,1 mm, 44% do przedziału 0,1–1 mm, ponad 
53% do przedziału 1–10 mm, natomiast niemal 2% do przedziału 
ponad 10 mm. Najgorsze rezultaty oba warianty XYZ+KAZE 
i XYZ+SIFT osiągnęły w przypadku kubka, co wynika wprost 
z małej różnorodności tekstury tego obiektu. Tylko 32,5% 
wyników dla wariantu XYZ+KAZE i 23,33% w przypadku 
XYZ+SIFT osiągnęło wartości z przedziału 0,1–1 mm, nato-
miast oba warianty miały minimum 10% wartości powyżej 
10 mm. Dla pozostałych obiektów: auta i pudełka po soku 
wyniki dla zaproponowanych wariantów osiągały podobne war-
tości (nieco lepsze jednak dla pudełka po soku) uwzględniając, 
że wariant XYZ+KAZE osiągał najlepsze wyniki.
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Tabela 6. Porównanie wariantów algorytmu ICP dla kubka przy zaszumieniu informacji geometrycznej i fotometrycznej
Table 6. Comparision of different ICP flavours for noising geometric and fotometric information

Wariant ICP Typ chmury p Δt [mm] ΔR [°] i tICP [s] tC [s] tsum [s]

Standard Gęsta 3313,83 3,01 · 10−2 1,08 42,68 0,78 – 0,78

XYZ+RGB Gęsta 3313,83 2,51 · 10−2 1,44 34,66 1,63 – 1,63

XYZ+SIFT Rzadka 54,42 4,06 · 10−1 6,42 22,51 0,0127 0,2016 0,21

XYZ+KAZE Rzadka 46,33 3,48 · 10−2 6,88 13,42 0,0070 0,2743 0,28

Tabela 7. Porównanie wariantów algorytmu ICP dla prostej sceny przy zaszumieniu informacji geometrycznej i fotometrycznej
Table 7. Comparision of different ICP flavours for noising geometric and fotometric information

Wariant ICP Typ chmury p Δt [mm] ΔR [°] i tICP [s] tC [s] tsum [s]

Standard Gęsta 9888,35 4,89 · 10−2 0,52 48,66 2,81 – 2,81

XYZ+RGB Gęsta 9888,35 8,60 · 10−3 0,63 34,40 4,50 – 4,50

XYZ+SIFT Rzadka 267,55 1,55 · 10−1 2,14 35,15 0,0886 0,2677 0,36

XYZ+KAZE Rzadka 188,38 4,60 · 10−2 1,52 21,82 0,0357 0,3579 0,39

Rys. 10. Przedziały wartości średniokwadratowego błędu odległości 
dla pudełka po soku przy zaszumieniu informacji geometrycznej 
i fotometrycznej
Fig. 10. Mean squared error intervals for noising geometric and fotometric 
information

Rys. 11. Przedziały wartości średniokwadratowego błędu 
odległości dla kubka przy zaszumieniu informacji geometrycznej 
i fotometrycznej
Fig. 11. Mean squared error intervals for noising geometric and fotometric 
information

Rys. 12. Przedziały wartości średniokwadratowego błędu odległości 
dla prostej sceny przy zaszumieniu informacji geometrycznej 
i fotometrycznej
Fig. 12. Mean squared error intervals for noising geometric and fotometric 
information

Rys. 9. Przedziały wartości średniokwadratowego błędu odległości 
dla auta przy zaszumieniu informacji geometrycznej i fotometrycznej
Fig. 9. Mean squared error intervals for noising geometric and fotometric 
information
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Należy dodać, że podczas analizowania kubka część wido-
ków została odrzucona z powodu niewystarczającej liczby zna-
lezionych dopasowań (mniej niż 3 znalezione dopasowania). 
Dla wariantu XYZ+SIFT odrzucono 27 widoków, nato-
miast dla wariantu XYZ+KAZE odrzucono 10 widoków ze  
120 badanych.

Wyniki potwierdziły tezę, iż wykorzystanie cech KAZE da 
lepsze rezultaty od cech SIFT z uwagi na ich większą odpor-
ność na zaszumienie. Jednak to wariant XYZ+RGB osiągał 
najmniejsze błędy translacji oraz rotacji, w praktyce działał 
on jednak o wiele wolniej od wariantów XYZ+SIFT czy 
XYZ+KAZE. Wariant XYZ+KAZE stanowi pewnego 
rodzaju kompromis między najszybciej działającym wariantem 
XYZ+SIFT, a najdokładniejszym pod względem błędu trans-
lacji i rotacji wariantem XYZ+RGB.

7. Podsumowanie

Celem dwuczęściowego artykułu było przybliżenie czytelnikowi 
problematyki rejestracji chmur punktów. W pierwszej części 
przedstawiono komponenty typowego systemu służącego do 
rejestracji trójwymiarowych modeli sceny z sekwencji wido-
ków oraz zogniskowano uwagę na algorytmie ICP, stanowią-
cym jeden z kluczowych elementów tego rodzaju systemów. 
Algorytm ICP jest bardzo elastyczny w swoich założeniach, 
dzięki czemu może bazować na różnego typu danych wejścio-
wych, wykorzystywać różnego rodzaju przetwarzanie wstępne, 
metody asocjacji lub algorytmy optymalizacji.

W drugiej części artykułu skupiono uwagę na asocjacji 
danych, zaprezentowano oraz omówiono klasyfikację atrybu-
tów punktów oraz zaprezentowano szereg operujących na tych 
atrybutach metryk. Przedstawiono również wyniki ekspery-
mentów służących do porównania kilku wariantów algorytmu 
ICP. Wyniki dla nowo utworzonych wariantów wykorzystują-
cych cechy SIFT oraz KAZE pokazały, że wykorzystanie cech 
lokalnych obrazu w iteracyjnej rejestracji chmur punktów może 
znacznie przyspieszyć generowanie modeli, niestety kosztem 
dokładności dopasowania. Należy pamiętać, że z uwagi na foto-
metryczny charakter tych atrybutów zaproponowane warianty 
będą najlepiej działały dla obiektów o bogatej, różnorodnej 
teksturze, co potwierdziły wyniki eksperymentów.

Warto zauważyć, iż wybrane warianty stanowią mały pod-
zbiór opracowanych przez ostatnie dwie dekady różnych wersji 
tego algorytmu. Dlatego też w pracy zaproponowano kryteria 
podziału, wywiedzione z opracowanej klasyfikacji atrybutów 
punktów chmury, które nie tylko umożliwiają klasyfikację ist-
niejących wariantów ICP, ale również wskazanie wariantów, 
których zbadanie wydaje się sensowne (np. ICP operujących 
na deskryptorach geometrycznych).

Oczywiście zaproponowane kryteria nie wyczerpują tematu, 
gdyż dotyczą w istocie dwóch kroków: asocjacji danych oraz 
kryterium stopu. Przykładowo, w [16] zaproponowano kryte-
rium podziału wykorzystywanych metod optymalizacji. Opra-
cowanie spójnej taksonomii algorytmów rejestracji jest jednym 
z kierunków dalszych badań.
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The two-part article focuses on the problem of registration of point clouds. The first part 
briefly discussed the main components of V-SLAM systems and presented the main steps of the ICP 
(Iterative Closes Point) algorithm. In the following, second part of the paper, we analyse and compare 
diverse variants of the ICP algorithm. In particular, we discuss different attributes of points along with 
operating on them metrics that the ICP can employ. Finally, we present the research methodology and 
discuss the results of comparison of selected variants of ICP. 
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