
 

Adam GŁOWACZ 

AGH Akademia Górniczo-Hutnicza,  
Wydział Elektrotechniki, Automatyki, Informatyki i Inżynierii Biomedycznej,  
Katedra Automatyki i Inżynierii Biomedycznej,  
al. A. Mickiewicza 30, 30-059 Kraków,  
e-mail: adglow@agh.edu.pl 

 

 

Diagnostyka maszyny prądu stałego oparta na analizie sygnałów akustycznych  
z zastosowaniem transformacji falkowej Symlet i zmodyfikowanego 

klasyfikatora opartego na słowach 
 

 

Słowa kluczowe: Eksploatacja, rozpoznawanie, sygnały akustyczne, maszyna prądu 
stałego, falka 
 

Streszczenie: W pracy autor zaproponował oryginalne podejście do wykrywania, lokalizacji usterek 

występujących w maszynie prądu stałego. Opisano implementację systemu do diagnostyki maszyn 

prądu stałego. System przeprowadzał analizę sygnałów akustycznych maszyny prądu stałego. 

Przeprowadzono badania dla dwóch stanów maszyny prądu stałego. Badania zostały przeprowadzone 

dla algorytmów przetwarzania danych: Transformacji falkowej Symlet i zmodyfikowanego 

klasyfikatora opartego na słowach. Proces tworzenia wzorców do rozpoznawania został 

przeprowadzony dla 10 próbek dźwięku. Proces identyfikacji został przeprowadzony dla 40 próbek 

dźwięku. Opisana implementacja systemu może być przydatna do ochrony maszyn. Ponadto podejście 

takie pozwoli zmniejszyć koszty utrzymania i liczbę uszkodzonych maszyn. 

 

1. Wstęp 

 

Analiza maszyn elektrycznych jest ważna pod względem kosztów produkcji  

i konserwacji. Rozpoznawanie wad maszyn elektrycznych jest istotne dla diagnostyki.  

Projektowanie maszyn elektrycznych stało się złożone w wyniku szybkiego postępu prac  

w dziedzinie technologii. Monitoring stanu przedawaryjnego musi stać się bardziej 

zaawansowany, aby radzić sobie z nowymi problemami. Czasem usterki zdarzają się  

i maszyna przestaje działać. W takim przypadku wynikiem może być utrata produkcji  

i dochodów. W innym przypadku wypadki dla procesu przemysłowego są bardzo 

niebezpieczne dla operatorów. Problemy monitorowania stanu przedawaryjnego są 

następujące: starzenie się maszyn, wymagania wysokiej niezawodności, konkurencyjność 

kosztów [29]. Właściwości mechaniczne, elektryczne i magnetyczne materiałów opisano w 

literaturze [1, 11, 14, 15, 21, 23, 26, 34, 37, 39, 40]. Badania właściwości materiałów są 

bardzo ważne dla diagnostyki, ponieważ operatorzy mogą przewidzieć, jak długo urządzenie 

będzie pracująca. Diagnostyka jest szczególnie ważna dla hutnictwa, górnictwa i przemysłu 

przetwórczego. 

Diagnostyka maszyn dotyczy znajdywania uszkodzeń powstałych w maszynach. Jest 

ona stosowana do maszyn wirnikowych. Te maszyny są często używane w przemyśle na 

przykład w elektrowniach. Aby określić najbardziej prawdopodobne uszkodzenia, stosuje się 

wiele metod używających różnych sygnałów diagnostycznych. Główne metody diagnostyki 

stanów przedawaryjnych maszyn oparte są na badaniu: pola magnetycznego, ultradźwięków, 

sygnałów elektrycznych, sygnałów akustycznych, sygnałów wibroakustycznych.  

W literaturze popularne metody oparte są na badaniu sygnałów elektrycznych i akustycznych 



 

[6-10, 12-14, 22, 28, 41]. W niniejszej pracy, badania koncentrują się na sygnałach 

akustycznych maszyny prądu stałego. Wyniki tych badań mogą być użyte do poprawy 

diagnostyki różnych maszyn elektrycznych. Zaproponowane rozwiązanie zmniejszy koszty 

eksploatacji i liczbę uszkodzonych maszyn. 

 

2. Proces rozpoznawania sygnału akustycznego maszyny prądu stałego 
 

Proces rozpoznawania dźwięku maszyny prądu stałego zawiera proces tworzenia 

wzorca i proces identyfikacji. Proces tworzenia wzorca zaczyna się rejestracją sygnałów 

akustycznych. Kolejno dane zawarte w ścieżce dźwiękowej są dzielone. Następnie 

otrzymane dane są normalizowane. Następnie sygnały cyfrowe są przetwarzane przez 

transformacje falkową. Transformacja ta używa falki symetrycznej - Symlet. Metoda ta 

rozkłada oryginalny sygnał czasowy na pewną liczbę współczynników (w zależności od 

stopnia rozkładu). W procesie tworzenia wzorca dwa wektory słów są tworzone (Rys. 1). 

 

Rys.1. Proces rozpoznawania dźwięku maszyny prądu stałego z zastosowaniem transformacji falkowej Symlet  

i zmodyfikowanego klasyfikatora opartego na słowach 

 

Kroki procesu identyfikacji są bardzo podobne do kroków procesu tworzenia wzorca. 

Różnica występuje w kroku klasyfikacji. Wektor słów określonej klasy jest porównywany  

z nowym wektorem słów. Badana próbka dźwięku jest przydzielana do klasy, której wektor 

jest jak najbliżej nowego wektora słów. 

 

2.1. Transformacja falkowa Symlet 

 

Rodzina falek Daubechies jest jedną z ortogonalnych rodzin falek. Została ona 

stworzona przez Ingrid Daubechies belgijską matematyczkę w 1988 roku. Falka "Daubechies 

1" jest tym samym co falka Haara. Konstrukcja baz falkowych Symlet jest podobna do 



 

konstrukcji baz falkowych Dabuchies. Falki Daubechies mają maksymalną fazę, natomiast 

Symlets mają minimalną fazę [36]. Falka Symlet (sym2) została zastosowana w systemie 

rozpoznawania dźwięku (Rys. 2, 3). Współczynniki filtrów odpowiadające temu typowi falki 

zostały przedstawione w tabelach 1 i 2. 

 
Tabela 1. Filtry dekompozycji falki Sym2 

Filtr 

dolnoprzepustowy 

dekompozycji 

Filtr 

górnoprzepustowy 

dekompozycji 

-0.1294 -0.4830 

0.2241 0.8365 

0.8365 -0.2241 

0.4830 -0.1294 

 

Tabela 2. Filtry rekonstrukcji falki Sym2 

Filtr 

dolnoprzepustowy 

rekonstrukcji 

Filtr 

górnoprzepustowy 

rekonstrukcji 

0.4830 -0.1294 

0.8365 -0.2241 

0.2241 0.8365 

-0.1294 -0.4830 

 

 
Rys. 2. Funkcja skalująca falki Symlet (sym2) 

 
Rys. 3. Funkcja falkowa falki Symlet (sym2) 



 

Transformacja falkowa sygnału akustycznego jest obliczana przez przepuszczenie go 

przez szereg filtrów: filtr dolnoprzepustowy i górnoprzepustowy [20, 25]. System 

rozpoznawania dźwięku otrzymuje współczynniki detali (d1, d2, d3,…, dn) z filtru 

górnoprzepustowego i współczynniki aproksymacji (a1, a2, a3,…, an) z filtru 

dolnoprzepustowego, gdzie n jest poziomem rozkładu (Rys. 4). 

 

 
Rys. 4. Współczynniki detali i aproksymacji dla 7-mego poziomu dekompozycji 

 

 
Rys. 5. Współczynniki detali dźwięku maszyny prądu stałego po filtracji 223-235 Hz (falka sym2) 

 

Wektory d1,…, dn są ważne w procesie rozpoznawania dźwięku maszyny prądu stałego (Rys. 

5). Bezwzględne wartości współrzędnych wektorów d1,…, dn są używane w klasyfikacji. 

 

2.2. Zmodyfikowany klasyfikator oparty na słowach 

 

W literaturze została opisana duża liczba metod klasyfikacji [2-5, 16-19, 24, 27, 30-

33, 35, 38]. Zmodyfikowany klasyfikator oparty na słowach wykorzystuje wektory słów do 

identyfikacji rodzaju sygnału akustycznego. Normalny klasyfikator oparty na słowach jest 

podobny do klasyfikatora najbliższej średniej. Zmodyfikowany klasyfikator oparty na 

słowach jest podobny do klasyfikatora najbliższego sąsiada. Podobieństwo to polega na tym, 

że wektory cech i wektory słów porównywane są ze sobą w taki sam sposób. 

Współrzędne x1, x2,…, xn wektora cech x tworzą wzorzec. Klasy wzorców w1, w2,…, 

wj są związane z wektorami cech x. Zbiór uczący jest używany w procesie tworzenia wzorca. 

Zbiór uczący zawiera przetworzone próbki dźwięku - wektory cech x1, x2,…, xj. Następnie, 

wektor cech xj jest przekształcany do wektora słów vj. Wektor słów może być zdefiniowany 



 

następująco: vj = [v1, v2, …, vn], gdzie v1, v2,…, vn są słowami. Każda klasa wzorców jest 

reprezentowana przez wektory słów. Liczba wzorców jest równa liczbie wektorów słów  

w procesie tworzenia wzorca. Współrzędne x1…xi wektora cech xj są przekształcane we 

współrzędne vi1…vig wektora słów vj. Zakres wartości jest reprezentowany przez słowo, 
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gdzie g jest liczbą słów, k jest liczbą rzeczywistą, xi jest współrzędną wektora cech, vi1 ...vig 

oznaczają słowa.  

 

Zmodyfikowany klasyfikator oparty na słowach używa wybranych zakresów wartości. 

Następnie używa on wartości współrzędnych wektora cech. Proponowany klasyfikator oparty 

jest na 260 słowach, ponieważ liczba ta jest wystarczająca do rozpoznawania. Następnie 

parametr k jest wybierany. Nowy wektor słów może być zdefiniowany jako f = [f1, f2,…, fn], 

gdzie f1, f2,…, fn są słowami. Proces identyfikacji używa nowej testowej próbki dźwięku. 

Próbka ta jest przekształcana w nowy wektor cech y. Ten wektor y jest przekształcany  

w wektor słów f, 
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gdzie g jest liczbą słów, k jest liczbą rzeczywistą, yi jest współrzędną nowego wektora cech, 

vi1 ...vig oznaczają słowa,  

 

Następnie próbka jest przypisywana do klasy, której wektor słów jest najbliżej wektora słów 

badanej próbki. Porównanie leksykograficzne jest używane, aby porównać dwa łańcuchy 

słów. Pierwszy łańcuch zawiera współrzędne wektora słów określonej klasy. Drugi łańcuch 

zawiera współrzędne nowego wektora słów badanej próbki. To może być przedstawione 

następująco: f1=v1; f2=v2; ...; fn=vn. Wynik każdego porównania jest binarny (prawda lub 

fałsz). Ostateczny wynik binarny jest używany w następującym równaniu: 
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gdzie: Uj jest procentową liczbą dobrze rozpoznanych słów, U1 jest liczbą wyników prawdy, 

U2 jest liczbą wszystkich porównań, f jest nowym wektorem słów badanej próbki. 

 

Wyniki rozpoznawania dźwięku zależą od danych zawartych w wektorze cech. Wyniki zależą 

również od parametru k. Parametr ten będzie dobierany w badaniach.  

  



 

3. Wyniki rozpoznawania dźwięku  

 

Mikrofon OLYMPUS TP-7 i karta dźwiękowa Realtek były użyte do nagrywania 

sygnałów akustycznych. Parametry pliku audio to: częstotliwość próbkowania - 44100 Hz, 

liczba bitów - 16, ilość kanałów - 1, format - WAVE PCM. Operacyjne parametry maszyny 

prądu stałego były następujące: PN = 13 kW, UN = 75 V, IN  = 200 A, UfN = 220 V, IfN  = 4 A, 

nN = 700 obr/min. Każda grupa trzech pętli zezwojów wirnika została zwarta za pomocą 

rezystancji 7,7 mΩ. Ta rezystancja była rezystancją zewnętrzną. Została ona połączona  

z maszyną prądu stałego. Rezystancja ta została użyta, aby uniknąć uszkodzenia uzwojenia 

wirnika. Badania przeprowadzono dla dwóch sygnałów akustycznych maszyny prądu stałego: 

sygnału akustycznego bez uszkodzeń maszyny prądu stałego i sygnału akustycznego maszyny 

prądu stałego ze zwarciem zezwojów wirnika (Rys. 6). 

 

 
Rys. 6. Schemat uzwojenia wirnika maszyny prądu stałego ze zwartymi zezwojami 

 

10 próbek o czasie trwania jednej sekundy było używanych w procesie tworzenia 

wzorców dla każdego rodzaju sygnału. 40 testowych próbek o czasie trwania jednej sekundy 

były używane w procesie identyfikacji. Skuteczność rozpoznawania dźwięku została 

wyrażona przez następujący wzór: 

 

     100%  =
NATS

NCRTS
E      (5) 

 

gdzie: NCRTS – liczba prawidłowo rozpoznanych testowych próbek, NATS – liczba 

wszystkich testowych próbek, E – Skuteczność rozpoznawania dźwięku. 

 

Najlepsze wyniki rozpoznawania zostały uzyskane przy użyciu normalizacji 

amplitudy i filtru cyfrowego, który przepuszczał częstotliwości od 223 Hz do 235 Hz. 

Częstotliwość ta była związana z obrotami wirnika fc=4XnN Hz, gdzie X wielokrotność 

częstotliwości. Gdy X=5 to częstotliwość fc=(20)(700/60)=233,33 Hz była zawarta w zakresie 

częstotliwości od 223 Hz do 235 Hz. Dolna granica filtru 223 Hz została wybrana  

w przypadku zmniejszenia się obrotów wirnika. Skuteczność rozpoznawania dźwięku 

maszyny prądu stałego bez uszkodzeń wynosiła 55-95%. Skuteczność rozpoznawania 

dźwięku maszyny prądu stałego ze zwarciem zezwojów wirnika wynosiła 65-85%. 

Skuteczność rozpoznawania dźwięku maszyny prądu stałego w zależności od parametru k 



 

została przedstawiona na rysunku 7. Wyniki były najlepsze kiedy parametr k był równy 

0,0004. 

 

Rys. 7. Skuteczność rozpoznawania dźwięku maszyny prądu stałego w zależności od parametru k 

 

4. Wnioski  

 

W artykule autor zaproponował oryginalne podejście do wykrywania i lokalizacji 

usterek pojawiających się w maszynie prądu stałego. Wdrożenie systemu diagnostycznego 

maszyny prądu stałego zostało opisane. Sygnały akustyczne były analizowane przez system 

rozpoznawania dźwięku. Algorytmy przetwarzania danych badano dla maszyny prądu 

stałego. Wyniki rozpoznawania dźwięku były dobre dla transformacji falkowej Symlet  

i zmodyfikowanego klasyfikatora opartego na słowach. Skuteczność rozpoznawania dźwięku 

maszyny prądu stałego wynosiła 55-95%. Opisane wdrożenie systemu może być korzystne 

dla ochrony maszyn. Diagnostyka może być bardziej skuteczna kiedy różne techniki 

diagnostyczne będą pracować razem, takie jak rozpoznawanie obrazów termicznych, 

sygnałów akustycznych, sygnałów elektrycznych maszyn. Ponadto, to podejście zredukuje 

koszty utrzymania i liczbę uszkodzonych maszyn. 
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