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Drzewa decyzyjne w badaniach zaplonnikéw artyleryjskich

Abstract: The article addressed the method for building decision trees paying attention to
the binary character of the tree structure. The methodology for building our decision tree
for KW-4 igniters was presented. It involves determining features of tested igniters and
applied predictors, which are necessary to create the correct model of the tree. The
classification tree was built based on the possessed test results, determining the adopted
post-diagnostic decision as the qualitative independent variable. The schema of the
resultant classification tree and the full structure of this tree together with the results in end
nodes were shown. The obtained graphic and tabular sequence of the designed tree was
characterized, and the prediction accuracy was evaluated on the basis of the resultant
matrix of incorrect classifications. The quality of the resultant predictive model was
assessed on the basis of the chosen examples by means of the ‘ROC’ curve and the graph
of the cumulative value of increase coefficient.
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Streszczenie: W artykule opisano metode budowy drzew decyzyjnych zwracajgc uwage na
binarny charakter struktury drzewa. Przedstawiono metodyke budowy drzewa dla za-
plonnikow typu KW-4, okreslajqgc cechy badanych zaplonnikow oraz zastosowane predyktory,
ktore sq niezbedne do tworzenia prawidlowego modelu drzewa. Na podstawie posiadanych
wynikow badan, zbudowano drzewo klasyfikacyjne, okreslajgc jako jakosciowq zmienng
niezalezng przyjetq decyzje podiagnostyczng. Pokazano schemat powstatego drzewa
klasyfikacyjnego oraz petng strukture tego drzewa tqcznie z wynikami w weztach koncowych.
Scharakteryzowano uzyskang graficzng i tabelaryczng sekwencje zaprojektowanego drzewa
oraz oceniono trafnos¢ predykcji na podstawie powstalej macierzy blednych klasyfikacji.
Oceniono na wybranych przykladach jakos¢ powstatego modelu predykcyjnego za pomocg
krzywej ,, ROC” oraz wykresu skumulowanej wartosci wspotczynnika przyrostu.

Stowa kluczowe: drzewa decyzyjne, zaptonnik, wezet, gataz, 1is¢, badania laboratoryjne
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1. Introduction

Decision or classification trees [4] appeared in the literature in the context of
sociological research. Brian Ripley considers that an article by J.N. Morgan and J.A.
Sonquist from 1963 was the first publication devoted to them. Although it was printed in
the Journal of the American Statistical Association, it regarded sociological issues. Decision
trees (and regression trees) settled in statistics in 1984, thanks to book [2]. In the field of
machine learning, decision trees began to be popularized a little earlier, that is in the late
70s by Quinlan, who was unaware of the works of Morgan and others, but referred to the
earlier works of psychologists and mentioned them as those that led him to the idea of
constructing a decision tree.

Using the language of mathematics [4], trees are defined as not directed acyclic and
coherent graphs. It is convenient to present them as directed trees with the only
distinguishable vertex, called the root, which is the initial vertex of the tree.

The purpose of this article was to design and build a decision tree based on previous
results of laboratory tests of artillery igniters. KW-4 igniters were used to achieve this goal.
The test results base of these igniters is the most numerous, which gives a high probability
of developing a decision tree with a high-quality level of its work. This article shows us the
possibility of applying decision tree theory to support making post-diagnostic decisions for
the tested artillery igniters. The decision tree designed in this article concerned the
evaluation module of tested igniters in the scope of the first laboratory diagnostic tests. The
purpose of using the designed decision tree algorithms is primarily to obtain a tree model
with the best predictive accuracy for the new test results.

2. The method for building decision trees

Itis a good idea to imagine decision trees [4] as objects in whose roots the entire learning
sample is concentrated, and the next elements of this sample are shifted along the branches
from top to bottom through the nodes. In each node, a decision is made to select a particular
branch, along with which the sample element will continue. In this way, at each node that is
not a leaf, the elements of the learning sample are divided into subgroups. The leaf is called
the end node of the tree. Under each node that is not a leaf, most often next to branches, the
criterion for dividing the subgroup that reaches that node into smaller subgroups that reach
the next nodes (children's nodes) is recorded. The criterion of the division made in a given
node is common (the same) for all elements of the learning sample that were in the node. The
elements of the sample are moved to one end node, which is the leaf of the tree, which is
usually assigned a label of the class of the analysed problem of discrimination and from which
come most elements of the learning sample that reach this leaf.

When building a decision tree [4], the question ‘Why to classify elements of the
learning sample whose class membership is known to us?’ will arise. The decision tree is
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built to enable the classification of future observations of the classes we do not know. The
decision tree is built on the basis of a learning sample. The learning sample determines the
form of the conditions for the division of elements going to a given node into subgroups
going further to the nodes. It is also up to the learning sample which node is accepted as
leaf, where no division occurs anymore and all observations that reach it are classified in
this, and not the other way.

It should be noted here an essential thing - if the decision tree is to be used to classify
future observations, then the division conditions must be in the form of conditions imposed
only on the values of the observation vector, and not on the belonging of these elements to
classes.

By designing decision trees, only binary trees are considered: that is, the trees whose
nodes (except leaves) have two children each. Such trees usually turn out to be the best,
which means that the basic principle of dividing the elements of the learning sample, which
were in a given node, will be dividing into two parts, i.e., we will pass to two nodes -
children. This division should be based on the best separation of this sample.

When all these requirements are given by the designer of a given decision tree, the
software [8] will automatically look for the proportion (fraction) of observation of a given
class in a node, considering them as approximations of the probability of occurrence of
a given class in this node. Such a solution to the distribution of data results will be the best
local division for a given designed decision tree.

3. The methodology for building the tree for KW-4 igniters

The test results of KW-4 igniters [3, 7] were prepared for the designed decision tree of
the first laboratory diagnostic tests. These igniters are used in artillery cartridges of 57 mm
to 152 mm calibres both in high-explosive blast-fragmentation projectiles, antitank-tracer
projectiles and also in blank projectiles. The results of the so-called scientific-research
inquiries that are not relevant to other test results, were eliminated. Only those tests were
taken for analysis, in which the type of test specified in the test methodology [6] was one
for test samples stored in the stores of the Polish Army's economic departments, which
means that only lots of igniters stored in the storage subset specified as ‘K’ and ‘L’ were
considered. All these restrictions were intended to create a homogeneous data results set
that can be analysed by the designed decision trees.

KW-4 igniter is an impact igniter. According to [1], it consists of a primer cap with
pyrotechnic mass, anvil, sealant, body, incendiary charge and a special seal. It can withstand
an internal pressure of about 300 MPa. During laboratory tests, the following were checked:
correct operation of the primer cap and ignition charge, corrosion of individual parts of the
igniter and humidity of powder and powder cube.

All properties (features) of KW-4 igniters were tested according to [6] and were
divided into five classes of importance (inconsistencies): A, B, C, D and E. Depending on
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the number of detected inconsistencies in individual importance classes during diagnostic
laboratory tests, a post-diagnostic decision is obtained, according to the evaluation module.

In the case of the designed decision tree for the analysed igniters, for the first laboratory
diagnostic tests, five different pieces of data (predictors) of the tested features were adopted,
which were the information obtained after the diagnostic tests, namely. Those were the
following predictors: the number of the inconsistencies in the importance class A (LA), the
number of the inconsistencies in the importance class B (LB), the number of the
inconsistencies in the importance class C (LC), the number of the inconsistencies in the
importance class D (LD) and the number of the inconsistencies in the importance class E (LE).

Therefore, in our case, the results of all tested features of a given igniter lot were the
values of the predictors. These parameters were written in numerical form, i.e.; if no
inconsistencies of a given class were found during the diagnostic test, then, the value zero
was provided. However, if inconsistencies were found in the tests, then a specific number
of these inconsistencies was given. The searched value was obtained based on a specific
post-diagnostic decision in accordance with the test methodology [6].

While designing a decision tree, we were dealing with a classification tree due to the
fact that it was possible to obtain several different post-diagnostic decisions, depending on
the number of inconsistencies received during the leading laboratory tests. According to the
evaluation module in the test methodology [6], six different post-diagnostic decisions could
be obtained as a result of the first laboratory tests .

While building our classification tree, additional auxiliary parameters were adopted,
whose task was to design the best classification tree for the test results of the analysed
igniters. The values of these parameters have been introduced in the software [8].

To sum up, the subject of the classification during the design and building process of
our decision tree was a set of data obtained during the first laboratory tests of KW-4 igniters.
The set of these data was regarded as a learning set for the new received diagnostic test
results. Each tested lot of igniters was characterized by the obtained results of the tested
features of these igniters, recorded in numerical form and entered into the database, which
constituted the learning set. A classification tree was built using the designed C&RT
algorithm.

4. Results of building a decision tree with the C&RT
method

For building our decision tree, the Classification and Regression Tree (C&RT) algorithm
was adopted, which works on recursive binary division of objects from the learning sample
into two subsets. The problem of ending the division of the set, i.e., the initial ordering, was
solved by applying the heuristic rule that the division should be abandoned if there is no
significant decrease in the degree of object diversity in the tested set.
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In the case of building a tree for the first laboratory tests of KW-4 igniters, a qualitative
dependent variable, called ‘DEC’, was adopted, which is the post-diagnostic decision
obtained after the first laboratory tests. The decision may take the form of ‘B5’, ‘B3’, ‘B’,
‘Z’ and “W’. A detailed description of possible diagnostic decisions is presented in [6]. The
database of test results for these igniters was prepared according to such a key that all data
entered into this database constituted a certain homogeneity.

The so-called costs of incorrect classification at ‘equal’ levels were adopted as a
criterion for the predictive validity of building a tree. In such a way, the reduction of costs
will minimise the proportion of misclassified cases, while a priori probabilities will be
proportional to the size of the classes, and the misclassification costs in each class will be
the same.

The value of a priori probability at the ‘estimated’ level was also assumed in the case
of our qualitative dependent variable. Then, the minimisation of costs means the smallest
proportion of misclassification cases, provided that a priori probabilities are proportional to
the size of the classes and the costs of incorrect classifications are equal in all classes as
previously adopted.

The rules for the division of the designed tree in terms of goodness of fitting, as in the
Gini index, which specifies the measure of heterogeneity (inconsistency) of the node, are
also indicated.

The next step in building the tree was to choose the ‘stop’ criterion (rule). The level
‘cut at the error of wrong classification” was adopted, in which the minimal number of end
nodes was determined at a level of ‘50°, which means that the process of pruning the tree
will begin when the number of cases in the leaf of the tree reaches this value. The maximum
number of nodes at the value level ‘1000’ is also indicated.

In the last step, the option of estimating the model error using multiple cross-validation
(multiple cross-test) was specified. The number of repetitions for the v-fold cross-test was
determined at the level of “10°, as this value is recommended by the authors of the software.

As a result of the completion of the process of building our tree model, among the
designed trees, the programme automatically selected one tree with the best parameters.
This is tree number 3, the scheme of which is shown in fig. 1.
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Tree 3 for DEC
The number of divided nodes: 3, the number of end nodes: 4
—B5 D=1 N=521
—_BP B5
—Z
—B3 |_|
W =
Lc
=1 5 » ;.5
D=2 : N=631 D=3 ' =60
B5 B3
|_| = P I P
LE Lc
r 1 1 r 1 1
=25 >25 =25 >25
D=4 : N=501 D=5 ' =30 D=26 N=3Z D=27 : N=2%
BS B3 B3 BP
H — [l [l |_| [

Fig. 1. The scheme of the tree number 3 for first laboratory tests

As can be seen in fig. 1, tree number 3 was selected, which has 3 divided nodes and 4
end nodes (leaves), thus, it is little developed. The presented scheme does not include some
nodes that have been removed due to the pruning process (pruning-one of the nodes has the
ID number 27). The exact number structure of tree number 3 is shown in fig. 2.

The structure of the tree number 3 (KW4 RB=1)

Dependent variable: DEC

Options: Quality dependent, Tree number 3

Left | Right [MNode |N class|M class|N class [N class M class| Chosen | Divide | Divide

Mode number |branch| branch | size | B5 BP z B3 W class | varable | constant
1 | 2 3 691 552 22 21 81 15 BS LC 1.5
2 4 5 631 544 6 17 58 6 BS LB 25
4 601 541 6 6 44 4 B5
5 30 3 0 11 14 2 B3
3 26 27 60 8 16 4 23 9 B3 LC 25
26 32 g 2 0 20 2 B3
27 28 0 14 4 3 7 BP

Fig. 2. The structure of the tree number 3 for first laboratory tests

In the presented table, you can see a description of the exact data in all nodes, including
the total number of the given node, the number of the adopted individual classes and the
selected class that is the name of each node. Branches in divided nodes and parameters for
the division of these nodes were also determined.

An important advantage of the C&RT algorithm [5] is the simultaneous comparison of
the cost of re-substitution with the error rate calculated on the test set. Figure 3 shows us
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just such a sequence of costs, which is created from the data contained in the tree sequence
table, shown in fig. 4. Although tree number 2 has the lowest CT cost (cross-test), however,
tree number 3 was chosen by software as the one with the ‘correct size’.

The sequence of costs

0.21

The cost

Dependent variable: DEC

3

4 5

0 T o Cost resubst.
The tree number —e— CostCT
Fig. 3. The sequence of costs of tree number 3 for first laboratory tests
The sequence of trees (KW4 RB=1)
Dependent variable: DEC
The best tree marked *
Final SC SC std. Cost of Node
nodes cost error resubstitution | complexity |
Tree 1 [ 61 0154848 0,013762 0137482 0,000000
Tree 2 5 0.151954 0.013656 0138929  0.001447
*Tree 3 4 0160637 0,013969 0147612 0.008683
Tree 4 3 0.176556 0.014505 0.163531 0.015919
Tree 5 2 0,180897 0014644 0179450  0.015919
Tree 6 1 0,201158  0.,015250 0,201158  0,021708

Fig. 4. The sequence of trees for first laboratory tests

The next step in the analysis of building the tree model was to assess the accuracy of
the prediction. The simplest tool to assess the correctness of classification [4] is the created
matrix of incorrect classifications (fig. 5). This matrix compares the observed classes and
the predicted classes. In our case, we received automatically calculated prediction errors,
which are located in the row ‘% from line’ for the individual predicted post-diagnostic

decisions.
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Matrix of classification 3 (KW4 RB=1)

Dependent variable: DEC

Options: Quality dependent, Attempt to analysis

Observed | Predicted | Predicted | Predicted | Predicted | Predicted | Together in

B5 BP z B3 W the line

Number [ B5 541 il 5&2
% from column 90.02% 0.00% 17.74%
% from line 98.01% 0.00% 0.00% 1.99% 0.00%
% from total 78.29% 0.00% 0.00% 1.59% 0.00% 79.88%
Number BP B 14 2 22
% from column 1.00% 50.00% 3.23%
% from line 27.27T%  63.64% 0.00% 9.09% 0.00%
% from total 0.87% 2.03% 0.00% 0.29% 0.00% 3.18%
Number z 6 4 11 4
% from column 1.00% 14.29% 17.74%
% from line 28.57%  19.05% 0.00% 52.38% 0.00%
% from total 0.87% 0.58% 0.00% 1.59% 0.00% 3.04%
Number B3 44 3 34 81
% from column 7.32%  10.71% 54.84%
% from line 54.32% 3.70% 0.00% 41.98% 0.00%
% from total 6.37% 0.43% 0.00% 4.92% 0.00% 11.72%
Number W 4 7 4 15
% from column 0.67%| 25.00% 6.45%
% from line 26.67% 46.67% 0.00% 26.67% 0.00%
% from total 0.58% 1.01% 0.00% 0.58% 0.00% 217%
Number Total groups 601 28 62 691
% together 86.98% 4.05% 0.00% 5.97% 0.00%

Fig. 5. The matrix of incorrect classifications for first laboratory tests

Importance of predictors 3 (KW4 RB=1)
Dependent variable: DEC
Options: Quality dependent, Tree number 3

Variable | Importance

rank
LC | 1008 1,000000
LD 82 0.816631
LB 43 0425306
LA 38 0.382962
LE 0 0,000000

Fig. 6. The ranking of importance of predictors for first laboratory tests

For example, for the observed BP class, the prediction error for the ‘Predicted B3’
class is 0.29%. It should be emphasized here that the usefulness of building a tree model is
not only determined by the accuracy of the prediction of the entire solution, but also by the
accuracy of the prediction of individual classes of the model. The matrix of incorrect
classifications is also the starting point for calculating other measures, e.g., sensitivity,
specificity, F measure or G mean.

The next step was to compile the rankings of predictors' importance and, if need be, to
prepare their graph. The table in figure 6 shows us such a ranking of predictor importance.
It shows that the LE predictor is not statistically significant, and the ‘LC’ predictor is the
most significant that is most important (variable rank).
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The lift chart - the lift value

Cumulative - the chosen class DEC: BS

.

The lift value
=1 =1 =1 o e e
=] - o =] =] [X]

=]
=]

0,88

0 10 20 30 40 &0 8O0 TO 80 @2 100 110 Enfire Set
The percentile

—— Tresehiodel
Fig. 7. The lift chart for B5 decision

There is one more tool in the software [8] to assess the quality of the resulting
predictive model. It is a graph of the cumulative value of the lift chart, which is a graphical
summary of the model’s usability to predict the value of a dependent variable.

An example of the graph of the increasing value for the B5 class is shown in fig. 7.
Graphs of this type were created for all post-diagnostic decisions. Axis (y) displays the
increasing values, that is the multiples of the reference line, and axis (x) defines the
‘percentile’ values. Intuitively speaking, the percentile is that falls below the values of
a given percentage of samples.

From this graph, it can be read that taking, for example, 10% of cases most likely
classified to B5 class (with the highest probability of classification) we will receive a sample
that contains about 1,128 times more cases than if the selection was random. The resulting

graph is created for changing sets, which contain an increasing number of cases with the
highest probability of getting to the class. The created model in this way consequently
shows that the next one contains the previous one (in this sense, the graph is cumulative).
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The curve ROC for DEC (BP)
TreeMode!
The surface under curve: 0,.850183
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Fig. 8. The ROC curve for BP decision

Another tool for assessing the performance of the built model is the ROC curve
(Receiver Operating Characteristic), which has many applications. In particular, it is used
to assess the quality of the model, which predicts belonging to different classes. A very
useful indicator of the quality of the resulting model is the area under this ROC curve: the
larger it is, the better the built model will be. An example of such a curve for the BP class
is shown in figure 8. As you can see, the area under the curve is 0.850183, which means
that the built model in this class is good. ROC curves have been developed for all possible
kinds of dependent variables in the model, which is for post-diagnostic decisions.

5. Summary

The article was an attempt to design and build a decision tree model according to the
C&RT method for KW-4 igniters, which are used in artillery cartridges from 57 mm to 152
mm calibres. The purpose specified at the beginning of the article has been fully achieved.
The necessary parameters for building the correct tree were determined, which ultimately
led to the building and selection of the best classification tree model. Thanks to the
specialized computer software [8], a tree model was built, whose best form (number 3) was
automatically chosen by this software. The performed tree pruning procedure limited its
size and presented the form of this tree, which is the most optimal for the tree predictors
assumed at the beginning. The pruning process is carried out according to the principle that
it is better to have a smaller model because it is more universal in practice.

Thanks to designing and building our classification tree, we can now make a quick
assessment of newly tested lots of KW-4 igniters. The implementation of this decision tree
to the assessment process requires connecting the computers with the new test results to the
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software [8], where our designed and built evaluation model is installed. The new predictor
values obtained from the tests enable the designed tree model to quickly evaluate these new
lots of igniters by automatically determining the post-diagnostic decision. Obviously, the
use of the built classification tree requires, in practice, the permission to implement this
tool. From a practical point of view, the use of this tool seems to be a necessity, because the
built classification tree automatically indicates the correct post-diagnostic decision for the
newly tested lots of igniters. In this way, the weakest link in the assessment process, which
is a human element, is avoided.

It appears that artificial intelligence, which storms most scientific fields, will be also
used for evaluating of the results after testing special elements of technical objects, which
are KW-4 igniters. Similar classification trees can be designed and built for other types of
tested artillery igniters. A necessary condition is to have a database that will contain the
results of the previously conducted diagnostic laboratory tests.
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DRZEWA DECYZYJNE W BADANIACH
ZAPLONNIKOW ARTYLERYJSKICH

1. Wprowadzenie

Drzewa zwane decyzyjnymi lub klasyfikacyjnymi [4] pojawily sie w literaturze
w kontek$cie badan socjologicznych. Brian Ripley uwaza za pierwsza publikacje im
poswiecong artykut J.N. Morgana i J.A. Sonquista z roku 1963, co prawda wydrukowany
w czasopi$mie Journal of the American Statistical Association, ale dotyczacy tematyki
socjologicznej. Drzewa decyzyjne (i regresyjne) zadomowily si¢ w statystyce w roku 1984
dzieki ksigzce [2]. W dziedzinie uczenia maszynowego drzewa decyzyjne zaczely byé
popularyzowane nieco wczesniej, bo w konicu lat 70. przez Quinlana, nieznajgcego zreszta
prac Morgana i innych, za to powolujagcego si¢ na wczesniejsze prace psychologow
i wymieniajacego je jako te prace, ktore naprowadzily go na ide¢ konstrukcji drzewa
decyzyjnego.

Postugujac si¢ jezykiem matematyki [4], drzewa definiuje si¢ jako nieskierowane
grafy acykliczne i spojne. Wygodnie jest je przedstawi¢ jako drzewa skierowane, majace
jedyny dajacy sie¢ wyr6zni¢ wierzchotek, nazywany korzeniem, bedacy wierzchotkiem
poczatkowym drzewa.

Celem tego artykutu bylo wigc zaprojektowanie oraz zbudowanie drzewa decyzyjnego
w oparciu o dotychczasowe wyniki badan laboratoryjnych zaptonnikéw artyleryjskich. Do
realizacji tak postawionego celu wzigto zaptonniki typu KW-4. Baza wynikow badan tych
zaptonnikéw jest najliczniejsza, co daje duze prawdopodobienstwo opracowania drzewa
decyzyjnego o wysokim poziomie jakosciowym jego pracy. Artykul ten pokazuje nam
mozliwo$¢ zastosowania teorii drzew decyzyjnych do wspomagania podejmowania decyzji
podiagnostycznych dla badanych zaptonnikow artyleryjskich. Projektowane w tym artykule
drzewo decyzyjne dotyczylo modutu ocenowego badanych zaptonnikéw w zakresie
pierwszych laboratoryjnych badan diagnostycznych. Celem stosowania projektowanych
algorytmow drzew decyzyjnych jest przede wszystkim otrzymanie modelu drzewa
o najlepszej trafnosci predykcyjnej dla nowych wynikéw badan.
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2. Metoda budowy drzew decyzyjnych

Drzewa decyzyjne [4] dobrze jest wyobrazi¢ sobie jako obiekty, w ktorych korzeniach
jest skupiona cala proba uczaca i nastepnie kolejne elementy tej proby sg przesuwane
wzdluz gatezi, z gory na dot przez wezty, w kazdym jest podejmowana decyzja o wyborze
gatezi, wzdhuz ktorej bedzie przesuwany element proby. W ten sposéb w kazdym wezle,
ktory nie jest liSciem, jest dokonywany podziat elementow proby uczacej, na podgrupy.
Lisciem nazywa si¢ wezet koncowy drzewa. Pod kazdym weztem, ktory nie jest liSciem,
najczesciej przy gateziach, zapisywane jest kryterium podziatu podgrupy docierajacej do
tego wezta na mniejsze podgrupy, ktore dotrg do weztdow nastepnych (weztow dzieci).
Kryterium podziatu dokonywanego w danym wezle jest wspélne (takie samo) dla
wszystkich elementow proby uczacej, ktore znalazly sie w tym wezle. Elementy proby sg
przesuwane az do ktoregos wezla koncowego, czyli liscia drzewa, ktoremu zwykle
przypisuje si¢ etykiete tej klasy analizowanego problemu dyskryminacji, z ktorej pochodzi
najwiecej elementéw proby uczacej, ktore dotarly do tego liscia.

Budujac drzewo decyzyjne [4], nasuwa si¢ pytanie, po co klasyfikowaé elementy
proby uczacej, ktorych przynalezno$¢ do klas jest nam znana. Drzewo decyzyjne jest po to
budowane, aby umozliwi¢ klasyfikowanie przysztych obserwacji, o ktérych nie wiemy, do
jakich klas nalezg. Drzewo decyzyjne budowane jest na podstawie proby uczacej. To od
niej zalezy postaé warunkow podziatu elementéw trafiajacych do danego wezla na
podgrupy trafiajace dalej do weztdw. To od niej tez zalezy, ktory wezet zostaje uznany za
lis¢, gdzie zaden podziat juz nie nastepuje i wszystkie obserwacje, ktore don dotra zostaja
tak, a nie inaczej zaklasyfikowane.

Zauwazy¢ nalezy tu rzecz niezwykle istotng — jesli drzewo decyzyjne ma stuzy¢ do
klasyfikowania przysztych obserwacji, to warunki podzialu musza mie¢ posta¢ warunkow
narzuconych wylacznie na wartosci wektora obserwacji, a nie na przynalezno$¢ tych
elementow do klas.

Projektujac drzewa decyzyjne, rozwaza si¢ w wigkszosci tylko drzewa binarne, czyli
takie, ktorych wezly (poza lis§émi) majg po dwoje dzieci. Takie drzewa najczgséciej okazuja
si¢ najlepsze, czyli podstawowa zasada podzialu elementow proby uczacej, ktore znalazty
si¢ w danym wezle, bedzie podziat na dwie czg¢sci, tzn. przechodzi¢ bedziemy do dwoch
weztow — dzieci. Podzial ten powinien polegac na najlepszym rozdzieleniu tej proby.

Gdy te wszystkie wymagania zostang podane przez projektanta danego drzewa
decyzyjnego, oprogramowanie [8] samo automatycznie bedzie szukato proporcji (frakcji)
obserwacji danej klasy w wezle, uznajac je za przyblizenia prawdopodobienstw pojawienia
si¢ w tym wezle obserwacji danej klasy. Takie rozwigzanie podziatu wynikéw danych,
bedzie dla danego projektowanego drzewa decyzyjnego podziatem lokalnie najlepszym.

107



Dariusz Amputa

3. Metodyka budowy drzewa dla zaptonnikow KW-4

Do projektowanego drzewa decyzyjnego dla pierwszych laboratoryjnych badan
diagnostycznych przygotowano wyniki badan zaplonnikéw typu KW-4 [3, 7]. Zaptonniki
te sa stosowane w nabojach artyleryjskich kalibru od 57 mm do 152 mm, i to zar6wno
w pociskach odtamkowo-burzacych, jak i w pociskach przeciwpancerno-smugowych,
a takze w pociskach §lepych. Wyeliminowano wyniki badan tzw. dociekan naukowo-
-badawczych, ktore nie s3 miarodajne do pozostatych wynikéw badan. Do analizy wzigto
tylko badania, w ktorych okreslony w metodyce badawczej [6] rodzaj badania wynosit
warto$¢ jeden dla probek badawczych sktadowanych w magazynach oddziatow
gospodarczych Wojska Polskiego, co oznacza, ze rozpatrywano tylko badane partie
zaptonnikéw sktadowane w podzbiorze przechowywania okreslonym jako ,,K” i ,L”.
Wszystkie te ograniczenia mialy na celu stworzenie jednorodnego zbioru wynikéw danych,
ktory bedzie mogt by¢ analizowany przez projektowane drzewa decyzyjne.

Zaptonnik typu KW-4 jest zaptonnikiem uderzeniowym. Sktada si¢ on wedtug [1] ze
sptonki zapalajacej z masg pirotechniczna, kowadetka, uszczelniacza, kadtluba, tadunku
zapalajacego i specjalnego uszczelnienia. Wytrzymuje on cisnienie wewngtrzne ok. 300
MPa. Podczas badan laboratoryjnych sprawdzane byty m.in.: prawidtowe dziatanie sptonki
zapalajacej oraz tadunku zapalajacego, kontrolowana byta rowniez korozja poszczegdlnych
cze$ci zaptonnika, a takze sprawdzana byta wilgotnos$¢ podsypki i kostki prochowej.

Badane wszystkie wlasciwosci (cechy) zaptonnikow KW-4 wedtug [6] podzielone
zostaty na pie¢ klas waznos$ci (niezgodnosci): A, B, C, D i E. W zalezno$ci od liczby
wykrytych niezgodno$ci w poszczegdlnych klasach waznosci podczas diagnostycznych
badan laboratoryjnych, otrzymuje si¢ okreslong, zgodnie z modutem ocenowym decyzje
podiagnostyczng.

W przypadku projektowanego drzewa decyzyjnego dla analizowanych zaptonnikow,
dla pierwszych laboratoryjnych badan diagnostycznych, przyjeto pig¢ réznych danych
(predyktorow) badanych cech, ktorymi byty informacje uzyskane po przeprowadzonych
badaniach diagnostycznych, a mianowicie byty to predyktory: liczba niezgodnosci w klasie
waznosci A (LA), w klasie wazno$ci B (LB), w klasie waznosci C (LC), w klasie waznosci
D (LD) i w klasie waznoéci E (LE).

Wyniki wszystkich badanych cech danej partii zaptonnika stanowity wiec w naszym
przypadku warto$ci predyktorow. Parametry te byly zapisane w postaci liczbowej, tzn.
jezeli podczas badania diagnostycznego nie stwierdzono zadnych niezgodno$ci danej klasy,
wowczas dostarczona zostala warto$¢ zero. Natomiast, jezeli w badaniach wykryto
niezgodnos$ci, wowczas podana byta ich konkretna liczba. Warto$cig szukang byta uzyskana
konkretna decyzja podiagnostyczna zgodnie z zapisami metodyki badawczej [6].

W naszym projektowanym drzewie decyzyjnym mieliSmy do czynienia z drzewem
klasyfikacyjnym z uwagi na fakt, ze istniata mozliwo$¢ uzyskania kilku réznych decyzji
podiagnostycznych, w zaleznosci od liczby niezgodnoséci otrzymanych podczas prowa-
dzonych badan laboratoryjnych. Zgodnie z modulem ocenowym w metodyce badawczej
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[6], w wyniku przeprowadzonych pierwszych badan laboratoryjnych mozna bylo otrzymacé
sze$¢ roznych decyzji podiagnostycznych.

Podczas budowy naszego drzewa klasyfikacyjnego przyjeto dodatkowe parametry
pomocnicze, ktérych zadaniem byto zaprojektowanie najlepszego drzewa klasyfikacyjnego
dla posiadanych wynikéw badan analizowanych zaptonnikéw. Wartos$ci tych parametréw
zostaty wprowadzone do oprogramowania [8].

Reasumujgc, przedmiotem klasyfikacji podczas projektowania i budowy naszego
drzewa decyzyjnego byl zbior danych uzyskanych podczas pierwszych badan labo-
ratoryjnych zaptonnikéw typu KW-4. Zbior tych danych byt traktowany jako zbidr uczacy
dla nowych otrzymywanych wynikéw badan diagnostycznych. Kazda badana partia
zaptonnikow byta charakteryzowana przez otrzymane wyniki badanych cech tych
zaplonnikoéw, zapisane w postaci liczbowej i wprowadzone do bazy danych, ktora stanowity
zbidr uczacy. Zaprojektowane zostalo drzewo klasyfikacyjne zbudowane za pomoca
algorytmu C&RT.

4. Wyniki budowy drzewa decyzyjnego metodg C&RT

Do budowy naszego drzewa decyzyjnego przyjeto algorytm C&RT (Classification
and Regression Trees), ktorego dziatanie polega na rekurencyjnym binarnym podziale
obiektow z proby uczacej na dwa podzbiory. Problem zakonczenia podziatu zbioru,
tj. porzadkowania wstgpnego, zostal rozwiazany przez zastosowanie reguty heurystycznej,
mowiacej o tym, ze nalezy zaniecha¢ podziatu, gdy nie nastgpuje znaczacy spadek stopnia
zrdéznicowania obiektow w badanym zbiorze.

W przypadku budowy drzewa dla pierwszych laboratoryjnych badan zaptonnikow
typu KW-4, przyjeto jako§ciowa zmienng zalezng oznaczong jako ,,DEC”, ktéra oznacza
uzyskang decyzje podiagnostyczng po pierwszych badaniach laboratoryjnych. Decyzja ta
moze przyjmowac postac: ,,.BS”, ,,B3”, ,BP”, ,Z” i ,,W”. Szczegotowy opis mozliwych
decyzji diagnostycznych zostal przedstawiony w [6]. Baza wynikéw badan tych za-
ptonnikow byta przygotowana wedhug takiego klucza, aby wszystkie dane wprowadzone
do tej bazy stanowity pewng jednorodnosc.

Przyjeto jako kryterium trafnos$ci predykcyjnej budowanego drzewa tzw. koszty
btednych klasyfikacji na poziomie ,,réwne”, wowczas minimalizacja kosztow spowoduje
minimalizacj¢ proporcji przypadkow blednie zakwalifikowanych, przy czym prawdo-
podobienstwa a priori bgda proporcjonalne do liczebnosci klas, a koszty btednych
klasyfikacji w kazdej z klas beda takie same.

Zalozono takze warto$¢ prawdopodobiefistwa a priori na poziomie ,,szacowane”
w przypadku naszej jako$ciowej zmiennej zaleznej, wowczas minimalizacja kosztow
oznacza najmniejszg proporcje btednych klasyfikacji przypadkéw, o ile prawdo-
podobienstwa a priori sg proporcjonalne do wielkosci klas, a koszty btednych klasyfikacji
sa rowne we wszystkich klasach, co zostalo wczesniej przyjete.
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Zaznaczono réwniez reguly podzialu projektowanego drzewa w zakresie dobroci
dopasowania jako indeks (miar¢) Giniego, ktdry okresla miar¢ niejednorodnosci (nie-
spdjnosci) wezta.

Kolejnym krokiem w budowie drzewa byt wybor kryterium (reguty) ,,stopu”. Przyjeto
poziom ,,przytnij przy bledzie ztej klasyfikacji”’, w ktorym okreslono minimalng liczno$é
wezta koncowego na poziomie wartosci ,,50”, co oznacza, ze proces przycinania drzewa
rozpoczynal si¢ bedzie w chwili, kiedy liczba przypadkow w lisciu drzewa osiagnie
te warto$¢. Zaznaczono takze maksymalng liczbe we¢ztow na poziomie wartoscei ,,1000”.

W ostatnim kroku okre§lono opcj¢ szacowania btgdu modelu z wykorzystaniem
wielokrotnej walidacji krzyzowej (wielokrotnego sprawdzianu krzyzowego). Okreslono
liczbe powtorzen dla v-krotnego sprawdzianu krzyzowego na poziomie wartosci ,,107,
gdyz taka warto$¢ polecaja autorzy oprogramowania.

W efekcie zakonczenia procesu budowy modelu naszego drzewa, sposrod zaproje-
ktowanych drzew program wybral automatycznie jedno drzewo o najlepszych parametrach.
Jest to drzewo numer 3, ktérego schemat zostat pokazany na rys. 1.

Drzewo 3 dla DEC
Liczba weztdw dzielonych: 3, liczba weztow korficowych: 4

—B5 o=1 N=gaT
—BF BS
—7
—B3
—W —
T
L
1
T 1
<=15 *1.5
o= ' FI=R 2T =73 ! F=ET)
B B2
H L — 11 —. |_| 1
LB LC
r L 1 r L 1
<=25 »25 <=25 »25
=4 : N=501 =5 : N=30 I5=25 : N=3Z =27 : N=2%
BE B3 B3 BF
H — [l | |_| [l

Rys. 1. Schemat drzewa nr 3 dla pierwszych badan laboratoryjnych

Jak wida¢ z rys. 1, drzewo nr 3 posiada trzy wezty dzielone oraz cztery wezly koncowe
(liscie), jest wigc mato rozbudowane. Przedstawiony schemat nie uwzglednia niektérych
weziow, ktore zostaly usuniete dzieki zastosowanemu procesowi przycinania (pruning —
jeden z weztdbw ma numer ID = 27). Dokladna struktura liczbowa drzewa nr 3 zostala
przedstawiona na rys. 2.

W przedstawionej tabeli wida¢ opis doktadnych danych we wszystkich weztach
z wyszczego6lnieniem licznosci catkowitej danego wezta, licznos$ci poszczegodlnych przyje-
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tych klas, a takze wybrana klasg, czyli nazwe kazdego wezta. Okreslono takze galezie
w wezlach dzielonych oraz parametry podziatu tych weztdéw.

Wazng zaleta algorytmu C&RT [5] jest jednoczesne zestawienie kosztu resubstytucji
ze wspodlczynnikiem bledu obliczonym na zbiorze testowym. Rys. 3 przedstawia nam
wlasnie takg sekwencje kosztow, ktéra powstaje z danych zawartych w tabeli sekwencji
drzew, pokazanej na rys. 4. Chociaz drzewo nr 2 ma najnizszy koszt SK — sprawdzianu
krzyzowego, to jednak drzewo nr 3 zostalo wybrane przez oprogramowanie jako to
o ,,wlasciwym rozmiarze”.

Struktura drzewa 3 (KW4 RB=1)
Zmienna zalezna: DEC
Opcje: Jakosciowa zalezna, Drzewo numer 3
Lewa | Prawa | Liczno5¢ |N klasy|N klasy| N klasy N klasy|N klasy | Wybrana | Podziat | Podziat
Nr wezia|gataz| galaz | wezla B5 BP Z B3 w klasa | zmienna | stata
1 [ 2 6 562 22 2 81 15 B5 LC 1.5
2 4 5 631 544 6 17 58 B B5 LB 25
4 601 | 6 6 44 4 B5
5 30 3 0 " 14 2 B3
3 26 27 60 8 16 4 23 9 B3 LC 25
26 32 8 2 0 20 2 B3
27 28 0 14 4 3 7 BP
Rys. 2. Struktura drzewa nr 3 dla pierwszych badan laboratoryjnych
Sekwencja kosztow
Zmienna zalezna: DEC
0.21
0.20
0.19
0.18
& 017
a2
0.16
0.15
0.14
0.13 - - : s - :
0 1 2 3 4 5 6 7

—e— Koszt resubst.
Drzewo numer —e— Koszt SK

Rys. 3. Sekwencja kosztow drzewa nr 3 dla pierwszych badan laboratoryjnych

Kolejnym krokiem w analizie zbudowanego modelu drzewa byta ocena trafnosci
predykcji. Najprostszym narzedziem do oceny poprawnosci klasyfikacji [5] jest powstata
macierz blednych klasyfikacji (rys. 5). Macierz ta zestawia klasy obserwowane i klasy
przewidywane. W naszym przypadku otrzymali$my automatycznie wyliczone btedy pre-
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dykcji, ktore znajduja si¢ w wierszu ,,Procent z wiersza” dla poszczegélnych
przewidywanych decyzji podiagnostycznych.

Przyktadowo, dla klasy obserwowane ,,BP” blad predykcji dla klasy ,,Przewidywana
B3” wynosi 0,29%. Nalezy tu podkresli¢, ze o przydatnosci zbudowanego modelu drzewa
nie decyduje wylacznie trafno$¢ predykcji catego rozwigzania, ale réwniez trafno$é
predykcji poszczegdlnych klas modelu. Macierz btgdnych klasyfikacji jest takze punktem
wyjscia do obliczenia innych miar, np. czuto$ci, specyficznosci, miary F (F measure) czy
sredniej G (G-mean).

Sekwencja drzew (KVW4 RB=1)

Zmienna zalezna: DEC

Majlepsze drzewo oznaczono *

Koncowe SK SK std. | Resubstytucji Wezet
wezly koszt btad koszt ztoZonosc

Drzewo 1 | 61 0154848 0,013762 0,137482  0,000000
Drzewa 2 5 0,151954 0,013656 0,138929  0,001447
*Drzewo 3 4 0160637 0013989 0,147612  0,008683
Drzewo 4 3 0.176556) 0.014505 0.163531  0.015919
Drzewo 5 2/ 0,180897 0,014644 0,179450  0,015913
Drzewo 6 1 0.201158  0,015250 0,201158  0,021708

Rys. 4. Sekwencja drzew dla pierwszych badan laboratoryjnych

Macierz klasyfikacji 3 (KW4 RB=1)

Zmienna zalezna: DEC

Opcje: Jakosciowa zalezna, Praba do analizy

Obserw. | Przewidy |Przewidy| Przewidy | Przewidy | Przewidy | bacznie w

wana B5 |wana BP| wanaZ | wana B3 | wana W | wierszu

Liczba [ B5 541 11 552
Procent z kolumnny 90.02%  0.00% 17.74%
Procent z wiersza 98.01%  0.00% 0.00% 1.99% 0.00%
Procent z ogdtu 78.29%  0.00% 0.00% 1.59% 0.00% 79.88%
Liczha BP 6 14 2 22
Procent z kolumnny 1.00% 50.00% 3.23%
Procent z wiersza 2727% 63.64% 0.00% 9.09% 0.00%
Procent z ogdtu 0.87% 2.03% 0.00% 0.29% 0.00% 3.18%
Liczba z 3 4 ikl 21
Procent z kolumnny 1.00% 14.29% 17.74%
Procent z wiersza 28.57T% 19.05% 0.00%  52.38% 0.00%
Procent z ogdtu 0.87% 0.58% 0.00% 1.59% 0.00% 3.04%
Liczba B3 44 3 34 81
Procent z kolumnny 7.32% 10.71% 54.84%
Procent z wiersza B4.32% 3.70% 0.00%  41.98% 0.00%
Procent z ogdtu 6.37% 0.43% 0.00% 4.92% 0.00% 11.72%
Liczba W 4 7 4 15
Procent z kolumnny 0.67% 25.00% 6.45%
Procent z wiersza 26.67% 46.67% 0.00% 26.67% 0.00%
Procent z ogétu 0.58% 1.01% 0.00% 0.58% 0.00% 2.17%
Liczba Ogét grup 601 28 62 61
Procent tacznie 86.98% 4.05% 0.00% 8.97% 0.00%

Rys. 5. Macierz btednych klasyfikacji dla pierwszych badan laboratoryjnych
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Kolejnym krokiem byto zestawienie rankingu waznos$ci predyktorow oraz ewentualne
sporzadzenie ich wykresu. Tabela przedstawiona na rys. 6 przedstawia nam taki ranking
waznosci predyktorow. Wida¢ w niej, ze predyktor ,,LE” jest nieistotny statystycznie,
a predyktor ,,LC” jest najbardziej istotny, czyli najbardziej wazny (zmn. ranga).

Waznos¢ predyktordw 3 (KW4 RB=1)
Zmienna zalezna: DEC

Opcje: Jakosciowa zaleZzna, Drzewo numer 3

zmn. Waznosc
ranga

LC | 100 1,000000

LD 82 0.816631

LB 43 0.425306

LA 38 0,352962

LE 0 0.000000

Rys. 6. Ranking waznosci predyktorow dla pierwszych badan laboratoryjnych

Wykres przyrostu - wartoS¢ przyrostu
Skumulowany

Wybrana klasa DEC:- B5
1,14
1,12 \
II
II
1,10 \
II
= I_'I
z 1,08 \
= 4
E 106
e \
g \
E \
£ 1.04 \
\
1,02 '.I
I'-I
1,00 -
0,98
0 10 20 30 40 50

60 7o 80 90 100 110 Caty zbiér
Percentyl

—— TreeModel
Rys. 7. Wykres przyrostu dla decyz;ji ,,B5”

W oprogramowaniu [8] wystepuje jeszcze jedno narzedzie pozwalajace oceni¢ jakosé
powstatego modelu predykcyjnego. Jest nim wykres skumulowanej warto§ci wspotczynnika
przyrostu (lift chart), ktory jest graficznym podsumowaniem uzytecznosci modelu do

przewidywania wartosci zmiennej zalezne;.

Przyktadowy wykres warto$ci przyrostu dla klasy ,,B5” przedstawia rys. 7. Wykresy
tego typu zostaly stworzone dla wszystkich decyzji podiagnostycznych. Na osi (y)
wyswietlane sg wartosci przyrostu, czyli wielokrotnos$ci wzgledem linii odniesienia, a na
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osi (X) wpisane sa wartosci ,,percentyl”, czyli intuicyjnie moéwiac, percentyl jest wielko$cia,
ponizej ktdrej padajg wartosci zadanego procenta probek.

Z wykresu tego mozna odczyta, ze bioragc np. 10% przypadkow najpewniej za-
klasyfikowanych do klasy ,B5” (o najwyzszych prawdopodobienstwach klasyfika-
cyjnych) otrzymamy probke, ktora zawiera ok. 1,128 razy wigcej przypadkow niz gdyby
wybor byl losowy. Powstaly wykres tworzony jest dla zmieniajacych si¢ zbiorow, ktore
zawieraja zwigkszajaca si¢ liczbe przypadkéw o najwigkszym prawdopodobienstwie
trafienia do klasy, wynikajacym z tworzonego modelu tak, ze nast¢pny zawiera poprzedni
(w tym sensie wykres jest skumulowany).

Krzywa ROC dia DEC (EP)
TresModel
Powierzchnia pod krzywa: 0,850183
1.2

1.0 =

0,8 I -
0,6 -

0.4 /

0,2 -

0,0 e

Czutosé
N,

-0.2
-0,2 0,0 0.2 0.4 0,6 02 1,0 1.2

1-Specyficznosc

Rys. 8. Wykres krzywej ,,ROC” dla decyzji ,,BP”

Kolejnym narzedziem stuzacym ocenie dziatania zbudowanego modelu jest krzywa
»ROC” (Receiver Operating Characteristic), ktora ma wiele zastosowan, w szczegolnosci
shuzy ona do oceny jako$ci modelu przewidujacego przynaleznosci do réznych klas. Bardzo
uzytecznym wskaznikiem jako$ci powstalego modelu jest pole pod tg krzywg ,,ROC”: im
jest ono wieksze, tym zbudowany model jest lepszy. Przyktadows taka krzywa dla klasy
,,BP” przedstawia rys. 8. Jak wida¢, powierzchnia pod krzywa wynosi 0,850183, co
oznacza, ze zbudowany model w zakresie tej klasy jest dobry. Krzywe typu ,,ROC” zostaty
opracowane dla wszystkich mozliwych rodzajow zmiennych zaleznych w modelu, czyli dla
decyzji podiagnostycznych.
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5. Podsumowanie

W artykule podj¢to probe zaprojektowania oraz zbudowania modelu drzewa
decyzyjnego wedlug metody C&RT dla zaptonnikow typu KW-4, ktére stosowane sa
w nabojach artyleryjskich kalibru od 57 mm do 152 mm. Cel okreslony na poczatku
artykulu zostal w pelni osiggniety. Okreslono niezbedne parametry do zbudowania
prawidtowego drzewa, ktore w efekcie finalnym doprowadzity do zbudowania i wyboru
najlepszego modelu drzewa klasyfikacyjnego. Dzigki specjalistycznemu oprogramowaniu
komputerowemu [8] zbudowano model drzewa, ktorego najlepsza postaé (nr 3)
automatycznie wybralo to oprogramowanie. Wykonana procedura przycinania drzewa,
ograniczyta jego wielko$¢ i1 przedstawita posta¢ tego drzewa, ktore jest najbardziej
optymalne dla zalozonych na poczatku predyktorow drzewa. Proces przycinania jest
realizowany zgodnie z zasada: lepiej mie¢ mniejszy model, poniewaz jest on bardziej
uniwersalny w praktyce.

Dzigki zaprojektowaniu i zbudowaniu naszego drzewa klasyfikacyjnego, mamy teraz
mozliwo$¢ dokonywania szybkiej oceny dla nowych badanych partii zaptonnikow typu
KW-4. Wdrozenie tego drzewa decyzyjnego do procesu oceny wymaga podlaczenia
komputeréw z nowymi wynikami badan do oprogramowania [8], w ktorym zainstalowany
jest nasz zaprojektowany i zbudowany model ocenowy. Otrzymane z badan nowe wartosci
predyktoréw umozliwiajg zaprojektowanemu modelowi drzewa szybka oceng tych nowych
partii zaptonnikdw, poprzez automatyczne wyznaczenie decyzji podiagnostyczne;j.
Oczywiscie, zastosowanie zbudowanego drzewa klasyfikacyjnego w praktyce wymaga
zgody na implementacj¢ tego narzedzia. Z praktycznego jednak punktu widzenia,
zastosowanie tego narzedzia wydaje sie wiec koniecznoscig, poniewaz zbudowane drzewo
klasyfikacyjne automatycznie wskazuje prawidlowa decyzje podiagnostyczng dla nowych
badanych partii zaptonnikéw. Unika si¢ w ten sposob najstabszego ogniwa w procesie
ocenowym, a mianowicie elementu ludzkiego.

Wydaje sig, ze sztuczna inteligencja, ktora szturmem wchodzi do wigkszosci dziedzin
naukowych, bedzie stosowana réwniez do oceny wynikow badan elementow specjalnych
obiektow technicznych, a takimi sg przeciez zaptonniki typu KW-4. Podobne drzewa
klasyfikacyjne mozna zaprojektowa¢ i zbudowaé¢ dla innych badanych rodzajow
zaptonnikow artyleryjskich. Warunkiem niezbednym jest posiadanie bazy danych, ktéra
bedzie zawierata wyniki przeprowadzonych dotychczasowych diagnostycznych badan
laboratoryjnych.
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